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面向现代GPU的Winograd卷积加速研究
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摘　要：　卷积运算是现代卷积神经网络中必不可少的组成部分，同时也是最耗时的 . 为了解决卷积算子的性能

问题，包括快速傅里叶变换（Fast Fourier Transform，FFT）和Winograd在内的快速卷积算法被提出 . Winograd卷积可被

用于提高小卷积核的推理性能，是目前卷积神经网络中的主流实现方法 . 然而，Winograd卷积在许多高度优化的深度

神经网络库和深度学习编译器中的实现比较低效 . 由于Winograd卷积的四个阶段的复杂数据依赖关系，面向GPU对

其进行优化非常具有挑战性 . 本文针对现代GPU体系结构优化了Winograd卷积算子的性能 . 本文提出了Winograd计

算阶段的等价变化及其利用Tensor Core进行计算的无同步实现，并进一步提出了利用不同GPU内存层级的部分计算

核融合方法PKF（Partial Kernel Fusion）. 基于张量虚拟机（Tensor Virtual Machine，TVM）和代码重构器PKF-Reconstruc⁃
tor（Partial Kernel Fusion Reconstructor），实现了高性能的Winograd卷积 . 对真实应用中卷积神经网络的卷积算子的评

估表明，与 cuDNN相比，本文所提算法实现了7.58~13.69倍的性能提升 .
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Abstract:　Convolution operation is an indispensable part of modern convolutional neural networks, and it is also the 
most time-consuming.  In order to solve the performance problem of convolution operators, fast convolution algorithms in⁃
cluding FFT (Fast Fourier Transform) and Winograd have been proposed.  Winograd convolution is used to improve the in⁃
ference performance of small convolution kernels and is currently the mainstream implementation method in convolutional 
neural networks.  However, the implementation of Winograd convolution in many highly optimized deep neural network li⁃
braries and deep learning compilers is relatively inefficient.  Due to the complex data dependence of the four stages of Wino⁃
grad convolution, it is very challenging to optimize it for GPU.  In this paper, the performance of the Winograd convolution 
operator is optimized for modern GPU architecture.  This paper proposes the equivalent transformation of the Winograd calcu⁃
lation stage and its non-synchronization implementation using Tensor Core, and further proposes a partial kernel fusion meth⁃
od utilizing different GPU memory hierarchies, i.e. PKF (Partial Kernel Fusion).  Based on TVM (Tensor Virtual Machine) 
and a code reconstructor named PKF-Reconstructor (Partial Kernel Fusion Reconstructor), a high-performance Winograd 
convolution is implemented.  The evaluation of the convolution operators from real-world convolutional neural networks 
shows that the proposed algorithm achieves a performance improvement of 7.58~13.69 times compared with cuDNN.
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1　引言

深度学习是近年来机器学习领域新兴的研究方

向，在诸多领域取得了令人惊艳的效果 . 其中基于卷积

运算的卷积神经网络（Convolutional Neural Network，
CNN）是深度学习中的典型网络之一，通过多层卷积算

子构造深层网络模型，利用学习训练建立模型的参数，

可以得到逼近现实的输入输出关系 . 而更深的神经网

络也意味着更多的参数和更大的计算量，带来了更大

的时延和更高的成本 .
卷积运算可以转换为一般矩阵乘法（GEneral Ma⁃

trices Multiplication，GEMM），并在各类硬件平台上调用

更高效的线性运算库来加速运行，但此类方法存在冗

余的乘法计算 . 为了达到实时的人工智能（Artificial In⁃
telligence，AI）应用体验，降低训练、推理成本，研究者提

出了包括快速卷积算法在内的诸多优化方案 . 快速卷

积算法是卷积运算的一类等价算法，通过对卷积运算

进行数学等价变化，将输入线性变换到另一个空间，以

减少计算中的乘法次数 . 2015 年提出的基于 Winograd
最小滤波算法的Winograd卷积就是典型的快速卷积算

法，它以加法次数的增加为代价换取乘法数量的减少［1］.
在引入Winograd卷积之后，大量研究工作将Wino⁃

grad 卷积拓展到了更一般的卷积算子上，并在 CPU，

GPU和 FPGA等平台完成了实现 . 但截至目前，供应商

提供的神经网络计算库中，Winograd 卷积的实现均很

低效 . 也有部分工作对特定平台上 Winograd卷积的性

能进行了优化，但面向NVIDIA GPU的Winograd卷积优

化工作均未利用 Tensor Core 的高性能，且相关优化方

法存在两方面的问题：一是基于对底层汇编器的修改，

难以整合到流行的深度学习计算库中因此不便使用；

二是利用了部分规范中未明确的 GPU 特性，不具备对

新GPU架构的兼容性 . 本文旨在提出一种高级编程语

言层面的、使用 Tensor Core的高效Winograd卷积，以加

速神经网络中卷积算子在GPU上的推理性能 . 这也是

首个利用 Tensor Core实现低精度Winograd卷积推理的

工作 .
然而由于 Winograd 卷积的内在复杂性，在 GPU 这

类非定制硬件平台上进行优化存在困难 . Winograd 卷

积由四个分离的阶段组成 . 一方面，这四个阶段的访存

模式不尽相同，因此难以利用GPU的多级内存层级；另

一方面，计算阶段的运算为小规模矩阵的对应位相乘，

无法充分利用GPU的并行处理能力和Tensor Core这类

高效运算部件 . 同时，现有相关工作尝试了对Winograd
卷积进行阶段的融合，但也均存在实现困难或可移植

性差的情况 . 总之，面向现代 GPU 优化 Winograd 卷积

存在一定的困难，但对 GPU 上的卷积神经网络推理加

速有重大意义 .

针对上述问题，本文首先引入低精度，在降低模型

大小的同时利用 Tensor Core 的强大计算能力，并提出

了一种避免了线程同步的算法；其次，创新地提出新的

融合策略，利用 GPU 的多层内存层级来融合 Winograd
卷积的部分阶段；最后对设计空间进行了探索，分析和

对比了算法复杂性，并基于一个流行的端到端深度学

习框架TVM和代码重构技术实现了优化的Winograd卷

积 . 通过实验验证，本文提出的方法与 NVIDIA cuDNN
中的 Winograd 卷积实现相比实现了 7.58~13.69倍的显

著性能提升 .
2　Winograd卷积优化相关工作

自从 Winograd 卷积引入以来，国内外研究者做了

很多优化和实现工作 . 牺牲精度换取更少的内存占用

和更高的运算效率是CNN优化中的常见方法 . 将CNN
模型的参数从 32位浮点数转变为 16位浮点数，或量化

为 8-bit定点数甚至更低精度，可以在基本不损失模型

精度的情况下压缩模型并提升运算效率 . 最早研究者

在引入Winograd卷积时就同时测试了单精度和半精度

浮点数［1］，但实验表明使用半精度浮点数会导致较大的

绝对误差 . Meng等人［2］提出由均匀的仿射量化生成量

化的卷积核，并以 8 位无符号整数和动态范围表示 .
Gong等人［3］提出动态在CNN上分层应用不同的卷积实

现和量化以降低计算复杂度，其中也包括 Winograd 卷

积的量化 . Fernandez 等人［4］提出应用 Winograd 卷积到

8-bit 网络上，并用学习解决精度损失问题 . Liu 等人［5］

在引入 RNS（Residual Number System，余数系统）变换

的同时也使量化可以在低精度上操作 . Zhang等人［6］提
出对精度损失建模，为特征映射和卷积核使用不同的

量化级别 . Barabasz 等人［7］用勒让德基多项式取代

Winograd 变换中的规范基多项式，提出基于基变技术

的量化 . Li 等人［8］将线性量化直接嵌入 Winograd 域以

实现低精度量化 . Han等人［9］进一步探索了用Winograd
算法优化 4~6位精度的卷积核 . Sabir等人［10］在特征映

射切片上应用量化，应用粒子群优化技术找到量化的

阈值［10］. 此外，还有一些研究者也在Winograd卷积上应

用了 8-bit量化技术［11~14］. 这些研究证明了低精度与量

化技术在 Winograd 卷积上的可行性，但结合 Tensor 
Core 的低精度 Winograd 卷积推理还没有相关研究 .
NVIDIA cuDNN 神经计算库中的 Winograd 卷积实现也

没有支持Tensor Core，因此本文提出的利用Tensor Core
的低精度Winograd卷积推理尚属首次 .

Huang等人［15］和 Jiang等人［16］分别将大尺寸卷积核

和非单位步长的卷积分解为小卷积核以解决数值精度

问题 . 这些研究证明了 Winograd卷积在更大尺寸卷积

核上的适应性，Vincent 等人［17］还证明了在不修改
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Winograd 卷积算法的前提下，仅改变变换矩阵的元素

值就可以提高数值稳定性，进一步支撑了低精度与量

化的可行性 . Hong 等人［18］在大规模 GPU 集群上利用

Winograd卷积的数据并行性和切片内并行性实现了多

维并行训练，他们的思路一定程度上启发了本文的研

究 . Jia等人［19］利用MegaKernel技术将Winograd卷积的

四个阶段融合，利用精心设计的任务映射算法在 GPU
上达成了显著的性能提升 . 这四个阶段的融合并非一

般意义上的算子融合，而是将每个阶段视为任务流的

一个节点，本质上是更高层次的计算图调度算法 . Yan
等人［20］使用 SASS汇编器优化Winograd卷积，合并了全

局访存并使共享访存无冲突，利用缓存设计流水线、提

高计算强度，还利用常规寄存器填补了谓词寄存器不

足的缺陷 . 他们的工作一方面基于对底层汇编器的修

改，难以整合到流行的深度学习计算库中，因此不便使

用；另一方面利用了部分规范中未明确的GPU特性，不

具备对新GPU架构的兼容性 . 而本文提出的融合技术

和低精度与量化技术具备更好的通用性，通过对设计

空间的分析也确保了算法对未来 GPU 的兼容，还具备

向其他类型硬件设备推广的理论可行性 .
3　相关基础

3. 1　Winograd卷积

Winograd［21］在 1980年提出了有限脉冲响应（Finite 
Impulse Response，FIR）的最小滤波算法，该算法给出了

卷积运算最少需要的乘法数量 . 对于由 r拍的FIR滤波

器生成的m个输出，即F(mr)，需要的最少乘法数量为

μ (F (mr ) ) =m + r - 1

对于F(23)的情况，所需的最小乘法数为 4，与直接

卷积中的 6次乘法相比减少了 2次 . 可以用矩阵形式表

示Winograd最小滤波算法：

Y =AT[ (Gg ) (BTd ) ]
其中，g 为滤波器向量，d 为输入数据向量，Y 为输出数

据向量，G表示滤波器变换矩阵，BT表示数据变换矩阵，

表示矩阵的对应位乘法（Hadamard积）运算，AT表示输

出变换矩阵 . 对于特定的m和 r，可以通过中国剩余定理

计算出相应的变换矩阵 G 和 B. Lavin 等人［1］首先将

Winograd最小滤波算法应用在CNN中，利用减少的乘法

次数提升卷积算子性能 . 他们通过嵌套一维最小滤波算

法F(mr)，得到了二维的最小滤波算法F(m ´mr ´ r)：
Y =AT [(GgGT )(BTdB)]A

此时，滤波器 g大小为 r ´ r，输出Y大小为m ´m，则

输入 d 大小为 (m + r - 1)´(m + r - 1). 二维最小滤波算法

所需乘法数为 (m + r - 1)2，而原始卷积算法需要乘法数

为 m ´m ´ r ´ r. 对于 F(2 ´ 23 ´ 3)而言，乘法次数从 36

降低到了 16，减少了 55.56%，即使将额外带来的加法运

算考虑在内也有可观性能收益 .
可以自然地将Winograd卷积分为如下四个分离的

阶段（如图1所示）：

（1）输入变换（Input Transformation，ITrans）：g'=
GgGT，将输入张量变换到Winograd域，g'的尺寸为 (m +

r - 1)´(m + r - 1).
（2）卷积核变换（Kernel Transformation，KTrans）：

d'=BTdB，将卷积核变换到 Winograd 域，d'的尺寸与 g'
的尺寸相同 .

（3）对 应 位 相 乘（Element-wise Matrix Multiplica⁃
tion，EWMM）：Y '= g'd'，是Winograd卷积的计算阶段，

Y '的尺寸与g'的尺寸相同 .
（4）输出变换（Output Transformation，OTrans）：Y =

ATY'A，将结果从 Winograd 域逆变换到特征向量域，Y

的尺寸为m ´m.

3. 2　现代GPU体系结构

现代 GPU 体系结构如图 2所示 . 一块 GPU 包含若

干个流处理器（Streaming Multiprocessor，SM），而每个

SM由包括CUDA Core和Tensor Core在内的大量计算核

心 、大 容 量 的 寄 存 器 组 和 一 个 共 享 内 存（Shared 
Memory，也称 L1 Cache）组成 . NVIDIA GPU 从 Volta 架

构开始引入 Tensor Core，从一般意义上来说，一个 Ten⁃
sor Core单元可以在一个时钟周期内完成一个小规模矩

图1　Winograd卷积的四个阶段
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阵乘法的计算，而此前的 CUDA Core 计算单元每个时

钟 周 期 仅 能 完 成 一 个 融 合 浮 点 乘 加 运 算（Fused 
Multiply-Add，FMA），这是革命性的提升 . 然而使用

Tensor Core需要操作数满足一定的条件，更需要合适的

工作负载到线程的映射，这是本文需要解决的第一个

问题 . L2 Cache（LLC）和高带宽的动态随机访问内存

（Dynamic Random-Access Memory，DRAM）由所有的 SM
共享 . 距离计算核心更近的内存层级具备更小的内存

但同时也具备更高的带宽，反之离 DRAM 越近的内存

层级具备更大的容量但带宽是有限的 . 利用好数据局

部性可以高效利用这种多级内存层级，进而显著改善

性能、如何利用好内存层级实现阶段的融合是本文需

要解决的另一个问题 .

3. 3　循环融合与算子融合技术

在深度学习领域，算子融合［22，23］指的是将多个算

子组合起来成为一个融合的算子 . 与传统编译中的循

环融合［24］不同，算子融合中的数据依赖关系由其计算

图和算子语义隐式给出 . 但不管是算子融合还是循环

融合，两者都是尝试通过将计算合并到一起，以减少从

内存中读写中间计算结果的开销 . 由于多级内存层级

中，不同层级的内存带宽存在很大的差异，因此这种开

销是显著的 . Winograd卷积天然地由四个阶段组成，在

GPU实现上也一般为 4个分离的 kernel，可以考虑将这

些 kernel融合起来 . 但在数学上，没有已知方法可以将

Winograd 卷积中的运算变换为单个运算，因此无法利

用传统的循环融合和算子融合技术 . 但 Winograd卷积

的四个阶段存在数据相关性，故存在利用数据局部性

的可能性 . CPU 上已经有研究利用 L3 Cache 重用卷积

核来加速 Winograd 卷积，而在 GPU 上还没有相关的探

索［25］. 因此，可以考虑利用 GPU 中的缓存暂存每个阶

段的中间运算结果，在进入下一阶段时直接从高速缓

存中获取数据以减少数据流开销 .
4　面向现代GPU加速Winograd卷积

鉴于对相关工作的介绍和对现代GPU体系结构以

及融合技术的分析，本文提出一种面向现代 GPU 的

Winograd卷积加速方法，该方法由4部分组成 .
首先是面向 Tensor Core 的低精度 Winograd. 现有

一些研究探索了 Winograd 卷积上的低精度技术，并在

FPGA等平台上实现 . 在GPU上，低精度Winograd卷积

虽存在相关研究，但其实现中没有利用高效的 Tensor 
Core，因此可以进一步优化 . 本文提出了 EWMM 阶段

的一种等价形式，以提高算术强度和该阶段的可并行性，

并提出应用低精度技术，使该等价形式可以利用Tensor 
Core进行加速，在此基础上，本文提出的调度还避免了运

算过程中读取数据和计算之间的线程同步指令 .
然后是提出了部分计算核融合技术（Partial Kernel 

Fusion，PKF）. 算子融合通常应用在不同的算子上，比

如CNN中典型的“卷积-批归一化-激活函数”结构就可

以通过算子融合技术融合为单个算子 . 但 Winograd卷

积有其特殊性，由于 Winograd 变换和逆变换的存在，

Winograd 卷积天然地包含四个分离的部分 . 这四个部

分存在数据依赖关系，在 GPU 实现上表现为四个独立

的计算核（kernel），可以看作四个算子 . 但 Winograd 变

换与逆变换互为不可融合的类型，因此无法融合全部

kernel为单个 kernel，仅可以融合包括EWMM阶段在内

的两个 kernel. 而 EWMM 阶段存在算术强度过低的情

况，且无法利用Tensor Core进行计算 . 本文针对这些难

点，提出利用GPU的多级内存层级，用两种新的融合策

略及其实现来融合不可融合的算子，并针对 GPU 上的

Winograd卷积提出了利用新融合策略的PKF技术 .
接着是优化策略的设计空间探索 . 应用低精度技

术和 PKF技术，可以拓展Winograd实现的设计空间，同

时也对设计空间产生了约束 . 低精度技术的应用使每个

时钟周期可以读取更多的操作数和执行更多的运算，这

也对工作负载到线程的分配映射提出了要求 . PKF技术

旨在更好地利用多级内存层级，因此受限于两级缓存的

大小 . 通过对应用这两种技术的 Winograd卷积进行了

全面分析，本文探索了应用低精度技术和PKF技术后的

Winograd卷积的设计空间并对比了算法复杂性 .
最后是优化的 Winograd 卷积算子实现 . 基于流行

的深度学习编译软件栈（Tensor Virtual Machine，TVM），

可以将算子的计算与调度分开独立实现 . 通过 TVM中

的调度原语，可以实现设计空间中的方案，并利用 In⁃
trinsic映射调用Tensor Core. 但由于TVM的对可融合算

子的类型限制，PKF 技术无法在 TVM 中直接实现 . 本

文研究了以最小代价突破这种限制的方法，将 PKF 技

术的应用与算子基础代码生成分离，实现了可在 TVM
生成的代码上应用 PKF 技术的代码重构器，最终实现

了应用了本文优化的Winograd卷积算子 .
4. 1　面向Tensor Core的低精度Winograd算法

Winograd 卷积的计算集中在 EWMM 阶段，执行的

（TC表示Tensor Core，CC表示CUDA Core）
图2　简化的典型GPU体系结构
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运算是对应位的矩阵乘法，即 Hadamard 积 . EWMM 阶

段的输入是变换后的输入和变换后的卷积核，在不考

虑通道数的情况下，二者均为 (m + r - 1)´(m + r - 1)的矩

阵 . 因此，这一阶段需要读取 2(m + r - 1)2 个元素并执行

(m + r - 1)2 次乘法操作，最后将 (m + r - 1)2 个元素的运算

结果写回内存 .
可以用算术强度（Arithmetic Intensity）这一概念来

评估算法对内存带宽的需求［26］，其定义为算法的操作

数与访存字节数的比例，即平均每读取一个字节的数

据可以支持的运算次数 . 运算强度越大，则表示算法对

内存带宽的需求越小；反之内存带宽更容易成为算法

性能的瓶颈 . 假设 Winograd卷积的数据类型为单精度

浮点数，那么根据算术强度的定义，EWMM阶段的算术

强度AIEWMM为

AIEWMM =
(m + r - 1)2FLOPS

[2(m + r - 1)2 + (m + r - 1)2 ]´ 4B
=

1
12

FLOPS/B

此值远低于 GPU 的运算带宽比（ops：byte ratio，
以 NVIDIA Volta V100 为 例 ，其 运 算 带 宽 比 为 40~
139 FLOPS/B），因此是典型的内存限制型（Memory Lim⁃
ited）运算 . 这类运算一方面受限于 GPU 的内存带宽，

另一方面无法以充足的计算量在流水线中隐藏访存延

迟 . 若要提高 Winograd 卷积 EWMM 阶段的性能，首先

需要提高计算强度 . 提高算术强度的方法之一是对算

法本身作调整，另一个方法是使用低精度类型以节约

带宽 . 另外，考虑利用 Tensor Core 的算力，则也需要使

算法匹配Tensor Core支持的操作 .
4. 1. 1　EWMM阶段的变化

完整的二维 Winograd 卷积中，计算阶段并非简单

的二维矩阵上的EWMM，还需要在C维度上规约累加，

如算法1所示（算法中张量均为Winograd域张量）.

这种乘累加的运算模式在形式上与 GEMM（GEn⁃
eral Matrices Multiplication）是一致的：矩阵Am ´ k 和矩阵

Bk ´ n 的 GEMM 就是将 k维度上的所有元素按位相乘后

累加 . 因此，仅仅通过变换数据布局和交换循环顺序，

就可以将原始的EWMM后规约累加转变为算术强度更

高的 BGEMM（Batched GEMM，批量矩阵乘），如算法 2
所示 .

经过算法调整后，原EWMM阶段的EWMM后规约

累加运算变成了 BGEMM 运算，记为 BGEMM 阶段 . 根

据算法 2中的描述可知，BGEMM 阶段矩阵乘法的批次

为 H tileW tile，对应的矩阵乘法规模“M”“N”“K”分别为

ntiles，K和C. 现对BGEMM阶段的算术强度重新分析：

考虑单批次的矩阵乘法，输入矩阵大小分别为 (ntilesC)

和 (KC)，完成单批次矩阵乘需要读取 ntiles ´C +K ´C

个元素，需要 ntiles ´C ´K 次浮点乘法运算和 ntiles ´
C ´K次浮点加法运算，再将 (ntilesK)大小的计算结果

写回内存需要操作 ntiles ´K个元素，因此BGEMM阶段

的算术强度AIBGEMM为

AIBGEMM =
(ntiles ´C ´K + ntiles ´C ´K)FLOPS

(ntiles ´C +K ´C + ntiles ´K)´ 4B

       =
ntiles ´C ´K

2(ntiles ´C +K ´C + ntiles ´K)
FLOPS/B

不妨带入典型卷积算子实例，令卷积算子 C =K =
64，R = S = 3，输入为 H =W = 224 的特征映射，Winograd
卷积中的m取常用的4. 此时H tile=W tile=6， ntiles=3 136，

带入可得到新的算术强度 AIBGEMM 约为 15.84，较之前

的AIEWMM = 1/12有近两百倍的提升 . 同时，转换后得到

的批量矩阵乘法也为使用 Tensor Core 创造了可能性 .
但调整后的算法仍然有改进的空间 . 一方面算术强度

还不够大，另一方面 32 位精度在 Ampere 架构之前的

Tensor Core 上也不受支持 . 这两方面的问题都可以通

过使用低精度数来解决 .
4. 1. 2　到Tensor Core的映射

Volta以来的三种架构中的Tensor Core对数据类型

有不同的要求，如表1所示 .
可以看到，三种架构的 GPU 都支持 FP16 数据类

型，而从Turing架构开始又引入了对 INT8精度的支持 .
为保持对早期版本的兼容性，本文选择 FP16类型作为

首选数据类型 . 另外，INT8 精度 Winograd 卷积的可行

算法1 原始EWMM阶段处理单批次Winograd域输入张量的算法

输入: 输入张量 I(ntilesCH tile W tile )和卷积核F(KCH tile W tile )

输出: 输出张量O(ntilesKH tile W tile )

FOR n = 0® ntiles

  FOR k = 0®K

    // C维度上的规约累加

    FOR c = 0®C

      // HW维度上的EWMM
      FOR h = 0®H tile

        FOR w = 0®W tile

          O [nkhw ] + = I [nchw ]*F [ kchw ]
RETURN O

算法2 与原始EWMM阶段等价的BGEMM算法

输入: 输入张量 I(H tile W tile ntilesC)和卷积核F(H tile W tile KC)

输出: 输出张量O(H tile W tile ntilesK)

// 内层的矩阵乘法需要执行H tileW tile个批次

FOR hw = 0®H tile W tile

  // 等价于Antiles ´C和BC ´K的矩阵乘法

  FOR n = 0® ntiles

    FOR k = 0®K

      FOR c = 0®C

        O[hwnk]+ = I[hwnc]*F[hwkc]

RETURN O
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性已得到验证，但未在 GPU 上利用 Tensor Core 付诸实

施，因此本文将 INT8 数据类型作为研究目标尚属首

次 . 使用 Tensor Core 需要解决以下两个问题：一是使

用 Tensor Core对Winograd卷积参数有何要求？二是如

何分配任务以在使用 Tensor Core 的同时最大化并

行性？

通过算法 2提出的变换，得到了规模“M”“N”“K”分

别为 ntiles，K和C的矩阵乘法 . 对于FP16和 INT8，通过

WMMA API 调用 Tensor Core 允许三种 M×N×K 的矩阵

规 模 ：16×16×16，32×8×16 和 8×16×32. 可 以 看 出 ，

WMMA 的“K”维度必须为 16，对应 BGEMM 阶段的 C.
因此，要完美使用 Tensor Core加速Winograd卷积，卷积

的输入通道数必须为 16的倍数 . 同理，ntiles和 K也必

须为 8的倍数，且二者之积需要能被 256整除 . 对流行

的 CNN 网络架构进行统计发现，卷积参数大多满足以

上要求 .
在任务分配方面，相应的调度和映射算法如图 3所

示，记作BGEMM-TC算法 .

首先将BGEMM任务映射到线程块上，对输出张量

进行划分以根据数据依赖关系溯源到相关的输入张

量 . 对于输出张量，可以视为H tile ´W tile个批次 (ntilesK)

的矩阵 . 将 HW 维度映射到线程块的一个维度上的索

引，并在 ntiles 维度和 C 维度上进行划分 . 对应到

GEMM 的输入，线程块会分别在输入张量的 ntiles维度

和C维度和卷积核张量的K维度和C维度上迭代，即每

个线程块在一次迭代中负责TBM ´ TBN ´ TBK规模的矩

阵乘法 . 接着，将线程块一次迭代中的任务映射到线程

块内的warp上 . 使线程块内所有的warp协同完成矩阵

乘法输入数据的访问，在完成输入张量切片和卷积核

张量切片的访问后，执行 WMMA 操作 . 所有的 Tensor 
Core 相关指令都是 warp 级别的指令，这意味着一个

warp内的所有线程应该同时执行相同的指令 . 在完成

数据访存后，每个warp内的线程将协同执行WMMA指

令来计算其中的一个子矩阵 .
4. 1. 3　同步指令的消除

将一个线程块负责的 (TBM TBN )大小的输出矩阵

划分为 (WMMAM WMMAN )大小的分块，由每个 warp
负责计算其中一个分块 . 那么每个warp使用的数据为

输入分块中高度为WMMAM的一行和卷积核分块中宽

度为 WMMAN 的一列，所以 warp 之间使用的数据存在

重叠 . 也就是说，由一个 warp 读取的数据会作为其他

warp的操作数，这必然导致 warp 读取的数据和计算时

使用的数据不一致的情况 . 因此，为了避免重复的数

据访问，需要在访存阶段将线程块内 warp 需要的所有

数据加载完毕，warp 才可以开始计算，这也就引入了

上述算法中的线程同步指令 . 为了消除这种同步开

销，本节提出了一种无需线程同步的改进算法，图 4和

算法 3 详细描述了该算法，记为 Sync-free BGEMM-TC
算法 .

首先，BGEMM的批次维度不再直接映射到线程块

索引 . 仍然是沿着 ntiles维度和K维度对工作负载进行

切分，并将分块映射到不同的线程块 . 但与BGEMM-TC
算法不同的是，H tile 维度将直接映射到循环迭代，而

W tile 维度则映射到一个线程块内的warp索引 . 此时，每

个线程块负责处理 H tileW tile 批次的子矩阵的计算，而每

个线程块由 W tile 个 warp 组成，即这些 warp 相互独立地

处理不同批次的子矩阵，与线程块内的其他 warp 相互

独立 . 这样一来，每个 warp 在读取据后就可以立即执

行WMMA指令，而无需等待其他warp到达同步点 .
4. 2　面向GPU内存层级的部分kernel融合

4. 2. 1　Winograd阶段融合分析

分析Winograd卷积中的 kernel能否融合，首先需要

表 1　不同架构Tensor Core上支持的数据类型

架构

NVIDIA Volta
NVIDIA Turing

NVIDIA Ampere

Tensor Core支持的数据类型

FP16
FP16, INT8, INT4, INT1

FP64, TF32, bfloat16, FP16, INT8, INT4, INT1

图3　面向Tensor Core的低精度Winograd卷积任务映射(BGEMM-TC)算法
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对循环融合和算子融合这两种技术进行分析 . 先对循

环融合进行分析，以一个二维矩阵上的运算为例 . 假设

已知两个二维矩阵 A1 024 ´ 1 024，B1 024 ´ 1 024，现在需要求矩

阵C1 024 ´ 1 024，C中的每个元素等于A和B中相应元素的

乘积再加上 8. 实现这一过程的最朴素的方法是用三个

循环来实现，依次完成元素初始化、对应位相乘和逐元

素加 8这三个操作 . 这样的代码效率很低下，因为这三

个部分的都需要从内存中读取 C 矩阵的所有元素，操

作完成后再写回内存，对C矩阵的读写达到了 3次 . 但

这三个部分的循环都是相同的两层循环，循环变量和

迭代范围也相同，因此可以将这三部分的循环融合在

一起，在一个循环内完成赋值和计算的全部过程 . 变换

后的代码不光是形式上更简洁，在性能上也有很大改

进 . 这两层循环遍历了C中的每个元素，然后一次性完

成初始化、计算和赋值操作，再写回内存 . 整个过程中

只对C进行了一次读写，访存次数比变换前少了2/3.
在使用BGEMM算法之后，Winograd卷积四个部分

的循环轴次序发生了较大变化 . 在推理中，KTrans阶段

是可以提前计算的，可以只分析其他三个阶段的循环

融合 . 容易找到N和 ntiles维度是这三个阶段的共同循

环轴，然而在融合的N循环和 ntiles循环内，本质就是在

一个切片上的 Winograd 卷积，计算阶段也退化成了批

量矩阵向量乘法，由引入BGEMM算法带来的计算强度

的提升也因此消失 . 因此，依靠循环融合对Winograd卷

积的kernel进行融合是不合适的 .
而算子层面的融合在本质上等价于数学上的融

合，考虑 Winograd 卷积 kernel 的融合，引入 BGEMM 后

的二维Winograd卷积可表示为矩阵形式：
O =AT{Re[Re(GIGT )Re(FWino )]}A

其中 Re( × )表示布局上的变换，为非线性变换，三处均

为不同的布局变换 . 暂无已知数学方法对式中嵌套的

布局变换的矩阵运算进行化简，因此以算子融合的方

式对引入 BGEMM 的二维 Winograd 卷积进行融合是不

可行的 . 但Winograd卷积的四个步骤存在数据相关性，

存在利用数据局部性的可能性 . 考虑到可以利用 GPU
中的缓存结构暂存每个阶段的中间运算结果，在进入

下一阶段时直接从高速缓存中获取数据，因此本文提

出了新的融合技术，以融合在数学上和算法实现上无

图4　无需额外线程同步指令的Sync-free BGEMM-TC算法

算法3 无需额外线程同步指令的Sync-free BGEMM-TC算法

输入: 输入张量 I(H tile W tile ntilesC)和卷积核F(H tile W tile KC)

输出: 输出张量O(H tile W tile ntilesK)

// 划分一个批次的GEMM为TBM ´TBN ´TBK规模的矩阵乘法

// 映射到线程块的 xy索引维度

FOR nouter kouter = 0® ntiles/TBM K/TBN

  // 作为线程块的迭代维度

  FOR couter = 0®C/TBK

    // 作为warp的迭代维度

    FOR h = 0®H tile

      // 映射到warp的索引维度

      FOR warp_id = 0®W tile

        // 读取此warp需要的所有数据

        WARP_LOAD(warp_id)

        // 由于无需等待其他warp因此可以立刻执行

        WMMA(warp_id)

RETURN O
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法直接融合的Winograd卷积kernel.
4. 2. 2　面向GPU内存层级的新融合策略

非融合的两个相邻算子的数据流如图 5 所示 . 算

子首先从 DRAM 中读取数据，经过 LLC 和共享内存读

取到寄存器中 . 在完成第一个算子的计算之后，将运算

结果经过 LLC 和共享内存再放回 DRAM. 到了下一个

算子的计算时，再以相同的数据路径从 DRAM 中读取

数据，完成计算后也以相同的数据路径写回 . 因此对于

非融合的两个算子，数据需要两次完整流过数据路径 .

而对于传统的算子或循环融合，前一步的中间运

算结果不再重新写回内存 . 第一个算子完成计算之后，

直接将中间运算结果作为下一步运算的输入或临时存

放到寄存器上，如图 6所示 . 下一个算子则不再需要从

DRAM 中重新读取，直接使用寄存器中的中间运算结

果即可 . 但根据上一小节的分析，可以发现无法直接用

算子融合的方法直接融合Winograd卷积 kernel，因此考

虑新的融合方法 .

考虑这样一种数据路径：算子首先从 DRAM 中读

取数据并交给第一个算子进行运算，再将中间运算结

果暂存在 Cache 中，在下一个算子进行计算时，直接从

Cache 中读取中间运算结果作为输入 . 那么根据 GPU

的多级内存层级，可以利用的 Cache 有两层，一层是

LLC，另一层是共享内存 . 利用 LLC和共享内存的数据

路径分别如图7和图8所示 .

这两种融合方法与利用数据局部性有相似之处 .
但利用数据局部性是隐式利用了数据的暂存，在

Cache 行被新读取的数据刷新之后，Cache 上的数据就

会失效，无法实现持久的驻留 . 因此，本文提出的是显

式使用内存层级，为每个 kernel 在运行时显式分配缓

存空间 . 如此一来，分配的Cache空间就不会被新访问

的数据所刷新，在 kernel 运行时实现长久的驻留 . 将

前一个算子的运算结果存放在 Cache 上分配的空间

中，在后一个算子需要时直接从相应的 Cache 中读取

即可 .
4. 2. 3　PKF技术

考察Winograd卷积在推理中的 kernel融合，针对这

种无法将全部四个 kernel融合到一起的情况，本文提出

了融合部分kernel的算法，即将KTrans视为提前执行的

部 分 ，然 后 融 合 ITrans+BGEMM 或 融 合 BGEMM+
OTrans. 考虑到 Sync-free BGEMM-TC 算法中，K 维度映

 

DRAM LLC SM
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LLC SM
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图5　非融合的两个相邻算子的数据流
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图7　利用共享内存融合的算子的数据流
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图8　利用LLC融合的算子的数据流
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图6　传统融合算子的数据流
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射到了线程块的索引维度，而C则映射到了线程块的迭

代维度，每个线程块都会对完整的C维度进行计算，因

此 C 维度上的融合更适合 Sync-free BGEMM-TC 算法，

所以本文采用了 ITrans+BGEMM 的融合策略 . 由于这

种融合策略仅融合了部分 kernel，因此本文将这种策略

命名为部分计算核融合（Partial Kernel Fusion，PKF）
技术 .

分别对两种利用不同GPU内存层级的PKF技术进

行分析 . 首先是利用共享内存的 PKF 技术，记为 PKF-

Shmem. 在 GPU 的 CUDA 编 程 模 型 中 ，可 以 通 过

__shared__关键字来显式使用共享内存 . 而共享内存是

在 SM上使用的，一个 SM上同时只能运行一个warp，因
此对共享内存内的使用是 warp 级别的，需要在相应的

维度申请合适的共享内存大小 . 前文分析指出，

WMMA API对矩阵规模有严格限制，因此限制了 ntiles，

C 和 K 上切分的因子 . 以 ntiles 为例，ntiles 的切分因子

越大，单个线程块中分配的warp和线程数就会越多，更

充分地利用计算资源；但同时也意味着卷积核需要重

复读取更多次，浪费不必要的带宽资源 . 结合 Sync-free 
BGEMM-TC算法，利用共享内存应用PKF技术的Wino⁃
grad卷积算法如算法4所示 .

使用__shared__关键字可以显式使用共享内存，使

用__device__关键字可以使用 DRAM，但没有其他函数

或声明方式是可以直接在LLC上申请空间的 . 换言之，

LLC 对于设备上的代码来说是透明的 . 所有对内存的

访问在没有命中L1 Cache（新的GPU上完成了L1 Cache
和共享内存的统一）的情况下都会向 LLC 发起访问请

求，而所有的写访问也都会经过 LLC. 通过指定编译选

项-dlcm=cg可以使全局访问不再在共享内存中缓存但

在 LLC 中缓存，但这种方法禁用了共享内存所以反而

不利于性能提升 . 而使用线程同步指令可以确保所有

到 DRAM 的写访问都在 LLC 中可见，这为本文实现利

用 LLC 的融合提供了一种新的思路 . 在使用的数据适

应 LLC 大小的情况下，可以最大化利用 LLC 读写数

据 . 在 ITrans 完成之后，数据会经过共享内存和 LLC
写到 DRAM 上，在 ITrans 之后添加一个线程同步指

令，就可以确保写访问的数据已经在 LLC 上可见，

BGEMM 就可以直接从 LLC 上访问数据，而不用向

DRAM 请求数据 . 因此，利用 LLC 的 PKF 技术在算法

上比利用共享内存的更简单一些，只需要合并 ITrans
和 BGEMM 的实现，并在二者之间插入一个线程同步

指令即可 .
4. 3　设计空间探索

以 F (m ´mr ´ r )为例，Winograd 卷积的输出切片

大小为 (mm)，输入切片大小为 (m + r - 1m + r - 1). 输

出切片为互不重叠的张量，这对卷积输出张量的尺寸

提出了要求，即输出张量的HW维度必须被m整除 . 通

过对卷积进行分解，可以应用多种不同参数的 F (m ´

mr ´ r )突破这一限制，不满足条件的卷积也可以等价

为多个满足条件的卷积，因此本文只需考虑零填充、单

位步长的情况，即输入输出尺寸相等 . 因此，Winograd
卷积的切片数量计算可以简化为 ntiles =HW/m². 而H tile

和 W tile 即均可表示为 m + r - 1，对于最典型的 F (2 ´

23 ´ 3)，F (4 ´ 43 ´ 3)和 F (6 ´ 63 ´ 3)，该值分别为 4，6
和 8. 算法将W tile 维度映射在了warp_id上，因此每个线

程块包括m + r - 1个warp，共32(m + r - 1)个线程 .
首先对基于共享内存的 PKF 进行分析 . 每个线程

块负责的矩阵乘规模为为 TBM ´ TBN ´ TBK，其中 TBM

和 TBK 分别映射在了线程块的 xy 索引维度，而 TBN 为

线程块的迭代维度 . 因此线程块每次迭代需要访问的

Winograd卷积核大小为 (H tile W tile TBN TBK )，特征映射

域输入尺寸为 (H tile W tile TBM TBK ). 经过 ITrans 阶段，

得 到 的 Winograd 域 中 间 计 算 结 果 大 小 也 为

(H tile W tile TBM TBK ). 经过 BGEMM 阶段，线程块得到

算法4 利用共享内存应用PKF技术的Sync-free BGEMM-TC Wino⁃
grad卷积

输入: 输入张量 I(H tile W tile ntilesC)和卷积核F(H tile Wtile KC)

输出: 输出张量O(H tile W tile ntilesK)

// 融合的kernel ITrans+BGEMM
// 划分一个批次的GEMM为TBM ´TBN ´TBK规模的矩阵乘法

// 映射到线程块的 x索引维度

FOR nouter0® ntiles/TBM

  // 映射到线程块的 y索引维度

  FOR kouter = 0®K/TBN

    Shared shmem_F[H tile W tile TBN C]=LOAD(F);

    Shared shmem_I[H tile W tile TBM TBK ];

    FOR n inner = 0® TBM

      FOR c = 0®C

        shmem_I = InputTrans(I[:][:][n inner ][c]);

  // 作为线程块的迭代维度

  FOR couter = 0®C/TBK

    // 作为warp的迭代维度

    FOR h = 0®H tile

      // 映射到warp的索引维度

      FOR warp_id = 0®W tile

        Fragment ABC;
        // Warp加载和WMMA,调用Tensor Intrinsics
        AB =LOAD(shmem_Ishmem_F)

        C =WMMA(AB)

        // …
        // kernel OTrans
        // …
RETURN O
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的Winograd域输出尺寸为 (H tile W tile TBM TBN ). 因此，

需要的共享内存大小为 H tileW tileTBMTBK 个元素，对于

半精度浮点数 FP16 和 INT8，分别为 2H tileW tileTBMTBK

字节和 H tileW tileTBMTBK 字节 . TBM 和 TBK 分别对应于

ntiles和C这两个维度的切分因子，所以这两个切分因子

直接决定了对共享内存的占用 . 又由于WMMA API的限

制，TBM必须为8，16，32的倍数，TBK必须为16的倍数 .
基于 LLC的 PKF在内存占用的分析上与基于共享

内存的 PKF 类似，但使用的缓存空间变成了 LLC. 但

需要注意的是，LLC 是由所有 SM 共享的缓存，因此要

想数据占用大小适应 LLC 的大小，应计算出平均每个

SM 可用的 LLC 大小 . 线程块的数量由映射到线程块

索引维度上的值大小决定，各个索引维度上的值相

乘的结果即为线程块数量总和 . 在算法中，ntiles轴和

K 轴切分之后的外层循环映射到了线程块的 xy 轴上，

因此线程块的总数量 NTB = ntiles/TBM ×K/TBN = (ntiles ×

ntiles)/(TBM ×TBN ). 但GPU上同时启动的线程块的数量

是有限的，上限为 SM 的个数，记为 NSM. 当 NTB <NSM

时，LLC 最多由 NTB 个 SM 共享，而当 NTB ≥ NSM 时，LLC
由NSM个SM共享 .

假设共享内存和LLC的大小分别为VShmem 和VLLC，

单位为字节（B）. 那么对于基于共享内存的 PKF，线程

块每次迭代所占用的共享内存不能超过 VShmem，即

Ve H tileW tileTBMTBK ≤ VShmem，其中 Ve 为单个中间运算结

果的数据类型的大小 . 而对于基于LLC的PKF，所有运

行中的线程块所占用的LLC的大小之和不能超过VLLC，

即 Ve H tileW tileTBMTBKMin{NTB NSM }≤ VShmem. 因此，两

种PKF算法实现的设计空间必须尽可能满足相对应的

不等式，防止超过缓存大小限制带来的缓存丢失 . 需要

注意的是，基于共享内存的 PKF也应满足NTBNSM 以

最大化GPU利用率 . 整理以上设计空间限制条件，就可

以为该实例得到参数(TBM TBN TBK )有限的可选集合 .
现通过与原始Winograd算法、现有BGEMM算法对

比，对PKF算法的算法复杂性进行分析 . 从空间复杂度

来说，三种算法在输入输出上元素个数一致，仅在布局

上有所区别 . 但 PKF算法采用了占用内存空间更少的

低精度数据类型，即 FP16 和 INT8，因此在内存使用上

分别缩小为原有的一半和四分之一 . 而在性能度量上，

并行算法区别于传统串行算法，不简单使用算法的时

间复杂性来描述，而是使用工作量、通信开销和并行效

率等指标进行阐述 . 在工作量上，三个算法总的运算次

数是一致的，仅仅与输入规模有关，而与并行度无关；

在通信开销上，由于原始 Winograd卷积在 EWMM 运算

后再在 C 维度上进行规约累加，因此线程间单次通信

量为 H tileW tile，而原始 BGEMM 算法和 PKF算法中，线程

协作完成矩阵乘法，降低了线程间通信开销，同时 PKF

算法中同步指令的消除也进一步缩减了开销；而在并

行效率上，原始 Winograd 卷积在 CUDA Core 上进行

EWMM运算，对GPU的计算能力利用较低，即使提高并

行度也难以覆盖访存、通信开销，而原始 BGEMM 算法

提高了算术强度，降低了访存、通信开销相对计算的比

例，PKF 算法通过利用 Tensor Core 的计算能力进一步

提升了并行效率，并通过对设计空间进行探索，最大化

了对资源的利用 . 综上分析，采用 PKF 算法可以为

Winograd卷积的计算带来显著性能提升 .
4. 4　基于TVM的Winograd卷积解耦合实现

4. 4. 1　基于TVM的原型实现

TVM［23］是一个端到端的深度学习编译器，可以为

各种硬件后端生成优化的低级代码 . 与大多数传统编

译器不同，TVM 的输入是用 compute和 schedule描述的

算法，而不是一般的高级编程语言代码 . 通过对 com⁃
pute 和 schedule 进行编译可以生成特定硬件加速器的

高级语言代码或低级的机器代码 . TVM 引入了一种张

量表达式（tensor expression）语言来定义各种运算符，还

提供了一些程序转换原语来对默认调度进行变换 .
TVM在设计上受启发于Halide中分离 compute和 sched⁃
ule的做法，这种思想为自动优化和生成代码提供了便

利 . TVM 使用 schedule 来将张量表达式映射到低级代

码，通过指定如何进行计算来定义 compute的实现 . 可

以使用各种方法（比如 AutoTVM［27］使用了基于学习的

方法）搜索调度空间来找到 compute的高性能 schedule.
利用 TVM 提供的张量表达式和调度原语，可以定

义Winograd卷积的 comptue并指定调度，但要实现本文

提出的算法还存在两点困难，分别为同步指令的消除

和阶段的融合 . Sync-free BGEMM的调度使用基本的调

度原语是可以实现的，该算法的提出是为了避免不必

要的线程同步指令，但使用 TVM 的调度原语会使生成

CUDA代码时自动在该位置插入内存同步指令，使算法

失去 Sync-free 这一特性 . 而阶段的融合问题出在线程

块内的 warp 数量上 . 前面的分析中指出，算法在

BGEMM 阶段每个线程块有 W tile 个 warp，而在 ITrans 阶
段的计算则只能在C维度进行切分并指定内层循环绑

定到 warp 的索引维度 . 对于典型的 F(4 ´ 43 ´ 3)，W tile

为 6，ITrans却不能指定warp数量也为 6，否则会引起不

整除的情况 . 因此，BGEMM 阶段和 ITrans 阶段的 warp
索引维度大小一般都是不同的，而这会导致无法使用

TVM原语指定两个阶段的融合 . 考虑到通过直接修改

TVM 源码实现算法代价很大并可能影响其正常工作，

本文提出先使用 TVM生成基本具备 BGEMM调度并且

映射到Tensor Core运算的原型CUDA代码，再通过代码

重构器将 Sync-free 和 PKF 技术应用在 CUDA 代码上以

生成最终代码 .
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原型的实现分为两步：一是通过定义 compute来给

定 Winograd 卷积的基本运算，二是根据本文提出的算

法定义 Winograd 卷积的 schedule. compute 的定义上并

无特殊之处，在此不做赘述，下面着重描述 schedule 的

实现细节 . 首先是 ITrans 阶段的调度 . compute 的定义

中 ITrans阶段包括三个部分，分别为零填充、输入张量

切片和输入张量变换，前两步可以直接使用 com⁃
pute_inline原语在第三步中内联计算，因此只需对输入

张量变换阶段的 schedule 进行定义 . 这里需要引入对

内存层级的显式使用 . 首先将切片读取到共享内存中，

再将其读取到 SM 的寄存器即本地存储上 . 分别在

ntiles维度、C维度进行切分，前者切分得到的外层映射

到线程块索引上，后者切分得到的内层映射到 warp 内

的线程索引维度上，而 ntiles 维度上切分得到的内层，

即进一步切分以映射到 warp 索引维度上 . 从 ITrans 的
计算阶段向外层推导，可得到将切片读取到共享内存

上的调度 . 加载到共享内存的调度中设置一偏移量以

避免 bank冲突 . 变换阶段的 schedule定义完成之后，将

输入张量切片和零填充这两个步骤依次内联到输入张

量变换中 .
在BGEMM阶段的调度实现上，依然遵循着从输出

到输入的顺序 . 首先对输出到内存的部分进行调度，根

据算法 2和 3，W 维度作为 warp的索引维度，ntiles维度

和K维度上进行切分映射到线程块的索引维度上，warp
内部则使用向量化的数据访问方式 . 将结果写到共享

内存的部分，一个 warp 每次会按照 WMMA API 写一个

相应大小运算结果，同样引入一个偏移量以防止 bank
冲突 . 在计算部分，一个 warp 在一次迭代中会计算一

个 wmma_m ´wmma_n ´wmma_k 大小的矩阵乘法，在

此之前也会从共享内存读取相应的矩阵到 WMMA 空

间 . 而从内存读取到共享内存的部分中，同样将W维度

作为 warp 的索引维度，warp 内部使用向量化的数据访

问方式，根据数据类型可以设置向量化访问相应的元

素个数 . 最后将 WMMA计算映射到 Tensor Intrinsic（即

WMMA API提供的计算指令）上 . 通过定义Tensor Core
上的 compute 模式匹配 compute 实现，再使用 tensorize
原语将相应的计算替换为张量化的 Tensor Intrinsic 即

可 . 最后，调用 tvm. build（×）生成底层代码实现，并输出

为CUDA源代码，即可得到算法的Winograd卷积原型 .
4. 4. 2　基于代码重构技术的PKF优化

本文提出了一种基于代码重构的低成本的、解耦

合的重构器——PKF-Reconstructor. 首先基于第 4.4.1
节设计实现的 compute 和 schedule 原语在 TVM 上构建

PKF Winograd 的原型 IRModule（Intermediate Represen⁃
tation Module，中间表示模块）. 然后，使用 TVM 为该原

型生成中间 CUDA 代码 . 最后，使用 PKF-Reconstructor

从中间代码生成最终的 PKF Winograd CUDA 代码并将

其编译为GPU工作负载 . 这种实现思路避免了对 TVM
代码库本身的修改，同时将调度优化和 Sync-free PKF
技术解耦合，降低了成本的同时也利于调试和改进 . 这

也导致了一个严重的缺点，即这种方法只能生成单个

优化的 Winograd 卷积算子，无法直接应用于完整的

CNN模型 . 但在保持输入输出数据布局一致的情况下，

单个算子的性能变化足以验证算法的效果 .
PKF-Reconstructor的核心为正则表达式匹配，从原

型 CUDA 代码提取出需要的代码并进行处理以得到

PKF Sync-free的Winograd卷积的 kernel实现，再插入算

子测试模板并修改参数得到测试用例最终代码 . PKF-

Reconstructor具体的工作流程如下：

（1）通过正则表达式匹配分离的 ITrans，KTrans，
BGEMM和OTrans的kernel源码；

（2）在BGEMM的 kernel代码中匹配并移除warp加

载数据后自动插入的线程同步指令；

（3）为融合的 ITrans+BGEMM 的 kernel生成对应的

kernel 函数名和参数列表，并将 ITrans 的 kernel 源码作

为融合的kernel主体；

（4）从 BGEMM 的 kernel代码中匹配绑定到线程块

的位置，将其作用域内的代码插入到融合的 kernel中对

应的位置；

（5）如果是基于 Shmem的实现，匹配部分需要修改

的迭代变量，重新计算其值并修改以确保结果的正确

性，否则跳过这一步；

（6）将融合的 kernel，KTrans 和 OTrans 插入测试模

板代码的相应位置得到测试用例最终代码；

（7）修改模板中负责定义工作负载分配的相关参

数，重新计算并修改迭代变量以获得正确的 PKF Wino⁃
grad；

（8）调用nvcc编译测试代码并运行 .
此外，在实验过程中发现，可以在不影响程序正确

性的情况下进一步移除部分线程同步指令 . 因此，

可在 PKF-Reconstructor 编译之前增添一个步骤：匹配

代码中所有的线程同步指令，逐个尝试删除，删除后

进行编译并测试 . 如果程序输出结果与正确结果一

致，则保留该删除并继续尝试；否则，撤销该删除并

继续尝试 . 在完成所有线程同步指令的删除测试之

后，正式编译测试代码并测试，给出最终的测试

结果 .
5　实验分析

本节在GPU上对一组实际应用的卷积算子进行了

测试，评估几种PKF Winograd卷积实现的性能 . 主要的

实验设置如下：
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（1）硬件平台 . NVIDIA RTX 2080Ti GPU，DRAM大

小为 11 GB，LLC大小为 5.5 MB，共享内存大小为每 SM
各64 KB，共有68个SM，每个SM包含8个Tensor Core.

（2）软件平台 . 基于 Apache TVM 0.7.dev［28］实现了

基本的 Winograd 卷积和优化的 Winograd 卷积原型，并

将其用于生成中间 CUDA C++代码；PKF-Reconstructor
使用Python语言编写，在Python 3.8.4上成功运行；GPU
工作负载通过NVCC v11.0编译并链接 .

（3）工作负载 . 工作负载为现实世界 CNN 模型中

最 常 见 的 卷 积 算 子 . 本 文 对 MXNet Zoo［29］中 的

Inception-V3，ResNet-V1，ResNet-V2 和 DenseNet 等网

络的卷积层进行了统计和分析，选择了其中频率最

高的 C = K = 64，R = S = 3 的卷积核作为工作负载 . 该

卷积核参数具有代表性，而统计和分析表明，出现频

率最高的 28 个卷积核参数中，有 26 组满足算法需

求 . 为测试算法在大规模特征映射上的适应性，输入

特征映射的尺寸从基本的 224 变化到超分辨率网络

中常见的 960 不等 .

（4）基线 . 本文使用 GPU供应商 NVIDIA提供的神

经网络计算库 cuDNN v8.5来生成基线Winograd卷积工

作负载；为了进行更全面的比较，TVM 上的原生 Wino⁃
grad卷积实现（记为Vanilla TVM）也在测试范围内作为

对照组 . 每个工作负载重复测试 100 次并取平均值作

为测试结果 .
通过4.3节对实现设计空间的分析，对于FP16上的

算法，仅有 TBM = 16 和 TBM = 32 这两种情况在设计空

间中，而这两种参数选择和两种 PKF 技术实现相组合

可以得到四种不同的实现 . 这里通过短横线在方法名

后附加TBM 的值来区分不同的方法 . 对 cuDNN进行评

估时，融合的 Winograd 卷积实现和不融合的 Winograd
卷积实现都进行了测试，取较快的作为测量结果 . TVM
上有四种 Winograd 卷积的实现，同样取其中的最佳性

能代表 TVM 原生 Winograd 卷积实现的测试结果 . 同

时，在应用 PKF-Reconstructor 之前的原型（记为 Tuned 
TVM）也作为对照组进行实验，以评估PKF技术的有效

性 . 最终的测试结果如图9所示 .

实验结果表明，与 cuDNN相比，FP16上的四种PKF
实现都取得了可观的性能 . 其中PKF-Shmem-16表现最

好，实现了 9.99 到 13.69 倍的加速 . 通过图 9 可以直观

地注意到，PKF-Shmem 技术带来的改进随着特征映射

大小的增长而增加，而 PKF-LLC 技术没有表现出这种

趋势 . 与 cuDNN 相比，原生 TVM 有 47.54%~70.50% 的

效率提升，但与四种PKF实现和原型实现相差甚远 . 与

原型相比，PKF-LLC甚至有性能下降，因为这种融合方

法需要额外的线程同步 . 而PKF-LLC-32则更好地利用

了计算资源，在计算量变大时表现出融合带来的优势 .
PKF-Shmem 的性能表现突出，因为这种实现可以更好

地利用高带宽的共享内存，而不会引入同步开销 . PKF-

Shmem-32 实现没有获得与 PKF-Shmem-16 相同的性能

增益 . 通过使用 nvprof 分析 PKF-Shmem-32 的 kernel 执

行情况，可以发现其 LLC 的命中率反常地远高于其他

的实现 . 这种通常的命中率增加是由于重复访问Wino⁃
grad域的卷积核，这种重复的访问严重浪费了LLC的带

宽 . 使用相同的实验配置可以在 INT8 上进行测试，最

终的测试结果如图10所示 .
可以看到，INT8 上的 PKF 技术同样获得了很大的

性能提升，但与 FP16 的效果相比并没有较大差别 . 其

原因在于使用 INT8数据类型会使BGEMM阶段的输出

结果数据类型变为 INT32，而FP16数据类型在BGEMM
阶段的输出是FP16类型，前者每个元素占用 4个字节，

而后者仅占用 2个字节，因此前者会占用更多的带宽，

从而在OTrans阶段花费更多的时间 . 而另一点与FP16
不同的是，INT8 上 PKF-LLC 的平均表现要略强于

FP16. 前面分析到计算过程中会重复访问 Winograd 域

图9　Winograd卷积实现在FP16上的相对性能
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卷积核，浪费 LLC 的带宽，而使用 INT8 数据类型的

Winograd 域卷积核可以将带宽占用降低一半，进而为

LLC 上的融合节约更多的带宽 . 总体而言，INT8 上的

PKF技术相对 cuDNN上的Winograd卷积实现也带来了

7.58~13.00 倍的性能提升 . 利用本文在两个不同内存

层级的缓存上提出的 PKF 方法，可以进一步扩展 TVM
这类深度学习编译器的搜索空间，并为寻找更好的解

决方案提供更多可能性 .
6　总结与展望

本文面向现代 GPU 体系结构对 Winograd 卷积进

行了优化，提出利用 Tensor Core 进行低精度计算和利

用 GPU 内存层级进行部分融合 . 实验表明，本文提出

的方法相比 cuDNN 上的 Winograd 卷积实现有 7.58~
13.69 倍的性能提升 . 当然，还有诸多优化技术未应用

到本文的实现中，比如共享内存的 shuffle，double buf⁃
fer 等 . 但这些优化技术与本文提出的算法是相互正

交的，可以进一步结合以优化工作负载 . 不过，毋庸置

疑的是，本文提出的新颖的 PKF 技术带来了可观的性

能提升，对于 Winograd 卷积之外的工作负载在理论上

也是有效的 . 另外，多级内存层级不仅在GPU中存在，

在 CPU等其他体系结构中也是类似的 . 因此 PKF技术

不仅拓宽了设计空间的维度，同时也有望推广到其

他体系结构上 . 另一方面，低精度和量化技术通常与

剪枝技术相结合，GPU 上已有高效稀疏矩阵的运行

算法，也可考虑在算法中进一步结合剪枝技术进一

步减少乘法计算量以获得更大的性能提升 .
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