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面向遥感目标检测的无锚框Transformer算法

喻九阳，胡天豪，戴耀南，张德安，夏文凤
（武汉工程大学机电工程学院湖北省绿色化工装备工程技术研究中心，湖北武汉 430205）

摘　要：　遥感图像目标具有多方向排布、小且密集等特性，使基于深度学习的旋转目标检测算法存在检测精度

不佳的问题 . 针对这一问题，本文提出了一种面向遥感目标检测的无锚框 Transformer算法 . 首先，采用层次化 Trans⁃
former采集不同分辨率的特征信息以扩大特征信息的采集范围 . 其次，构建一种新的前馈网络（Spacial-FeedForward 
Neural network，SFFN）. SFFN将 3 ´ 3深度可分离卷积的局部空间特性和多层感知机（MultiLayer Perceptron，MLP）的全

局通道特性融合在一起，以解决前馈网络（Feed Forward Neural network，FFN）在局部空间建模上的不足 . 最后，基于

SFFN架构搭建了无锚框检测器，将预测框回归问题分为水平框与旋转框，缓解了旋转框的损失不连续性问题 . 在DO⁃
TA数据集上的测试结果表明，此方法的平均精度达到了 75.83%，同时在NWPU VHR-10数据集上 5类小目标检测结果

达到了92.47%，在遥感目标检测精度上更具竞争力 .
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Anchor-Free Transformer Algorithm for Aerial Remote 
Sensing Target Detection
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（Hubei Provincial Engineering Technology Research Center of Green Chemical Equipment， School of Mechanical and 

Electrical Engineering， Wuhan Institute of Technology， Wuhan， Hubei 430205， China）

Abstract:　Aerial remote sensing image targets have the characteristics of multi-directional arrangement, small, and 
dense.  The rotating target detection algorithm based on deep learning has the problem of poor detection accuracy.  To solve 
this problem, the article proposes a novel anchor-free Transformer algorithm for aerial remote sensing target detection.  
Firstly, hierarchical Transformer is used to collect feature information of different resolutions to improve the range of fea⁃
ture information collection.  Secondly, a new feedforward network (Spacial-FeedForward Neural network, SFFN) is con⁃
structed.  SFFN combines the local space characteristics of 3×3 depth separable convolution with the global channel charac⁃
teristics of multi-layer perceptron (MLP) to solve the shortcomings of feed forward neural network (FFN) in local space 
modeling.  Finally, an anchor-free detector is built based on SFFN architecture, and the regression problem of prediction 
frame is divided into horizontal frame and rotating frame, which alleviates the loss discontinuity problem of rotating frame.  
The test results on DOTA dataset show that the average accuracy of this method has reached 75.83%, respectively, while 
achieving 92.47% of 5 small targets on NWPU VHR-10 dataset, which is more competitive in remote sensing target detec⁃
tion accuracy.

Key words:　remote sensing image; target detection; Transformer algorithm; anchor-free detector
Foundation Item(s):　Hubei Provincial Key R&D Project (No.2020BAB030); Natural Science Foundation of Hubei 

Province (No.2023AFC010)

1　引 言
随着计算机视觉与遥感监测技术的发展，基于深

度学习的目标检测方法在航空图像上的应用越来越广

泛 . 目前，针对遥感图像的目标检测主要借助深度卷积

神经网络（Deep Convolution Neural Network，DCNN）来

完成，主体上遵循“特征提取+边框回归”的设计思路，
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取得了非常不错的检测效果［1］. 然而，目前典型的

DCNN 目标检测方法，无论是单阶段的方法（如 SSD
（Single Shot multibox Detector）、YOLO（You Only Look 
Once）系列、RetinaNet（ResNet+FPN+FCN 网络）），还是

Faster-RCNN（Faster Regions with CNN features）以及在

其基础上改进的 Cascade RCNN 等两阶段方法，均未在

遥感目标检测上达到精度与速度的平衡［2，3］. 原因主要

包括以下三点：（1）一般卷积是从图像的固定位置采集

特征，而遥感图像的排列分布不均，难以建立几何模

型［4］；（2）常规的多尺度特征金字塔网络（Feature Pyra⁃
mid Network，FPN）［5］在面对目标尺度变化范围较大的

遥感图像时，难以充分提取上下层间的语义信息［6］；（3）遥
感图像中密集排布大量小目标，在经过多次下采样后

特征难以提取 .
为了解决这一问题，研究人员相继提出了 RRPN

（Rotation Region Proposal Network）［7］，R2CNN（Rota⁃
tional Region CNN）［8］，RoI-Transformer［9］，SCRDet［10］，
R3Det（Refined Rotation RetinaNet）［11］等算法去实现旋

转目标的检测 . 然而，这些算法主要基于五参数回归的

任意定向方法来预测角度，忽略了边界的损失不连续

性，导致物体角度预测不准确 . 肖进胜等［12］以角度预测

为分类方式，采用圆形平滑标签处理分布函数，缓解了

五参数法边界不连续的问题 .
O2DETR［13］是首个将 Transformer 应用到遥感图像

旋转目标检测上的模型 . 该模型提出了基于方向自适

应的锚框检测器，同时用深度可分离卷积代替原始

Transformer 中的注意力机制［14］，降低了 Transformer 对
多尺度特征的计算复杂度，提高了目标检测效率 . 何林

远等人［15］提出一种基于稀疏Transformer的遥感旋转目

标检测方法，利用K-means算法更好地提取稀疏域下的

目标特征 . 祝星馗等人［16］提出在 YOLOv5 网络基础上

结合 Transformer 与 CNN 结构，同时使用加权双向特征

金字塔网络，提高对小目标的检测能力 .
Transformer及其改进算法在遥感航空目标检测上

虽然取得了长足的进步，但仍存在以下不足：（1）Trans⁃
former 的注意力机制存在位置不变的特性，若采用

Transformer 作为主干网络，则目标物需重新编码位置

信息，导致模型的复杂度有所增加；（2）锚框检测器存

在角度边界值的不连续性，需要一种消除边界不连续

性的方法来解决 .
为解决上述问题，本文提出一种面向遥感目标检

测的无锚框Transformer算法 . 首先，采用以Transformer
为模型主干，避免了 DCNN 的复杂性 . 此外，针对目标

多尺度特性，采用层次化模块以分辨图像的不同特征

信息，从而扩大特征信息的采集范围 . 其次，设计一种

新的前馈神经网络（Spacial-FeedForward Neural net⁃
work，SFFN），将 3 ´ 3 深度可分离卷积（Depthwise Sepa⁃
rable Convolution，DSC）和多层感知器（MultiLayer Per⁃
ceptron，MLP）相结合，在不需要位置编码，并保证模型

参量基本不变的前提下，解决前馈网络（Feed Forward 
Neural network，FFN）在局部空间建模不足的问题 . 最

后，基于 SFFN架构搭建无锚框检测器（anchor-free），在

旋转框接近水平时回归水平框，以缓解旋转框边界不

连续的问题 .
2　本文方法

2. 1　整体网络框架

本文的整体网络框架如图 1 所示 . 该网络架构主

要是由 Backbone，Neck 和 Heads 三部分组成 . 首先，

Backbone 模块采用层次化 Transformer 对图像进行特

征提取，以降低注意力机制的计算复杂度，避免了

DCNN 复杂的结构 . 其次，Neck 结构通过所设计的

SFFN 结构增强了图像的多级特征信息，提高了 FFN
空间局部建模能力 . 最后，Heads 结构采用无锚框八

参数回归方法对图像进行预测和检测，以降低常用

锚框检测器结构的复杂性，并缓解旋转框的损失不

连续性问题［17］.
2. 2　层次化主干网络

Transformer目标检测网络大多都没有考虑图像的

内容信息［18］，这是由于在遥感图像中，图像的分辨率

大，目标小而密集，而 Transformer目标检测模型仍采用

固定大小（16×16）图像分割法（patch partition），这使模

型在经历下采样之后，图像块中目标物的占比很小，非

常容易丢失待检测的目标 .
不同于 Transformer 全程使用大小固定的图像分

割法，针对密集的小目标可使用较小的图像块，为

此，本文将输入大小为（H×W×3）的图片分割成（4×4）
大小的图像块，并将其嵌入图像块编码（patch embed⁃
ding）中 .

针对密集目标检测，本文通过层次化分层设计将

Transformer分成 4个不同分辨率的层级，其目的是将特

征金字塔引入 Transformer 中，从而生成多尺度感受野

用于密集目标的检测任务 . 图像特征分辨率从第 1
层 到 第 4 层 ，逐 次 下 降 ，依 次 为

H

2i + 1
´

W

2i + 1
´Ci，

iÎ{1234}，Ci + 1 大于 Ci. 每个分层结构是由结构相同

但数量不同的注意力单元组成，不同层之间采用图像

块合并（patch merging）进行下采样操作以缩小分辨率，

通过通道数的调整实现结构的层次化，层次化主干网

络如图2所示 .
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2. 3　注意力单元

传统的 Transformer 采用多头自注意力机制模型，

包 括 scaled dot-product attention 和 multi-head atten⁃
tion［19］，就长距离捕捉信息能力而言，多头自注意力机
制模型（图 3）和递归神经网络（Recursive Neural Net⁃
work，RNN）相当 . 其表达式如下：

Attention(QKV )= softmax ( )K TQ

dk

V （1）
MuitiHead(QKV )=Concat(head1 headh )W o   （2） 

其 中 ，QKV 分 别 是 查 询 向 量 序 列 ，键 向 量 序

列 和 值 向 量 序 列（Query，Key，Value）；head i =

Attention(QW Q
i KW K

i VW V
i )； dk 对内积进行缩放，避

免 softmax的结果非0即1.
图 3 中，位置编码（position embedding）、多头注意

力、FFN组成为一个Transformer注意力单元块 . 多头自

注意力机制模型在应用中需提供位置编码来确定输入

的位置信息，同时需要结合残差连接上下文信息，并且

存在头部冗余，从而加大了模型的计算复杂度 . 为解决

这一问题，受深度可分离卷积（Depthwise Separable Con⁃
volution，DSC）与Twins-SVT注意力机制的启发［20］，本文

的注意力机制将注意力单元分为两部分改进，注意力

单元结构如图4所示 .
2. 3. 1　全局子采样注意力

对每个局部注意力单元添加全局注意力层可降低

自注意机制的复杂度，但该方法会使时间的复杂度增

加到 O((k1 ´ k2 ´m ´ n)2 ´ d))，故采用全局子采样注意

（Global Sub-Sampled Attention，GSSA）方法，通过 sub-

sampling函数来将整个过程（局部+全局注意力的过程）

的时间复杂度降低到 O ( )( )H 2W 2d
k1 k2

2

+ k1 k2 HWd ［21］. 其

中，m和 n表示为感受野被分成了（m×n）个子窗口，k1 =
H/m，k2 =W/n.

图1　无锚框Transformer算法结构

图2　层次化主干网络
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GSSA模块的表达式如下［22］：
F c =Q(ρ(K T )V ) （3）
f c

ab = (qab RcT )V c
ab （4）

其中，ρ表示对每行分别应用 softmax 归一化的操作；V

表示在 Value 特征图的 (ab)像素点的同一列上取 L 长

度的矩阵（-L/2到L/2），其尺寸为 (L ´ dout)；R表示沿着

列的 L个空间偏移可学习的相对位置嵌入的矩阵；q为

Query特征图 (ab)像素点的值 .
本文使用如下所示的约简比Rr对序列的长度进行

约简［23］.
K ′=Reshape(N/Rr

2 C ×Rr )(K) （5）
K = Linear(C ×Rr

2 C)(K ′) （6）
其中，K 的序列降低；K’的维数为 N/(Rr ×C)；从第 1~4
层，注意机制的复杂性由O(N 2 )降低到O(N 2 /Rr

2 )；Rr设

置为［8，4，2，1］.
2. 3. 2　SFFN

由于图像块编码限制图像块的分辨率大小，在分

层分辨率时，需要对位置编码进行插值，但这会导致精

度的下降［24］. 传统 Transformer 中编码器和解码器中每

一层都包含一个FFN，并由ReLU函数激活［25］：
FFN(x)=max(0xW1 + b1 )W2 + b2 （7）

其中，W1和W2为权重矩阵，b1和b2为偏置向量 .
为解决位置编码所带来的复杂性，以及 FFN 缺乏

局部空间建模能力，本文设计了 SFFN，通过层归一化

（Layer Normalization，LN）［26］，采用上采样的方式将FFN
和 3 ´ 3DSC 相结合，以融合二者的全局、局部能力 . 深

度可分离卷积具有逐通道卷积和逐像素卷积两部分 .
其中，逐通道卷积组数与输入特征通道数一致，故可进

行空间上的建模，用于替换 Transformer的自注意机制；

而逐像素卷积的卷积核大小是 1 ´ 1，可进行通道上的

建模，故 SFFN内置属性可在不影响模型性能的情况下

删除网络中的位置信息，同时利用深度可分离卷积可

以一次融合 patch embedding 的空间和通道信息［28］. 两

者相结合既加强了网络的局部建模效果，又避免了

DCNN的结构复杂性［29］. SFFN的结构如图5所示 .

其中，上采样采用 PixelShuffle方法，层归一化的作

用是对同一个样本的不同通道进行归一化处理 . 层归

一化是一个独立于 batch size 的算法，样本数量不会影

响其计算数据量，层归一化的表达式为

h = f ( )g

σ 2 + ε
×(a - μ)+ b （8）

其中，σ和 μ为 LN的归一化统计量；a为 LN归一化后的

值；g 为增益（gain）；b 为偏置（bias）；ε为非零项以确保

等式的成立 .
2. 4　无锚框检测器

旋转目标锚框预测中，典型的 Transformer 主要预

测出在中心点下的边框横纵坐标值，其产生的水平边

界框明显不适用于遥感图像的斜框回归 .
本文基于自适应训练样本选择（Adaptive Training 

Sample Selection，ATSS）的正样本筛选机制，采用八参

数回归法设计检测头，将旋转框回归问题以角度分类

图3　多头注意力单元结构

图4　本文注意力单元结构

图5　SFFN结构
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为旋转框与水平框 . 当旋转框面积和最初水平框面积

的重合比例大于 0.95时，网络回归水平框 . 检测头结构

如图 6所示，其中，分类分支主要用于目标物和目标类

别的分类，回归分支用于预测框大小与角度计算 .
本文旋转框八参数定义方法除了网格中心点与预

测框的高度和宽度外，还包含 Bbox 水平框的 4 个回归

点，这 8个参数设为［X，Y，H，W，a，b，c，d］，定义的左上

角为起点，其余点按逆时针顺序排列［22］，如图7所示 .

2. 5　损失函数设计

本文是在 Transformer的框架下对遥感旋转图像进

行目标检测，目标检测结果是一个无序的集合 . 为了

限制梯度值，本文设计的模型的水平框将采用 CIOU
函数来作为损失函数（系数为 2）. CIOU 损失函数在

DIoU 的基础上增加了长与宽的损失计算，能够进一步

地加快收敛速度和提升性能［30，31］，如图 8所示，其表达

式为

LCIOU = 1 - IOU(AB)+ ρ2 (Actr Bctr )/c2 + αv （9）
v =

4

π2 ( )arctan
wgt

hgt
- arctan

w
h

2

（10）
α =

v
(1 - IOU)+ v

（11）
其中，式（10）和式（11）分别对应式（9）中长宽相似参数

v与权重系数α的计算公式；wgt和hgt分别表示真实框的

宽和高；w和h分别表示预测框的宽和高 .

旋转框则采用Lmr作为损失函数［32］，Lmr针对 8参数

回归特性，将损失分为三种情况计算：（1）将预测框的 4
个顶点顺时针移动一个位置；（2）保持预测框顶点的顺

序不变；（3）将预测框的4个顶点逆时针移动一个位置 .
取其中最小值作为损失值，具体过程为

Lmr =min

ì

í

î

ï

ï
ï
ïï
ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

∑
i = 0

3 ( )|| x(i + 3)%4 - x*
i + || y(i + 3)%4 - y*

i

∑
i = 0

3 ( )|| xi - x*
i + || yi - y*

i                

∑
i = 0

3 ( )|| x(i + 1)%4 - x*
i + || y(i + 1)%4 - y*

i

（12）

其中，xi 和 yi 分别表示预选框的第 i个顶点和参考框的

第 i个顶点之间的坐标偏移 .
本文总损失函数为

L =
1
N ∑

n = 1

N

tn

ì
í
î

ïï

ïï
tθ ∑

jÎ { }X Y H W a b c d

Lregθ (V 1
nj V

T
nj )+ (1 - tθ )

 ´ ∑
jÎ { }xyhw

Lreg (V 2
nj V

T
nj )

ü
ý
þ

ïïïï

ïï

        + λ1

N ∑
n = 1

N

Lcls( )pn tn +
λ2

N ∑
n = 1

N

LregO( )O1
n On （13）

其中，N代表网络产生的锚框的数量；tn 有两个取值，分

别为 0和 1，当 tn 等于 0时，代表背景，当 tn 等于 1时，代

表前景；tθ也有两个取值，分别为 0和 1，当 tθ为 0时，代

表此时预测锚框与最初水平框重合比大于0.95，计算水

平框损失，当 tθ为 1 时，计算旋转框损失；V 1
nj 代表预测

的旋转框 8参数偏移量；V 2
nj代表预测的水平框 4参数偏

移量；V T
nj 代表实际的偏移量；tn 代表目标的类别；pn 是

该目标属于不同类别的概率；O1
n为预测方向；On为实际

朝向 . λ1 与 λ2 是权重因子，控制损失函数的权重，默认

值为 1；Lregθ 代表 Lmr 损失函数；Lreg 代表 CIOU 损失函

数；Lcls 代表目标类别分类损失函数，使用 Focal Loss；
LregO代表方向回归损失函数，使用Balanced L1 Loss.

图6　检测头结构

图7　旋转锚框八参数回归法

图8　CIOU损失函数计算方法
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3　实验与结果分析

3. 1　数据集及实验设置

3. 1. 1　DOTA
DOTA 数据集中有 2 806 幅航空图像，总共包含

188 282 个用水平包围框及旋转包围框标注的实例目

标 . DOTA 数据集中的对象类别参考文献［22］. 在

DOTA 数据集中，训练集、验证集和测试集的图像数量

分别为总数据集的 1/2，1/6和 1/3. 其中，每张图片的尺

寸都在 800 pixel×800 pixel 至 4 000 pixel×4 000 pixel 之
间，一般定义 10~50 像素的目标为小目标，DOTA 数据

集中小目标占比达 57%. 因此，针对 DOTA数据集进行

测试更具有实际应用价值 .
3. 1. 2　NWPU VHR-10

NWPU VHR-10是一个来自 Google Earth 和 Vaihin⁃
gen 数据集的公共目标检测数据集 . 这个数据集包括

650张带有标记的图像 . 每个类的样本数都小于DOTA
数据集的样本数 . NWPU VHR-10数据集几乎没有面积

小于 1 000像素的目标 . 这些目标被分为 10种类型：飞

机（PL）、船舶（SH）、储罐（ST）、棒球场（BD）、网球场

（TC）、篮球场（BC）、地面跑道（GT）、港口（HA）、桥梁

（BR）和车辆（VH）.
3. 1. 3　实验环境与参数

实 验 采 用 的 软 硬 件 配 置 如 下 ：操 作 系 统 为

Ubuntu20.04；CPU 为 Intel（R）Core（TM）i9-12000K；GPU
为 Nvidia RTX 3090 Ti；学 习 框 架 为 Pytorch 1.7.0，
cuda 11.0.

本次 DOTA 数据集实验中，输入图片大小为 800×
800，总批量大小为 16，对应于每次训练 16 张图像 . 训

练轮次（Epochs）总数为 500 次；初始学习率为 0.000 1；
权重衰减率为0.000 1，IoU为0.1.

NWPU VHR-10数据集实验中，为保证实验环境的

一致性，训练参数调整如下：总批量大小为 4；训练轮次

（Epochs）总数为 300 次；初始学习率为 0.000 1；权重衰

减为0.9，IoU为0.1.
3. 2　实验结果分析

3. 2. 1　评价指标

为了准确评估算法的检测效果，本文采用平均精

度（Average Precision，AP）、均值平均精度（mean Aver⁃
age Precision，mAP）来评价模型的检测精度 .

针对DOTA数据集，计算公式为

AP = ∫
0

1

Pre(Re)d(Re)´ 100% （14）

mAP =
∑
i = 1

15

AP

15
（15）

其中 Pre为准确率，Re为召回率 .

3. 2. 2　消融实验

为了验证算法中各改进模块的有效性，对层次化

Transformer Stage（STS）模块、SFFN模块，以及 CIOU-Lmr

损失函数（C-Lmr）模块进行了消融实验 . 实验结果如表

1所示，其中，加粗数据为最大值 .
由表 1 可知，在添加 STS 模块后，算法的均值平

均精度从 69.20% 提高到 70.26%，STS 模块提取多层

特征以提取丰富特征信息，有效增强对遥感图像目

标检测精度 . 在此基础上添加 SFFN 后，均值平均精

度进一步提高了 3.16%，SFFN 模块弥补了传统 FFN
的局部建模能力，增强了算法的局部信息感知 . 最

后，添加 C-Lmr 模块后，算法的均值平均精度达到

75.83%. C-Lmr 模块拆分了锚框的回归问题，旋转框与

水平框的分类回归缓解了传统算法存在的损失不连

续性问题 .

3. 2. 3　实验对比

将本文算法与目前 5种先进的旋转目标检测方法

即（RoI-Transformer（2019）、O2DETR（2021）、稀疏 Trans⁃
former（2021）、PolarDet（2021）和RS-Resnet（2021））进行

比较，以验证本文算法的检测精度 . 表 2总结了不同算

法在DOTA数据集中 15个类别的检测结果，表 3总结了

不同算法对DOTA数据集的均值平均精度与检测速度，

表 4是进一步比较本文算法与RS-Resnet的模型大小及

耗时量，其中，加粗数据为最大值 .
由表 2可知，本文算法在桥梁、大型车辆、船舶以及

篮球场这四类目标中获得了最佳的 AP值 . 另外，在小

型车辆上的 AP值仅次于最高 . 桥梁、篮球场均为大型

目标，特征明显，检测较为容易，而DOTA数据集中的大

型车辆、小型车辆以及船舶均布置为密集目标，相邻目

标会有遮挡问题，但本文仍取得了最好的检测结果 .
由表 3可知，本文方法检测速度达到了 15.16 frame/s，

相比 RoI-Transformer这类依赖复杂的 NMS后处理的方

法以及另一种基于 Transformer的遥感旋转目标检测模

型而言，检测速度有着明显的提高 . 由表3可知，本文算

法的均值平均精度（mAP）优于除RS-Resnet外的其他检

测算法，RS-Resnet算法采用 NAS-FPN模块对随机选取

两层不同特征进行融合，提高了算法的综合检测性能，

但对密集小目标的检测仍有不足 .
由表 4 可知，RS-Resnet 的模型大小为本文算法的

1.45倍，测试单张图片的速度稍快于本文算法 .

表1　加入不同模块的目标检测精度

STS

√
√
√

SFFN

√
√

C-Lmr

√

mAP/%
69.20
70.26
73.39
75.83
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我们进一步使用 NWPU VHR-10 数据集进行了实

验，实验结果如表5所示 . 除了使用Faster R-CNN，SSD，

RetinaNet这类传统遥感图像目标检测算法，本文增加了

YOLO系列［33，34］这类目前最先进的单阶段高性能遥感图

像目标检测算法进行5类小目标检测对比实验 . 观察可

以发现，本文方法的mAP达到了92.47%. 与其他算法相

比，所提算法的精度更高、鲁棒性更强 . 可以发现，本文

方法在飞机和车辆这两类方向多变、广邻域稀疏、多邻

域聚集的目标上取得了较好的检测效果 .
3. 2. 4　可视化检测结果

为了直观显示目标检测效果，将本文算法与 RoI-
Transformer，RS-Resnet 在 DOTA 数据集中部分图像检

测效果进行可视化［35］，结果如图9和图10所示 .
通过观察可以发现，本文方法在检测水平目标时，

预测锚框更加切合，证明了本文方法缓解边界损失不

连续的可靠性 . 同时，对于密集目标及模糊图像，本算

表5　不同算法在NWPU VHR-10数据集上的检测精度与速度对比

指标

AP/%

mAP/%
Time/s

类别

PL
VH
SH
BC
ST

Faster R-CNN
88.51
87.48
85.74
93.22
81.25
87.24
0.227

YOLOv3
88.59
82.36
88.18
86.32
87.45
86.58
0.053

YOLOv4
91.31
89.47
95.46
88.43
94.27
91.79
0.034

SSD
84.71
84.08
78.32
90.63
76.07
82.76
0.085

RetinaNet
72.41
78.12
73.24
89.28
79.59
78.53
0.124

本文方法

94.37
91.97
95.29
90.32
90.43
92.47
0.031

表2　不同算法在DOTA数据集上的AP值对比 单位：%
模型

PL
BD
BR

GTF
SV
LV
SH
TC
BC
ST

SBF
RA
HA
SP
HC

RoI-Transformer
88.64
78.52
43.44
75.92
68.81
73.68
83.59
90.74
77.27
81.46
58.39
53.54
62.83
58.93
47.67

O2DETR
86.01
75.92
46.02
66.65
79.70

79.93
89.17
90.44
81.19
76.00
56.91
62.45
64.22
65.80
58.96

稀疏Transformer
89.91

85.78
50.65
78.16

64.34
75.43
75.78
90.88

78.67
84.45
57.91
63.56
64.56
66.74
66.33

PolarDet
89.73
87.05

45.30
63.32
78.44
76.65
87.13
90.79
80.58
85.89
60.97
67.94

68.20

74.63

68.67

RS-Resnet
88.70
82.46
52.81
68.75
78.51
81.45
86.41
90.02
85.37
86.31

65.10

65.20
67.80
69.29
64.83

本文方法

89.56
79.34
56.91

74.67
78.53
84.29

89.93

90.33
86.56

83.60
61.12
62.14
65.89
69.63
64.95

表3　不同算法在DOTA数据集上的mAP值及检测速度对比

模型

RoI-Transformer
稀疏Transformer

PolarDet
RS-Resnet
本文方法

Backbone
ResNet101
ResNet101
ResNet50

ResNet152
VIT

mAP/%
69.56
72.15
72.87
75.53
75.83

检测速度/(frame/s)
5.76
6.78
—

15.76
15.16

表4　RS-Resnet和本文算法模型的耗时和模型大小对比

模型

RS-Resnet
本文方法

模型大小/MB
426.40
293.28

t/s
0.063
0.067
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(a) RoI-Transformer

(b) RS-Resnet

(c) 本文方法

图9　不同模型检测效果可视化

 

  

大型车辆

 

  

小型车辆

 

  

港口

 

  

轮船

 

  

储油罐

 

  

网球场 足球场

 

  

篮球场

图10　本文方法在DOTA数据集上检测效果可视化
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法均展示了不错的性能 .
4　结论

本文针对遥感图像目标特性导致检测效果不佳的

问题，提出了一种面向遥感目标检测的无锚框 Trans⁃
former 算法 . 该算法设计了层次化 Transformer 主干网

络、基于深度可分离卷积的局部空间特性强化的前馈

网络，以及搭建了无锚框检测器，将预测框回归问题分

为水平框与旋转框，缓解了旋转框的损失不连续性问

题 . 在DOTA数据集上的对比结果表明，该算法在检测

精度上，相较稀疏 Transformer 提升了 2.77%，相较 RoI-
Transformer提升了 6.07%. 在以Transformer为主干架构

的算法中，取得了更好的检测效果，能很好地完成遥感

图像中的目标检测任务 . 同时，在 NWPU VHR-10数据

集上的实验进一步验证了本文方法的泛用性 .
未来将进一步优化算法，提升算法的检测性能，充

分结合 Transformer 与深度卷积神经网络特性，以期设

计高性能、高实时性的遥感目标探测器 . 同时，目前采

用的数据集均为大样本数据集，如何在较少样本情况

下获得足够的训练精度，也是下一步要研究的重点 .
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