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基于元学习的图卷积网络少样本学习模型
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摘　要：　少样本学习是目前机器学习研究领域的热点和难点 . 针对现有的少样本学习模型不能有效捕捉数据

特征与数据标签之间的联系，造成分类模型泛化能力弱的问题，提出一种基于元学习的原型空间图卷积网络少样本学

习模型 FSL-GCNPS（Few-Shot Learning of Graph Convolutional Network on Prototype Space）. 首先，利用卷积神经网络提

取多任务数据的特征向量；其次，为了将特征向量映射到原型空间中，根据元学习的训练策略得到特征向量的类原型

表达；然后，通过类原型向量和类向量之间的嵌入表示，构建图结构数据，并进行图卷积网络训练、推理 . 实验结果表

明，相较于经典少样本学习方法，FSL-GCNPS模型拥有更好的分类准确率和分类稳定性 . 同时，在医学图像领域数据

集上实验表明，FSL-GCNPS具有很好的跨域适应性 .
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Abstract:　Few shot learning is a hot and difficult problem in the field of machine learning. The existing few-shot 
learning model cannot effectively capture the relationships between data feature information and data label, thus causing the 
generalization ability of the resulting classifier would be weaker. A few-shot learning of graph convolutional network on 
prototype space, termed FSL-GCNPS, is developed. Firstly, the feature vectors are extracted on multi-task data by convolu⁃
tional network. Secondly, in order to map the feature vectors into the prototype space, representation learning for the classes 
based on prototype network is proposed. Next, the graph is structured by combing the classes prototype vectors with class 
vectors. Then, FSL-GCNPS is trained using Meta learning. The experimental results show that FSL-GCNPS has better 
cross-domain adaptability in the medical image domain compared with the traditional deep learning models. Meanwhile, the 
FSL-GCNPS model has better classification accuracy and classification stability compared with the classical Few-shot learn⁃
ing algorithm.
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1　引言

深度学习模型［1］在大量有标注的数据分类应用中

取得了突破性成功［2~4］. 但在一些应用场景中，如医学

图像领域，大量标注需要专业医生完成，标注代价高、

标注周期长 . 因此如何利用少量标注的数据建模，是当

前机器学习领域研究的热点与难点 .
少样本学习（Few-shot learning） ［5］具有从少量标注

数据中获取知识并通过获得的知识来判别未知数据类

别的能力 . 目前，元学习模型是少样本学习的主流方

法，它主要分为四类 . 一是基于迁移学习的方法，该类

方法的主要思路是在一个具有充足数据量的源域数据

集中预训练一个少样本学习模型，然后利用目标域数

据集中的部分数据进行微调训练，使模型可以适应目

标域的测试任务并提高模型的泛化能力 . 其中，余游等

人［6］提出的FSLSS是基于半监督的关系型分类模型，先

通过源域数据集对关系型深度网络进行预训练，然后

利用预训练的关系型网络获取目标域数据的伪标签，

最后进行伪标签数据和真实数据的混合训练来提升模

型的泛化能力；代磊超等人［7］提出的Fast-FSL是基于添

加随机噪声的模型，先通过核密度估计和图像滤波的

方法向训练任务中加入多种类型的随机噪声，然后基

于原型网络构建多个异构的基分类器，最后利用投票

机制对基分类器进行融合来提高模型的分类精度 . 二

是基于度量学习的方法，该类方法的通常由两部分组

成：第一部分为特征提取器，旨在把数据嵌入到向量空

间；第二部分为基于度量的分类器，用以计算数据样本

之间的度量距离进行分类 . 如 Vinyals等人［8］提出的匹

配网络（Matching Networks）是基于注意力机制的模型，

在给定输入的情况下，利用注意力机制产生的联想记

忆指定对应的实例并检索标签；Snell 等人［9］提出的原

型网络（Prototypical Networks）基于不同的类别数据都

存在一个数据原型点的基本假设，采用求取均值的方

法将支持集数据嵌入到原型空间得到每个类别的原型

表达，通过度量未知数据和原型点之间的欧式距离进

行分类；Sung 等人［10］提出的关系型网络（Relation Net⁃
work）定义了一个自适应计算已知类别数据和未知类

别数据之间关系的网络，将数据的特征向量拼接后输

入到关系网络中以计算关系得分的方式进行分类 . 三

是基于贝叶斯理论的元学习方法，该类方法的目的也

是从训练任务中学习先验知识，然后基于贝叶斯理论

利用先验知识对模型进行初始化操作，如 Amit等人［11］

提出的基于泛化边界误差的元学习模型，针对观察训

练任务的假设分布来学习新的任务分布，并通过可计

算理论（Probably Approximately Correct， PAC）给出每个

训练任务及总体的任务误差边界 . 四是基于基础学习

器与元学习器框架结合的方法，此类方法是在元学习

的基础之上与其他的学习方法相融合，以求获得更好

的分类精度和模型泛化能力，如 Finn 等人［12］提出的模

型 无 关 自 适 应 模 型（Model-Agnostic Meta-Learning， 
MAML），它由内循环和外循环两层循环构成，针对大量

的训练任务，通过内循环的少量迭代训练来完成模型

对不同训练任务的适应，然后外循环的梯度更新让模

型拥有可以更好适应不同任务的初始化参数，增加模

型的泛化能力；Zhang等人［13］提出的基于任务对抗的元

学习模型（MetaGAN），通过构建一个基于任务的对抗

生成器，从已有的任务数据中生成大量的新任务数据

进行训练，从数据生成的角度来解决少样本学习问题，

Zhou等人［14］提出的基于图元学习的少样本节点分类模

型（Meta-GNN），通过构建基于元学习的图神经网络训

练框架，在非欧式空间利用元学习的方法解决数据训

练的问题；Kim等人［15］提出的边标签图卷积网络（Edge-

labeling Graph Neural Network，EGNN）在基于元学习的

图神经网络的训练框架中，考虑通过学习预测数据标

签的方式来显性的表达类内的相似性和类间的差异

性，进而增强模型的分能能力 .
上述模型在实际应用中存在两方面不足：（1）在源

域与目标域特征分布差异大的情况下，会导致分类模

型严重的过拟合，造成分类的准确率低；（2）传统的少

样本学习算法都是通过大量任务数据的端到端训练，

来迫使特征提取器把数据映射到更适合模型分类器进

行判别的高维空间中，没有注意数据特征和数据标签

之间的关系，无法建立数据特征和数据标签之间的联

系并将数据特征中的信息传递到数据标签中进行分

类 . 针对这些问题，本文采用多任务训练的元学习策

略，提出了一种基于原型空间的图卷积网络少样本学

习方法（Few-shot Learning of Graph Convolutional Net⁃
work on Prototype Space， FSL-GCNPS）.

本文的主要贡献如下：

（1）提出了一种利用特征向量的类原型嵌入来生

成图顶点集的方法，建立起数据特征和数据标签之间

的联系 . 采用 FSL-GCNPS模型中的特征提取网络提取

出训练任务数据的特征向量，通过求取均值的方式得

到训练任务支持集特征向量的类原型嵌入，增强模型

的特征提取能力和泛化能力 .
（2）提出了一种自适应的边更新函数来生成图边

集的方法 . 采用 FSL-GCNPS模型中的V2E网络（Vertex 
to Edge）对图顶点集中任意两点间的差向量进行自适

应处理产生图顶点间的权重值，提升图卷积网络聚合

节点信息的效率 .
（3）根据半监督学习理论，引入辅助训练系数，利

用无标签实例辅助训练有标签实例，以提升模型性能 .
（4）根据 FSL-GCNPS 模型在医学图像少样本数据
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集和少样本领域的经典数据集上的实验，分析模型的

跨域适应性、分类准确率和分类稳定性，研究 FSL-

GCNPS的效度 .
2　理论基础

2. 1　基于元学习策略的少样本学习概念

元学习模型是少样本学习的主流方法，它以任务

task 为基本单元，由多个 meta-training 任务训练一个分

类模型F，使F可以快速适应到少样本的新任务上 . 下

面，以元学习中的监督学习为例，用数学的形式化方法

来阐述与本文相关的定义 .
设 X为输入实例的特征空间，p(T ) 为任务 T的

分布 .
定义 1 meta-learning 任务集 一个 meta-learning

任务集Q由多个 meta-training 任务 T tr 与多个 meta-test 
任务T te组成，满足：

①T tr T te ~p(T )；

②T tr È T te =DT tr Ç T te =Æ；

③"T i Tk Î T tr T i ¹ Tk.
其中，p(T )为任务 T的分布 . 通常，一个任务与一个数

据集相对应 . 设 "T i Î T tr "T j Î T te，分别有数据集

D tr
T i
D te

T j
与之对应 .

定义 2 meta-training支持集与查询集 给定 meta-

training任务集T tr，"T iÎT tr，其对应的数据集为D tr
T i
，D tr

T i

覆盖的可见类（seen classes）集合S tr={c tr
i |i= 12N tr }，

称D tr
i 与D te

i 分别为T i的支持集与查询集，满足：

①D tr
i ={(x tr

i y
tr
i )ÎX ´ S tr }m

i = 1；

②D te
i ={(x te

i y
te
i )ÎX ´ S tr }n

i = 1；

③{y te
i }n

i Í{y tr
i }m

i ；

④D tr
i ÈD te

i ÎD tr
T i
 D tr

i ÇD te
i =Æ.

其中，X为输入实例的特征空间 .
定义 3 meta-test 支持集与查询集 给定 meta-test

测试任务集 T te，"T j Î T te，设其对应的数据集为D te
T j
，

D te
T j

覆 盖 的 可 见 类（seen classes）集 合 S te ={c te
j |j =

12N te }，未覆盖的未见类（unseen classes）集合 U =
{cu

j |j = 12Nu }，称D train
j 与D test

j 分别为 T j 的支持集与

查询集，满足：

①D train
j ={(x train

j y train
j )ÎX ´ S te }h

j = 1；

②D test
j ={x test

j ÎX}l
j = 1；

③D train
j ÈD test

j ÎD te
T j
 D train

j ÇD test
j =Æ；

④S te Ç U =Æ.
定义 4 C-way K-shot 数据集 给定 meta-learning

任务集Q，对任意的DÎQ，其支持集的可见类集合为

S ={cs
i |i = 12Ns }，"yÎ S，G(y)为 y对应的输入实例，

称D为 C-way K-shot数据集，满足：

①|S| =  C；

②|G(y)| =  K.
其中，| × |为集合的势 .

定义 5 C-way，，K-shot 元学习 给定任务集合 T =
{T tr T te }，元学习通过两阶段的训练完成使模型适应任

务分布 p(T )的目的 . 第一阶段利用T tr学习任务级分类

函数F *；第二阶段针对不同的meta-test 任务，利用支持

集D train
j 学习样本级分类函数 f * =F * (S te )，使  f * 完成对

查询集D test
j 的分类 . 其学习过程如下：

①训练阶段：定义一组学习分类函数F及F的损

失函数 L，在 p(T ) 上随机采样一个 meta-training 任务

T i Î T tr，利用支持集 D tr
i ，生成样本级分类函数 fi =

F (D tr
i )，并在查询集D te

i 上计算 fi 的损失 li. 重复此采样

和计算过程，计算在 p(T )上随机采样 N 次所获得的训

练任务集合上的损失函数 L(F )=∑
i

|N|

li，并通过 Adam、

SGD、SVGD 等优化器最小化 L(F )，生成任务级分类函

数F * = arg min
F

 L(F ).
②测试阶段：在 p(T )上随机采样一个 meta-test 任

务 T j Î T te，利用支持集D train
j ，生成样本级分类函数 f *

i =

F * (D train
j )，然后使用测试任务查询集D test

j 完成对 f *
i 的

评估 .
特别地，在训练F * 的过程中，也可以把训练任务

集再划分为训练任务集与验证任务集 .
2. 2　图卷积神经网络

图卷积神经网络（Graph Convolutional Network，
GCN）按卷积定义差异分为两种：一种是基于频谱的

GCN，由 Bruna等人［16］在 2014年提出，他们基于图谱理

论从卷积定理出发，站在图信号处理的角度引入自适

应的滤波器来定义图卷积；另一种则是基于空间的

GCN，受消息传递机制的启发，通过一个聚合函数从邻

域聚合特征信息［17］. 图卷积神经网络的诞生，使得模型

可以捕获实例之间相互依赖的关系［18］，传递实例之间

的信息，给深度学习的各个领域注入了新的活力 . 本文

采用基于频谱的GCN.
（a）基于频谱的GCN：基于频谱的GCN将输入的图

数据假设为无向图，先将无向图的归一化拉普拉斯矩

阵进行特征分解，得到的特征向量构成了一个标准正

交空间 . 然后，因为离散积分是一种内积形式，而傅里

叶变换就是时域信号与拉普拉斯算子特征函数的积

分，可以通过图上的拉普拉斯算子定义图上的傅里叶

变换为 F ( x) =U T x，利用图傅里叶变换将节点映射到

标准的正交空间中，在频域进行卷积操作 . 基于频谱的

图卷积公式矩阵计算的形式为有输入信号x，

887



电 子 学 报 2024 年

x*GCN (h) =U
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÷
÷÷
÷

÷

÷

÷ĥ ( )λ1



ĥ ( )λn

Ux （1）

即

x*GCN (g ) = F-1(F ( x )F (g ) )
（2）               =U(U T xU T x)

其中，表示哈达玛积，F表示傅里叶变换，U为归一化

拉普拉斯矩阵的特征向量矩阵，h为滤波器响应函数，ĥ

为响应函数 h经傅里叶变换后的函数，λ为归一化拉普

拉斯矩阵的特征值 . 基于 2.2 节式（1），Bruna 等人在

2014年将 diag ( ĥ ( λn ) )定义为卷积核，第一代的图卷积

公式如式（3）所示，有输入信号x，

youtput = σ (Ugθ(Λ)U T x ) （3）
其中，gθ(Λ)为图卷积核 . 但第一代的参数方法存在计

算量大、没有空间局部性等弊端 . 针对这些问题，Def⁃
ferrard等人［19］在 2016年将 ĥ ( λn )改为∑

j = 0

K

αj λ
j
n，并引入了

空间局部性 . 利用特征分解的性质Lk =UΛU T在新的图

卷 积 核 ∑
j = 0

K

αjΛ
j 基 础 上 可 以 得 到 U∑

j = 0

K

αj Λ
jU T =

∑
j = 0

K

Uαj Λ
jU T =∑

j = 0

K

αj L
j，第二代的图卷积公式如式（4）所

示，有输入信号 x，

youtput = σ (∑j = 0

K

αj L
j x ) （4）

其中，L为归一化拉普拉斯矩阵，K为空间局部性的K -
hot邻域数值 . Defferrard等人还利用切比雪夫不等式逼

近图卷积核的方式证明了算法的计算复杂度较第一代

大幅降低 . 同年，Kipf等人［20］令 K = 1，使得每层图卷积

只考虑直接邻域，进一步简化图卷积公式为：有输入

信号x，

youtput = σ ( L͂sym xw) （5）
L͂sym = D͂

-
1
2 A͂D͂

-
1
2 A͂ =A + ID͂ =D + I

其中，L͂sym 为重归一化的拉普拉斯矩阵，A 为图的邻接

矩阵，D为图的度矩阵，I为单位阵 .
（b）基于空间的GCN：基于空间的GCN模仿传统的

卷积神经网络中的卷积运算，根据节点的空间关系引

入自适应的图位移算子来定义图的卷积 . 对于图位移

算子而言，将图中的节点与其邻居节点进行聚合，通过

任务数据的训练指导该算子进行学习，从而完成对输

入图信号的针对性变换操作，得到该节点的新表示 . 为

了获得节点接收域的深度与广度信息，通常将多个图

卷积层叠加在一起 . 图卷积算子定义如下：

h( )l + 1
i = σ( ∑

jÎN (i)

1
cij

W (l)h(l)
j ) （6）

其中，h( )l + 1
i 表示节点 i在（l + 1）层的特征信息，cij表示归

一化因子，W (l)表示节点的权重，h(l)
j 表示节点 j在 l层的

特征信息 .
3　FSL-GCNPS模型结构

FSL-GCNPS模型的结构如图 1所示，它由图顶点集

生成网络、信息传递网络两部分构成 . 其中图顶点集生

成网络由特征提取网络和原型空间嵌入网络构成，主

要负责图顶点集的生成，为利用 GCN 的“传播能力”提

供基础；信息传递网络由V2E网络和GCN构成，主要负

责图边集的生成和个节点间的信息传递，并最终完成

查询集数据的标签预测（如图 2所示）. 下面，先对这两

个部分的内容进行介绍，然后对 FSL-GCNPS 模型的训

练策略进行详细地阐述 .
3. 1　图顶点生成网络

（a）特征提取网络：特征提取网络由四个卷积层、

两个最大池化层以及一个全连接层组成 . 其中，卷积层

的卷积核大小为 3×3，扩充大小为 1，激活函数为ReLU；

池化层的池化核大小为 2×2. 特征提取网络的主要目的

是提取图像数据的特征，把图像数据映射到高维空间

中，使得每一张图像都变成一个高维空间的向量节点 .
在FSL-GCNPS模型进行端到端的训练时，以Adam优化

算法对特征提取网络的参数进行更新 . 根据定义 2，对
于"x tr

i ÎD tr
T i
，有

ξ i = g ( x tr
i ) （7）

其中，ξi为图像经过特征提取后的特征向量 .
（b）原型空间嵌入：根据Bregman散度理论及原型网

络，为了更好地在高维空间表示支持集的类别，使模型

拥有更好的泛化性，求取支持集每一个类别的类原形表

达Ck. 针对于每个支持集中的数据，先利用特征提取网

络将数据映射到高维空间中表示成若干个向量节点，

然后求取同类别向量节点的“均值”作为该类的原形表

达 . 根据2.1节的定义2和定义4，对于"x tr
i ÎD tr

i ，有

Ck = P (ξ i) = 1
|| K
∑
i = 1

K

ξ i =
1

|| K
∑

(x tr
i y

tr
i )ÎX ´ S tr

g ( )x tr
i （8）

其中，k 为类原型点个数即标签数，kÎ {12 | S |}；K

为组成类原型点的向量节点个数即标签实例数，

K = |G-1( y ) |.
同时，为了奠定GCN“传播能力”的基础，以向量拼

接的方式建立起数据和数据标签之间的隐式关系 . 针

对每个支持集中的训练数据，先将类原型点所属类别

标签用 one-hot向量表示为

Oh(Ck ) = [ a1  ak  a || S ] （9）
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其中，ak 为 1，其余位置均为 0，然后将 one-hot向量与对

应类别的原型表达节点向量进行拼接，拼接后的向量

构成支持顶点集，记为Vs.
Vs = (Ck Oh(Ck ) ) kÎ {12 | S |} （10）

针对每个查询集中所有的待标注数据，为了达到

支持集标签向量中的信息可以传播到查询集标签向量

中的目的，将查询集数据的标签向量全部设置为零向

量，并与其特征向量进行拼接，拼接后的向量构成查询

顶点集，记为Vq. 根据定义2，对于"x te
j ÎD te

i ，有

Vq = (ξ j 0) ξ j = g ( x te
j ) （11）

其中，0为和Oh(Ck )相同维度的零向量 . 支持顶点集和

查询顶点集构成图顶点集，记为V.
V = Vs È Vq （12）

图顶点集的构建策略见算法1.
3. 2　信息传递网络

（a）V2E 网络：如何构建边更新函数是将图像数

据转换成图结构数据过程中的难点问题，边更新函

数的构建质量直接影响 GCN“传播能力”的表达 . 因

此，受 Relation Networks［9］和 GNN［21］的启发，先利用差

值函数计算图顶点集中任意两点之间的差异，对于

图1　FSL-GCNPS模型描述

图2　信息传递网络结构
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" (vi vj ) Î V，有

v'= v i - v j

= [ ]a1 - b1 a2 - b2  an - bn

= [ ]C1 C2  Cn （13）
其中，v i = [ a1 a2  an ]，v j = [ b1 b2  bn ]  .

同时，为了扩大图顶点之间的差异，采用平方函数

对差异向量 v' 进行处理得到两点之间的度量向

量d E
ij ，有

d E
ij = τ (v')=[C 2

1 C 2
2  C 2

n ] （14）
然后将 d E

ij 输入到由卷积核为 1*1的 4个卷积层组

成的V2E网络中，自适应的去构建图结构数据 .
Eij = φ (d E

ij ) （15）
其中，φ为V2E网络所构建出的边更新函数 .

（b）GCN： Li和Xu等人在 2018年的研究表明［22，23］，
GCN 模型在层数堆叠上存在阈值，当堆叠层数超过阈

值，会造成严重的过平滑问题，导致模型的分类能力急

剧下降 . 为了避免这一问题，本文参考GNN［21］，使用两

层的GCN模型 . 如图 2所示，先将由图顶点集合V和图

边集E构成的无向完全图输入到图卷积网络中，计算出

图的重归一化拉普拉斯矩阵 L͂sym，并将 L͂sym 和图顶点集

中的点作为第一层的输入，经过 GCN 的聚合后输出更

新后的点信息，记为

v1 =GCN (v0 ) = σ ( L͂symv0w ) （16）
然后 V2E 网络以 v1 输入更新无向完全图的权值，

再次计算 L͂sym，将 L͂sym 和 v1 作为第二层的输入，经过

GCN的再次聚合后输出无标签数据的概率值，记为

P (Y ) =GCN (v1 ) = σ ( L͂symv1w ) （17）
图边集的构建策略见算法2.

3. 3　FSL-GCNPS的训练策略

根据以上讨论，FSL-GCNPS 的训练首先在训练集
中划分出训练任务集和测试任务集，然后将训练任务
集中的任务数据输入到图顶点生成网络中生成图顶点
集，再将图顶点作为输入并通过 V2E 网络构建图结构
数据，最后利用 GCN 的推理能力判别出图结构数据中

未知数据的类别，详细见算法3.

算法1 图顶点集的构建策略

输入:meta-training任务集T tr.
输出:图顶点集V.

1.
2.
3.
4.
5.
6.
7.
8.
9.

10.
11.
12.
13.
14.

根据定义 2,随机采样任务T i Î T tr,获得T i的支持集D tr
i 与查询

集D te
i ;

取出D tr
i 中的图像实例集;

FOR i=0 TO |X ´ S tr |
根据式(7),对"x tr

i ÎD tr
i 得到 x tr

i 的特征向量 ξ i = g ( x tr
i );

根据式(8),对 ξ i求原型表达Ck =P (ξ i );
END FOR
根据式(10),将  Ck和对应类的 one-hot编码Oh(Ck )拼接得到支

持顶点集Vs;
取出D te

j 中所有的图像实例集;
FOR j=0 TO |X ´ S tr |
根据式(7),对"x te

j ÎD te
j 得到 x te

j 的特征向量 ξ j = g ( x te
j );

根据式(11),将 ξ j和零向量拼接得到查询顶点集Vq;
END FOR
根据式(12),得到图顶点集V =Vs È Vq;
输出图顶点集V.

算法2 图边集的构建策略

输入:图顶点集V.
输出:图边集E.

1.
2.
3.
4.
5.
6.
7.
8.
9.

10.
11.

FOR i=0 TO |V |

从图顶点集中取出节点 v i;
FOR j=0 TO |V |

从图顶点集中取出节点 v j;
根据式(13),计算差异向量 v'= v i - v j;
根据式(14),计算度量向量d E

ij = τ (v');
根据式(15),计算边权重值Eij = φ (d E

ij );
E¬ Eij/*将 v i、v j形成的边Eij放入图边集E*/;
END FOR
END FOR
输出边集E.

算法3 FSL⁃GCNPS学习策略

输入:任务集Q以及参数CKλ;/* C代表分类种类,K代表每一类的

样本数, λ为辅助训练系数;Times为训练次数 .*/
输出:分类模型Ω.

1.
2.
3.
4.
5.
6.
7.
8.
9.

10.
11.
12.
13.
14.
15.
16.

根据定义 2,从任务集Q中划分出训练任务集 T tr 和测试任务

集T te;
初始化模型中所有网络的参数;
IF Times>0
按照算法1的步骤得到图顶点集V;
IF λ ¹ 0

按照算法4的步骤得到辅助训练支持点集Vλ;
V =V +Vλ;/*将Vλ并入图顶点集V中*/
END IF
按照算法2的步骤得到图边集E;
根据图G = (VE ),计算图的邻接矩阵A,度矩阵D,求取 L͂sym;
将V,L͂sym输入到GCN中得到Xqtr的分类概率矩阵η;
根据分类概率矩阵η得出待分类样本的预测标签Y;
根据定义5,计算损失L;
利用梯度下降算法反传Loss,调整模型参数;
END IF
输出分类模型Ω,算法结束 .

890



第 3 期 刘鑫磊:基于元学习的图卷积网络少样本学习模型

4　实验及结果分析

为了验证 FSL-GCNPS 模型的效果，实验分为三个

部分：（1）与其它经典少样本学习算法的对比实验；

（2）验证 FSL-GCNPS 在半监督学习以及辅助训练下的

模型效果并分析分析辅助训练系数 λ对 FSL-GCNPS模

型分类效果的影响；（3）在医学图像数据集 miniMed⁃
MNSIT上验证FSL-GCNPS的跨域适应性 .

实验数据集：实验1、实验2选用少样本学习经典评

估数据集 Omniglot 和 miniImageNet；实验 3 使用本课题

组在Yang等人［24］提出的MedMNIST数据集的基础上构

建的少样本医学图像数据集 miniMedMNIST. Omniglot
数据集包含来自 50个不同字母的 1 623个不同手写字

符 . 每一个字符都是由 20 个不同的人通过亚马逊的

Mechanical Turk在线绘制的 . miniImageNet数据集包含

动物、植物等在内的 100个不同的常见类别，每个类别

含有 600张不同的图片，共计 60 000张图片 . 如图 3所

示，miniMedMNSIT数据集包含医学病理图像、X光片等

多种不同领域的医疗图像，含有结肠癌、皮肤癌等在内

的 7种不同的疾病种类，每种疾病又按照医学标准分为

若干等级的疾病类别，每个类别含有 100张图片，共计

2 900张不同的疾病病理图片 .

实 验 采 用 的 硬 件 环 境 为 NVIDIA Tesla V100- 
SXM2 GPU平台；软件环境为Linux系统、Python编程语

言、Pytorch深度学习框架 .
4. 1　实验1：与经典少样本学习算法的对比实验

实验 1主要目的是评估 FSL-GCNPS模型与其它经

典少样本学习算法的性能 . 为此，以分类准确率为标准

给出了FSL-GCNPS模型与其它经典少样本学习算法的

实验对比 . 实验参数设置：如表 1 所示，针对于两个数

据集，令 C = 5，K = 1或 5，学习率=0.000 3，分别设置成

5-way 1-shot和5-way 5-shot两组实验 .

实验方法如下：

Step1：根据定义 1，把 miniImageNet 数据集划分为

训练任务集（64 类）、验证任务集（16 类）、测试任务集

（20 类）；Omniglot 数据集划分为训练任务集（前 1 200
类）和测试任务集（后423类）.

Step2：根据定义 2，把训练任务集分为训练任务支

持集和训练任务查询集，按照算 3的步骤训练模型得到

分类函数F *
mini和F *

ogt.
Step3：根据定义 2 和定义 5，把验证任务集分为验

证任务支持集和验证任务查询集，按照算 3的步骤去验

证分类函数F *
mini的有效性 .

Step4：根据定义 3，把测试任务集分为测试任务支

持集和测查询集，按照算法 3的步骤生成分类模型 f *
mini、

f *
ogt，并测试 f *

mini、f *
ogt的识别准确率 .

（1）Omniglot数据集实验结果

将 FSL-GCNPS模型在 Omniglot数据集的识别率与

Matching Networks、Siamese Net、Prototypical Networks、
Model-Agnostic Meta-learning、Relation Networks、FSLSS
以及GNN等模型作实验对比 . 实验结果如表 2所示，其

中“*”表示辅助训练下的模型效果 . 通过表 2可也以看

出，针对于 Omniglot数据集，FSL-GCNPS模型在较有难

度的 20-way 1-shot的设定上达到了 99.38%以上的分类

准确率，比目前最好的FSLSS高了约0.3个百分点，证明

了 FSL-GCNPS 在灰度图像领域拥有更好的分类能力 .
同时，在其他的三种设定上也均达到了 99.7%以上的分

类准确率 .
其中：分类准确率（A±B）%中，A代表多次测试的分

类准确率的均值，B代表标准差 .

图3　miniMedMNIST数据集

表1　实验1的模型参数

5-way 1-shot

5-way 5-shot

数据集

Omniglot
miniImaeNet

Omniglot
miniImaeNet

批量大小

256
64

128
32

迭代次数

100 000
60 000
80 000
80 000

λ

2
5
2
1
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（2）miniImageNet数据集实验结果

将 FSL-GCNPS 模型在 miniImageNet 数据集的识别

率 与 Matching Networks、Prototypical Networks、Model 
Agnostic Meat-learner、Relation Networks、FSLSS 以 及

GNN等模型做实验对比 .
实验结果如表 3所示，其中“*”表示辅助训练下的

模型效果 . 从表 3可以看出， FSL-GCNPS模型的分类准

确率达到了（54.43±0.59）%，比GNN的分类准确率提高

了 4.1%，且超过了其它经典的少样本学习算法；在 5-

way 5-shot 的设定下，比 GNN 的分类准确率提高了

5.36%，也均超过了 FSLSS、Fast-FSL等其它经典的少样

本学习算法 .

实验 1的结果说明图顶点生成网络中的原型空间

嵌入优化了数据的特征表达，增进了模型的泛化能力 .
同时，信息传递网络中的 V2E 网络通过自适应构建边

的方法，使得图节点之间边的质量得到了保证，进一步

提升了GCN的“传播能力”，增进了模型的分类准确率 .
4. 2　实验2：FSL-GCNPS在半监督学习下的效果

半监督学习（Semi-Supervised Learning，SSL）［26］是
深度学习领域研究的重点问题，是监督学习与无监督

学习相结合的一种学习方法 .
半监督分类可以在无标签实例的帮助下训练有标

签实例，弥补有标签实例不足的缺陷，在无标签实例的

帮助下获得更好的泛化能力，提升模型的性能 . 受半监

督分类的启发，本文提出辅助训练的方式，如算法 4所

示，在训练任务 T i 所对应的数据集D tr
T i
中，针对所有类

别，取每一类别的 λ个图像实例去除标签信息后加入训

练任务的辅助支持集D λ
i 中，即

D λ
i ={(xλi y

λ
i )Î λ ´ S λ}z

i = 1 （18）
其中，D λ

i ∩ (D tr
i ∪D te

i ) =Æ. 通过图顶点生成网络构建

图辅助支持点集Vλ，利用Vλ辅助训练Vs，以增进模型的

泛化能力 .

实验2的主要目的分为以下三点：

①验证FSL-GCNPS在半监督学习下的相较于前人

研究成果的效果；

②验证无标签实例辅助训练后的模型效果；

③分析辅助训练系数对FSL-GCNPS分类准确率和

稳定性的影响 .
实验参数的设定：

①半监督学习对比实验遵循文献［19］的设定，针

对于 5-way 5-shot实验采用训练任务集中的支持集数据

算法4 图辅助支持点集的构建策略

输入:辅助训练参数 λ,数据集D tr
T i
.

输出:图辅助支持点集Vλ.
1.
2.
3.
4.
5.
6.

7.

根据式(18),构建辅助训练任务支持集Dλ
i ;

取出Dλ
i 中的图像实例集;

FOR i = 0 TO | λ ´ S λ |
根据式(7),得到xλ的特征向量 ξλ = g ( xλi );
END FOR
根据3.1节式(11),将 ξλ和零向量拼接去除标签信息得到图辅助

支持点集Vλ;
输出图辅助支持点集Vλ.

表3　miniImageNet数据集下与其他少样本学习方法

的分类准确率对比

Model
Matching Networks[8]

Prototypical Networks[9]

MAML[12]

Relation Networks[10]

GNN[21]

FSLSS[6]

Fast-FSL[7]

本文FSL-GCNPS
本文FSL-GCNPS*

5-way
1-shot

(45.56±0.84)%
(49.42±0.78)%
(48.70±1.84)%
(50.44±0.82)%
(50.33±0.36)%
(53.85±0.81)%
(51.19±0.17)%
(51.87±1.23)%
(54.43±0.59)%

5-shot
(55.31±0.73)%
(68.20±0.66)%
(63.10±0.92)%
(65.32±0.70)%
(66.41±0.63)%
(71.50±0.69)%
(70.87±0.03)%
(68.59±1.31)%
(71.77±0.82)%

表2　Omniglot数据集下与其他少样本学习方法的分类准确率对比

Model
Matching Networks[8]

Siamese Net[25]

Prototypical Networks[9]

MAML [12]

Relation Networks[10]

GNN[21]

FSLSS[6]

Fast-FSL[7]

本文FSL-GCNPS
本文FSL-GCNPS*

5-way
1-shot
98.1%
98.4%
98.8%

(98.7±0.4)%
(99.6±0.2)%

99.2%
(99.8±0.2)%

(99.40)%
(99.4±0.3)%
(99.8±0.2)%

5-shot
98.9%
99.6%
99.7%

(99.9±0.1)%

(99.8±0.1)%
99.7%

(99.9±0.1)%

(99.75)%
(99.8±0.2)%

(99.88±0.12)%

20-way
1-shot
93.8%
95%

96.0%
(95.8±0.3)%
(97.6±0.2)%

97.4%
(99.1±0.2)%

(96.37)%
(96±0.5)%

(99.38±0.12)%

5-shot
98.5

98.6%
98.9%

(98.9±0.2)%
(99.1±0.1)%

99.0%
(99.6±0.1)%

(99.08)%
(99.2±0.3)%
(99.7±0.2)%
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20%被标记、40%被标记以及 100%被标记的设置方式

对数据进行预处理；

②辅助训练及辅助训练系数的分析实验在实验 2
的基础上，令 λ分别等于 0、1、2、3、4、5、6；其他实验参数

和实验步骤均遵循实验2的设定 .
（1）半监督学习对比实验

实验结果如表 4和表 5所示，FSL-GCNPS在半监督

下的训练效果有所提升，其中“**”表示只用有标签数

据进行训练，“***”表示半监督训练 . 通过表 4 可以看

出，针对于Omniglot数据集，在数据 20%被标记的情况

下，准确率提升了 0.3%，在数据 40% 被标记的情况下，

准确率提升了约 0.2%；通过表 5可以看出，针对于mini⁃
ImageNet 数据集，FSL-GCNPS 在半监督下的训练效果

有所提升，在数据 20% 被标记和数据 40% 被标记的情

况下，都准确率提升了约 2%；同时，相较于 GNN，FSL-

GCNPS在两个数据集的在四种情况下都有所提升 . 不

难看出，基于半监督学习的训练方式有利于模型性能

的提升，可以有效增进FSL-GCNPS的泛化能力 .

（2）辅助训练

实验结果如表 6和表 7所示，FSL-GCNPS在辅助训

练下的模型分类准确率和稳定性都有所提升 . 通过表6
可以看出，针对于Omniglot数据集：在 5-way 1-shot设定

下，当 λ = 2时，模型的分类准确率提升了 0.43%，方差降

低了 0.23%；在 5-way 5-shot 设定下，当 λ = 3 时，模型的

分类准确率达到了99.88%，方差降低了0.08%. 通过表7
可以看出，针对于 miniImageNet数据集：在 5-way 1-shot
设定下，当 λ=5时，模型的分类准确率提升了 2.56%，方

差降低了 0.64%；在 5-way 5-shot 设定下，当 λ = 2 时，模

型的分类准确率达到了 71.77%，方差降低了 0.49%；在

未列出的 Omniglot 数据集的 20-way 的两种设置下，辅

助训练的方式也使得模型的分类准确率和稳定性有所

提升 . 说明在加入辅助训练数据后，图顶点生成网络生

成了表达能力更强的图顶点，有助于 FSL-GNNPS 分类

准确率的进一步提升 .

（3）辅助训练系数的分析

实验结果如图 4~7所示 . 通过图4和图5可以看出，

随着辅助训练系数的增加，FSL-GCNPS的分类准确率先

上升后下降，针对于miniImageNet数据集，在5-way 1-shot
设定下，当 λ = 4 时，模型的分类准确率达到最高，然后

开始下降，在 5-way 5-shot设定下，当 λ = 1时，模型的分

类准确率达到最高，然后开始下降，针对于 Omniglot数
据集，在 5-way 1-shot和 5-way 5-shot两种设定下，当 λ =
2时模型的分类准确率达到了最高值，λ的值大于 2时，

分类准确率开始慢慢下降 . 同时，通过图 6和图 7可以

表6　Omniglot数据集下FSL-GCNPS辅助训练的分类准确率

λ

0
1
2
3
4
5

5-way
1-shot

(99.40±0.30)%
(99.80±0.20)%
(99.83±0.07)%

(99.74±0.10)%
(99.78±0.12)%
(99.68±0.08)%

5-shot
(99.80±0.20)%
(99.84±0.12)%
(99.88±0.12)%

(99.78±0.02)%
(99.74±0.03)%
(99.76±0.09)%

表7　miniImageNet数据集下FSL-GCNPS辅助训练的分类准确率

λ

0
1
2
3
4
5

5-way
1-shot

(51.87±1.23)%
(52.00±0.86)%
(52.10±0.77)%
(53.56±0.78)%
(54.22±0.63)%
(54.43±0.59)%

5-shot
(68.59±1.31)%
(71.77±0.82)%

(69.88±0.53)%
(68.98±0.63)%
(67.89±0.62)%
(66.65±0.25)%

      图4　miniImageNet数据集下辅助训练系数对模型分类准确率

的影响

表4　Omniglot数据集下半监督训练的分类准确率对比

Model
GNN**

GNN***
FSL-GCNPS**

FSL-GCNPS***

5-way 5-shot
20%被标记

99.18%
99.59%

(99.40±0.30)%
(99.78±0.12)%

40%被标记

99.59%
99.63%

(99.72±0.08)%
(99.89±0.11)%

100%被标记

99.71%
99.71%

(99.80±0.20)%

(99.80±0.20)%

表5　miniImageNet数据集下半监督训练的分类准确率对比

Model
GNN**

GNN***
FSL-GCNPS**

FSL-GCNPS***

5-way 5-shot
20%被标记

(50.33±0.36)%
(52.45±0.88)%
(51.87±1.23)%
(54.22±0.63)%

40%被标记

(58.91±0.42)%
(58.76±0.86)%
(58.88±0.42)%
(60.83±0.87)%

100%被标记

(66.41±0.63)%
(66.41±0.63)%
(68.59±1.31)%

(68.59±1.31)%
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看出，随着 λ值的增加，模型分类结果的方差在不断地

减小，FSL-GCNPS的分类稳定性得到了提升 . 实验结果

充分说明了 λ值对模型能力的表达有很大的影响，λ值

太小，辅助训练对模型的分类准确率和分类稳定性的

增益效果并不明显，λ值太大，虽然增进了模型的分类

稳定性，但是对模型的分类效果却起到了抑制作用 . 所

以，在模型训练过程中要针对 λ值对分类准确率和分类

稳定性的不同影响，权衡后选取一个合适的 λ值 .

4. 3　实验3：miniMedMNIST数据集实验结果

深度学习方法面世以来，其在医疗领域取得了长

足的应用和发展 . 大量的深度学习研究人员利用深度

模型完成对医学图像的分类以减轻医生的工作量和工

作压力［27~29］. 但深度模型的训练需要大量的有标注的

数据，而医学数据的标注通常由医生完成，导致深度模

型在减轻医生分类工作压力的同时增加了医生标注工

作的压力 . 所以，本文利用 miniMedMNIST 数据集探究

少样本学习在医疗领域的可行性，测试 FSL-GCNPS 在

医疗数据集上的分类准确率和跨域适应性 .
实验方法：将miniMedMNIST数据集划分为两个不

相交的训练任务数据集和测试任务数据集，在训练任

务上学习推理能力并在测试任务上测试，利用分类准

确率作为评判标准来探究少样本学习方法在医学图像

数据上的可行性 . 实验参数的设定：针对于 5-way 
1-shot 和 5-way 5-shot 两组实验，batch size =64，迭代次

数=60 000，学习率=0.000 3，辅助训练系数 λ = 0.
Step1：根据定义 1，把 miniMedMNIST 数据集划分

为训练任务集（前21类）和测试任务集（后8类）.
Step2：根据定义 2，把训练任务集分为训练任务支

持集和训练任务查询集，按照算法 3的步骤训练模型得

到分类函数F *
med.

Step3：根据定义 3，把测试任务集分为测试任务支

持集和测试任务查询集，按照算法 3的步骤生成分类模

型 f *
med，并测试 f *

med的分类准确率 .
实验结果如表 1所示 . 从表 8可以看出，在 5-way 1-

shot 设定下，FSL-GCNPS 模型的分类准确率为 85.6%，

在 OCTMNIST 上为分类最优值，在其他两个疾病种类

上 FSL-GCNPS 的分类准确率也超过了大部分的深度

学习算法；Relation Networks 在 OCT-MNIST 上的表现

略优于深度学习算法 . 在 5-way 5-shot 设定下，FSL-

GCNPS 模型的分类准确率为 92.7%，与其他深度学习

算法比较，在 OCT-MNIST 中提升了 16.9%，在 Breast-
MNIST 中提升了 4.9%，在 Pneumonia-MNIST 提升了

0.9%；Relation Networks 也有不错的分类表现，达到了

80.8% 的分类准确率 . 由此可知，将少样本学习策略

应用于医学图像数据集上是可行的 . 同时，相较于传

统的深度学习算法和少样本学习算法，FSL-GCNPS 模

型在医学图像领域拥有更好的分类准确率及跨域适

应性 .

               图6　miniImageNet数据集下辅助训练系数对模型分类

稳定性的影响

图7　Omniglot数据集下辅助训练系数对模型分类稳定性的影响
图5　Omniglot数据集下辅助训练系数对模型分类准确率的影响
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5　总结

近年来，少样本学习得到了机器学习研究工作者

的广泛关注 . 其可以通过少量标注数据的学习建立起

分类准确率较高的模型 . 本文对基于元学习的图卷积

网络少样本学习算法进行研究，提出了 FSL-GCNPS 少

样本学习算法，取得了如下研究成果：

（1）在图像分类中引入基于元学习的度量方法，利

用类原型向量和类向量构建图顶点集，自适应地求取

图顶点集中两节点间的边值权重，解决了将图像数据

转换为图结构数据生成的问题；

（2）用图卷积神经网络来传递标签信息，推理待标

注数据的类别，解决了传统少样本学习模型没有考虑

数据分布和数据结构信息的问题；

（3）基于半监督学习分类理论，提出辅助训练方

式，提升了FSL-GCNPS的模型性能 .
仿真实验表明，FSL-GCNPS 在医学图像领域较深

度学习算法有更好的跨域适应性；在少样本经典评估

数据集上较其他经典的少样本学习算法拥有更好的分

类准确率和分类稳定性 . 下一步的工作将考虑如何构

建更具表达能力的图结构数据，以期待进一步增进模

型的泛化能力 .
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