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面向无线边缘网络的分层Stackelberg博弈
群体激励方法

康海燕，冀珊珊
（北京信息科技大学信息管理学院，北京 100192）

摘　要：　现有分布式机器学习模型的相关激励机制大多基于单层服务器架构，难以适应当前异构无线计算场

景，同时存在计算资源分配不平衡、通信成本高昂等问题 . 针对上述问题，创新地提出一种面向无线边缘网络的分层

Stackelberg博弈群体激励方法（Hierarchical Stackelberg game Swarm Learning Incentive method for wireless edge network，
HSISL），创新地将 Stackelberg博弈机制引入群体学习模型中，依据各参与方性能差异，云端聚合平台、边缘簇节点、边

缘计算节点三方进行动态博弈，通过双定价公平激励过程，共同制定个性化分层资源分配策略，得到模型训练的最优

纳什解，有效引导边缘计算模型进行正向加速 . 通过理论与实验分析，HSISL能够有效提升模型公平性与训练效率，其

在MNIST数据集上的准确率可达96.06%.
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Abstract:　 In today’s rapidly evolving landscape of distributed machine learning, conventional data incentive solu⁃
tions often fall short due to their reliance on simplistic single-server architectures, in addition, as computing environments 
become increasingly complex, particularly within the context of heterogeneous wireless networks, these traditional ap⁃
proaches struggle to meet the dynamic computational demands such as unbalanced resource allocation and exorbitant com⁃
munication costs. In response to the above dilemma, this paper innovatively proposes a hierarchical Stackelberg game 
swarm learning incentive method for wireless edge network (HSISL). This paper  innovatively introduces the Stackelberg 
game mechanism into the swarm learning. Based on the performance differences of each computing terminal, the cloud ag⁃
gregation platform, edge cluster nodes, and edge computing nodes conduct dynamic games and jointly formulate personal⁃
ized hierarchical resource allocation strategies through the fair incentive process of dual pricing, which can effectively guide 
the edge computing model to accelerate forward. Through theoretical and experimental analysis, the HSISL method can ob⁃
tain the optimal incentive Nash equilibrium solution for model training. Compared with other incentive methods, the HSISL 
method can effectively improve the fairness of the model. With training efficiency, its accuracy on the MNIST data set can 
reach 96.06%.
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1　引言

人工智能驱动型生产模式的兴起，数据隐私威胁

也逐渐显现，随着隐私法规的完善与用户隐私意识的

觉醒，近年来，数据安全协作领域相关研究数量呈爆炸

性增长，群体学习（Swarm Learning，SL）［1］与联邦学习

（Fedreated Learning，FL）应运而生，并且已取得了一些

技术进展［2~10］，但现有相关方案仍面临计算资源贡献不

足等问题，特别是在无线边缘网络等复杂计算环境下，

计算终端通常在接近数据源的位置执行计算任务，这

需要更低的传输延迟与网络负载，否则会严重影响协

作效率 .
为提升边缘计算场景下的数据协作效率，典型的

思路有梯度压缩、异步聚合、激励机制的改进等，首先，

梯度压缩会产生巨大的额外开销，并且会对模型精度

有负面影响；其次，异步聚合相关方案中，大多基于静

态聚合路径选择思路，因此其与边缘计算场景的适配

度较低，无法实现智能化数据处理，另外，当前激励机

制的相关研究工作中，很多都是通过额外的复杂计算

过程来实现模型的加权聚合，也会带来许多不必要的

计算开销，因此为实现多维度公平评估［11］，有必要探索

更高效的模型激励优化方案［12］，这正好与 Stackelberg
博弈理论非常契合，Stackelberg博弈是一种可解释性强

的信息动态博弈过程，博弈双方都会根据对方策略来

判断自身行动，以保证利益最大化，其能够达到有效合

成价值指标、激励训练的目的 .
现有基于Stackelberg的相关数据协作方案［13~21］中，

往往存在训练效率低、自适应能力弱、中央服务器决策

能力过强、隐私威胁应对能力弱等主要问题 . 其中，文

献［13］提出一种引入声誉策略的两周期的动态契约以

吸引移动用户参与模型训练，但如果遇到局部区域训

练时间不同的情况，固定时间内未完成的训练任务会

被错误丢弃，影响模型效率；文献［14］提出一种基于多

领导者多追随者 Stackelberg 博弈的 FL 模型，但其中增

加的罗宾汉机制会带来额外的参数调整，增加实施复

杂性并影响收敛速度；文献［15］虽然创新改进了基于

异构无人机协作的三阶段Stackelberg博弈激励模型，但

其中一对多的分布式结构考虑不周全，这会降低模型

可扩展性，并且中央服务器极容易受到单点攻击威胁，

不利于数据安全，且其中对于参与者参与训练的假设

过于理想，并不能完全考虑整体的训练情况 .
综上所述，为提升数据协作效率与公平性、增强模

型自适应能力、提升模型隐私防御能力，以深入研究 SL
与 Stackelberg博弈的综合应用为导向，多维度、多阶段

评判计算节点贡献度，本文创新提出一种面向无线边

缘网络的分层 Stackelberg 博弈群体激励方法（Hierar⁃
chical Stackelberg game Swarm Learning Incentive 

method for wireless edge network，HSISL），其中创新设计

一种基于组内、组间双定价的三阶段动态博弈分层激

励算法，并将其引入 SL这一新兴机器学习框架中，大大

提升无线边缘计算场景下的激励效率、模型安全性与

自适应能力 .
2　HSISL方法设计与分析

2. 1　HSISL方法设计

针对无线边缘计算场景下的模型效率与公平性、

隐私威胁与计算资源浪费等问题，提出 HSISL方法，整

体框架如图 1所示 . 其中，任务发布层的云端聚合平台

负责全局聚合与激励奖励下发；边缘簇聚合层的边缘

簇节点管理组内聚合；本地训练层的计算节点执行本

地训练，图 1左侧展示模型聚合过程，右侧为激励奖励

的最优纳什均衡解求取过程 .
HSISL可描述为以下三个阶段：

（1）初始阶段

云端聚合平台广播训练请求，初始化全局模型及

结构、激励奖励，对应图1中步骤①.
（2）群体学习训练阶段

在每轮次的训练中，参与方依次执行以下步骤 . 首

先计算节点更新本地模型，执行本地训练，上传模型参

数，对应步骤②；边缘簇节点负责簇内局部聚合，对应

步骤③；云端聚合平台收集所有参数，进行全局聚合，

对应步骤④；随后进行步骤⑤，云端聚合平台计算双定

价阶段的纳什均衡解，返回最优支付策略，对应步骤

⑥，最后，云端聚合平台根据实际情况重新聚类确认最

新模型结构，重新发布下轮次任务及激励，直至收敛 .
（3）双定价阶段

对应图 1右侧激励策略选择模块，我们设计了基于

Stackelberg博弈的双定价分层激励方法，效用及博弈过

程分析详见第 2.2~2.4节，具体定价激励算法过程详见

第2.5节 .
模型聚合中的参数说明如表1所示 .
第 t 轮中，用户 n 根据 Dwk

n (t + 1)更新本地模型，然

后进行本地训练，其更新方式为

wk
n (t + 1)=wk

n (t)- l × Dwk
n (t + 1) （1）

随后，边缘簇节点 k聚合本地梯度，根据组内定价

策略进行局部模型更新，其更新方式为

wk (t + 1)=wk (t)- l × ∑
n = 1

Nk qk
n

∑
n = 1

Nk

qk
n

×wk
n (t + 1) （2）

所有簇节点上传本轮次更新后，根据组内定价策

略计算全局梯度加权平均值 Dw(t + 1)，其计算如式（3）
所示，随后进行全局更新，更新方式如式（4）所示 .
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Dw(t + 1)= ∑
k = 1

K ∑
n = 1

NK

pk
n

∑
k = 1

K ∑
n = 1

NK

pk
n

×wk (t + 1) （3）

w(t + 1)=w(t)- l × Dw(t + 1) （4）
当模型精度满足要求或达到模型训练的最大迭代

次数时，停止训练，综上所述，HSISL的具体执行步骤如

算法1所示 .
2. 2　模型开销分析

我们将整个 HSISL系统的效用优化目标分解为若

干子问题以便求解，创新增加边缘簇节点参与中间数

据处理环节，以减轻云端聚合平台计算压力 . 在整个学

习过程中，计算节点、边缘簇节点与云端聚合平台在学

习过程中的开销及效用分析如下 .
2. 2. 1　计算节点端

每个计算节点的效用函数等于其收到的模型奖励

pk
n f k

n 减去参与训练的开销，其中训练开销部分我们重

点考虑了通信传输开销 ek
n

comm、训练计算开销 ek
n

comp 与

数据采集开销 ek
n

coll.
（1）通信传输开销

假设边缘簇节点 k共拥有M个子信道，且各子信道

的带宽是W. 规定在首次迭代中，边缘簇节点主动均分

信道资源至下属节点 . 第 t轮次中，计算节点 n 的子信

道数量为 Mn. hn 为传输信道增益，pn 为数据传输功率，

N0 为传输噪声功率 . 则计算节点 n的数据传输速率可

表示为

r k
n =WMn log2(1 + hn pn

N0 ) （5）
规定 ck

n
comm 为单位时间内计算节点 n 的无线传输

开销，w 为单次模型参数传输大小，则计算节点 n 的通

信开销可表示为

ek
n

comm =
ck

n
comm w

r k
n

=
ck

n
comm w

WMn log2( )1 +
hn pn

N0

（6）

（2）本地计算开销

规定D ={D1 ···Dn ···DN }为边缘簇节点 k下属所

有计算节点的数据集组成的集合，ck
n

comp 为计算节点 n

的单位计算成本，fn 为计算节点 n的参与训练的计算需

求，计算节点n的计算开销为

ek
n

comp = ck
n

comp Dn f k
n （7）

（3）数据采集开销

规定 ck
n

coll 为单位数据采集开销，则计算节点 n 的

数据采集开销为

ek
n

coll = ck
n

coll Dn f k
n （8）

（4）总开销

规定计算节点 n的组内单价为 pk
n. 则计算节点 n的

总开销成本为

计算节点4

边缘簇节点2

簇2

计算节点2

计算节点2

边缘簇节点1

簇1

计算节点1

计算节点
效用函数

边缘簇节点
效用函数

聚合节点
效用函数

(

最
优
支
付
策
略)

求
得
纳
什
均
衡
解

任务发布层

...

 任务及
奖励下发

 本地计算 

 局部聚合

 全局聚合

 输入模型及计算参数

 返回最优支付策略

激励策略选择模型梯度聚合

模型性能收益

簇间报酬支出

边缘簇收益

簇内报酬支出

自身报酬收益

计算资源支出

Stackelberg博弈阶段 效用函数定义阶段

云端聚合平台

边缘簇聚合层

本地训练层

博弈阶段Ⅰ
（聚合节点）

第t轮计算需求

博弈阶段Ⅲ
（计算节点）

第t轮组内定价策略

第t轮组间定价策略

博弈阶段Ⅱ
（边缘簇节点）

 

图1　面向无线边缘网络的分层Stackelberg博弈群体激励方法

表1　模型训练参数说明

符号

K

Nk

n

l

wn (0)

wk
n (t)

wk (t)

w (t )
qk

n

pk
n

说明

所有边缘簇节点集合

边缘簇节点 k管理的计算节点数量

边缘簇节点 k管理的第n个计算节点

学习率

用户n的初始模型

第 t轮用户n的本地模型

第 t轮边缘簇节点 k的局部模型

第 t轮全局模型

用户n的组内定价

用户n的组间定价
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U k
n = pk

n f k
n - ek

n
comm - ek

n
comp - ek

n
coll

= pk
n f k

n -
ck

n
comm w

WMn log2( )1 +
hn pn

N0

-ck
n

comp Dn f k
n - ck

n
coll Dn f k

n

（9）

2. 2. 2　边缘簇节点端

边缘簇节点 k的效用等于奖励∑
n = 1

Nk

qk
n f k

n 减去组内奖

励成本与自身开销，此处开销考虑计算开销 ecomp
k 与传

输开销 ecomm
k .

（1）计算开销

规定 ccomp
k 为 k的单位计算成本，Nk 为 k的计算数据

量，则边缘簇节点 k的计算开销为

ecomp
k = ccomp

k Nkw （10）

（2）传输开销

规定边缘簇节点 k的数据传输速率为 rk，ccomm
k 为边

缘簇节点 k 的单位传输成本，w 为单次传输参数大小，

则边缘簇节点 k的通信开销为

ecomm
k =

ccomm
k w

rk

（11）
（3）边缘簇节点开销

规定计算节点 n的计算资源单价为 qk
n，则边缘簇节

点 k的总开销成本为

ek = ∑
n = 1

Nk

qk
n f k

n - ∑
n = 1

Nk

pk
n f k

n - ecomp
k - ecomm

k

= ∑
n = 1

Nk

(qk
n - pk

n ) f k
n - ccomp

k Nkw -
ccomm

k w
rk

（12）

2. 2. 3　云端聚合平台端

（1）总奖励分析

规定本轮次所有奖励为

Expense = ∑
k = 1

K ∑
n = 1

Nk

βAk
nQ （13）

其中，k为单位精度利润，Ak
n 为测试精度，随计算资源需

求增加而产生的边际效益递减Q为

Q = ln(1 + αf k
n ) （14）

在边际效用递减定理中，收益函数应是导数递减

的增函数 . 函数Q的导数需>0且二阶导数需<0. 则α的

取值范围为 (0+¥).
（2）云端聚合平台开销

云端聚合平台的总开销等于本轮次规定的所有奖

励减去参与模型训练的开销，可表示为

ec = Expense - ∑
k = 1

K ∑
n = 1

Nk

pk
n f k

n

= ∑
k = 1

K ∑
n = 1

Nk

βAk
nQf k

n
- ∑

k = 1

K ∑
n = 1

Nk

qk
n f k

n

= ∑
k = 1

K ∑
n = 1

Nk

βAk
n ln(1 + αf k

n ) - qk
n f k

n

（15）

2. 3　Stackelberg博弈分析

结合 2.2节的计算，可将整个 Stackelberg 博弈问题

可分为三阶段 .
（1）博弈阶段Ⅰ
迭代开始时，云端聚合平台作为上层博弈领导者

发起博弈，其效用函数可定义为

max
f k

n

Uc = ∑
k = 1

K ∑
n = 1

Nk

(βAk
n ln(1 + αf k

n ) - qk
n f k

n )

s.t. 0 ≤ f k
n ≤ f kmax

n

（16）

（2）博弈阶段Ⅱ
根据云端聚合平台的最优组间定价 qk

n，边缘簇节

点 k最大化自身效用，其效用函数可定义为

算法1　HSISL算法

输入:训练节点数量M,簇个数K,最大训练轮次T,最大聚合等待时间

max _wait_time,学习率 l等训练参数

输出:全局模型参数w (t )
1.初始化 t = 0;
2.初始化簇结构,指定初始簇节点集合K ={12···k},初始计算节点

集合Nk ={12···n}∑
k = 1

K

Nk =M

3.初始化w (0)为常数或随机值,wk
n(0) =wk(0) =w (0);模型激励策

略 I0

4.FOR t < T DO:
5.  云端聚合平台进行全局聚合:
6.    接收局部梯度更新wk(t )
7.    根据式(4)更新全局梯度w (t + 1),下发第 t + 1轮各计算节点

梯度更新Dwk
n (t + 1)

8.    IF 云端聚合平台接收到新的簇节点注册标识 signk
n THEN

9.      重新定义簇结构

10.      更新并广播当前簇节点及对应计算节点列表

11.    根据算法2计算并广播第 t + 1轮最优激励策略 It + 1

12.    边缘簇节点进行局部聚合:
13.    接收组内所有计算节点本地更新进行局部聚合,根据式(2)
更新wk (t + 1)并上传至云端聚合平台

14.    根据 It + 1下发激励奖励至组内所有计算节点

15.        IF 边缘簇节点 k接收到簇结构更新 THEN
16.      根据广播内容更新簇结构

17.    计算节点进行本地聚合:
18.    接收模型更新Dwk

n (t + 1)与激励 It + 1

19.    根据式(1)计算第 t + 1轮的本地模型更新并进行本地训练

得到wk
n (t + 1),上传至所属边缘簇节点 k

20.    IF 计算节点n接收到簇节点注册请求 THEN
21.      发送簇节点注册标识 signk

n至云端聚合平台

22.      根据广播内容更新簇结构

23.RETURN 全局模型参数w (t )
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max
qk

n

Uk = ∑
n = 1

Nk

(qk
n - pk

n ) f k
n - ccomp

k Nkw -
ccomm

k w
rk

s.t. 0 ≤ qk
n ≤ qk max

n

（17）

（3）博弈阶段Ⅲ
每个计算节点根据边缘簇节点 k制定的组内定价

定价pk
n，最大化自身效用，其效用问题可定义为

max
pk

n

U k
n = pk

n f k
n -

ck
n

comm w

WMn log2( )1 +
hn pn

N0

-ck
n

comp Dn f k
n - ck

n
coll Dn f k

n

s.t. 0 ≤ pk
n ≤ pmax

n

（18）

上述三阶段的待解决问题相互影响，分析如下：

首先，云端聚合平台的组间资源分配策略影响边

缘簇节点的组间定价策略及计算节点的计算资源付出

水平；其次，边缘簇节点求解最优组间定价策略阶段，

计算节点的参与影响了边缘簇节点能量消耗，组间定

价策略也影响了式（16）和式（18）的计算；最后，博弈阶

段Ⅲ中每个计算节点的计算资源贡献由博弈阶段 I决
定，并影响自身组内定价策略制定，同时间接影响了博

弈阶段Ⅱ的计算 .
综上所述，以上三个子博弈问题互相影响，构成了

一个完整的多阶段Stackelberg博弈，必须综合考虑以共

同商讨博弈解 .
2. 4　Stackelberg博弈问题分析

基于上述最佳动态响应函数求解，本节讨论唯一

的Stackelberg均衡解的存在性 .
2. 4. 1　上层博弈问题求解

为找到上层子博弈的均衡解，首先需要求解 Uc 的

1阶导数为

¶Uc

¶f k
n

=
αβAk

n

1 + αf k
n

- qk
n （19）

为证明效用函数U k
n 为凸函数，继续求解U k

n 的 2阶

导数为

¶2U k
n

¶( f k
n )2

=
-α2 βAk

n

(1 + αf k
n )2

< 0 （20）
故U k

n 严格凹，证明U k
n 满足得到唯一纳什均衡解的

全部条件，由上述内容可知，U k
n 的最优纳什均衡解为

f *
n (qk

n ) =max
ì
í
î

βAk
n

qk
n

-
1
α
  f max

n

ü
ý
þ

 （21）

根据上述公式，可知当 qk
n =

αβAk
n

αf max
n + 1

时，f *
n = f max

n ，

证明其足够让计算节点以最优贡献上传参数，也就是

说，qk
n >

αβAk
n

αf max
n + 1

时浪费资源 . 因此有

f *
n (qk

n ) = βAk
n

qk
n

-
1
α

（22）
2. 4. 2　中层博弈问题求解

同样地，继续求解基于上层子博弈最优解的中层

博弈问题最优解 .
首先，将式（22）代入Uk得

Uk
* = ∑

n = 1

Nk

(qk
n - pk

n ) ( )βAk
n

qk
n

-
1
α

-ccomp
k Nkw -

ccomm
k w

rk

（23）

Uk
*的最优均衡解求取问题可抽象为一个多元函数

的极值求解过程，因此首先求解式（23）的黑塞矩阵G为

G =

æ

è

ç

ç

ç

ç

ç

ç

ç
çç
ç
ç

ç

ç

ç

ç

ç
ö

ø

÷

÷

÷

÷

÷

÷

÷
÷÷
÷
÷

÷

÷

÷

÷

÷
¶2Uk

*

¶(qk
1 )2


¶2Uk

*

¶qk
1¶qk

n

  
¶2Uk

*

¶qk
n¶qk

1


¶2Uk

*

¶(qk
n )2

（24）

求得
¶Uk

*

¶qk
n

=
βAk

n pk
n

(qk
n )2

-
1
α

（25）
¶2Uk

*

¶qk
m¶qk

n

= 0 （26）
¶2Uk

*

¶qk
n

2
=
-2βAk

n pk
n

(qk
n )3

（27）
则式（24）可化简为

G =

æ

è

ç

ç

ç

ç

ç

ç

ç
çç
ç
ç

ç

ç

ç

ç

ç
ö

ø

÷

÷

÷

÷

÷

÷

÷
÷÷
÷
÷

÷

÷

÷

÷

÷
-2bAk

1 pk
1

(qk
1 )2

 0

  

0 
-2bAk

n pk
n

(qk
n )2

（28）

由上述计算可知，矩阵 G的特征值均≤0，则矩阵 G

负定，因此 U k*
n 为凸函数 . 证明 U k

n 存在且唯一的纳什

均衡解：

qk*
n (pk

n )= αβAk
n pk

n （29）
2. 4. 3　下层博弈问题求解

将得到的计算需求 f k*
n 和边缘簇节点组内定价 pk*

n

最优解代入计算节点的效用函数中：

U k*
n = pk

n( )βAk
n

αβAk
n pk

n

-
1
α

-
ck

n
comm w

WMn log2( )1 +
hn pn

N0

-ck
n

comp Dn( )βAk
n

αβAk
n pk

n

-
1
α

- ck
n

coll Dn( )βAk
n

αβAk
n pk

n

-
1
α

（30）
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同样地，首先求解U k*
n 的1阶导数为

¶U k*
n

¶pk
n

=-
1
α
+

βAk
n

2 α
pk

n

-
1
2

+
ck

n
comp Dn βAk

n + ck
n

coll Dn βAk
n

2 α
pk

n

-
3
2

（31）

继续求解U k*
n 的二阶导数为

¶2U k*
n

¶(pk
n )2

=
- βAk

n

4 α
pk

n

-
3
2

+
-3(ck

n
comp Dn βAk

n + ck
n

coll Dn βAk
n )

4 α
pk

n

-
5
2

（32）

已知 pk
n > 0，可知

¶2U k*
n

¶(pk
n )2

< 0，证明 U k*
n 存在唯一纳

什均衡解，当 pk*
n = pk max

n 时，U k*
n 达到最优，当 pk*

n = pk max
n

时，U k*
n 达到最优，在边缘簇节点 k 的效用值为 0，

有pk max
n =

ccomp
k Nkw +

ccomm
k w

rk

Nk f k
n

.
2. 5　基于 Stackelberg博弈的双定价分层激励算法

设计

基于第 2.2~2.4 节的博弈过程分析，对 HSISL 方法

中基于 Stackelberg 博弈的双定价分层激励算法描述

如下：

（1）初始化阶段

初始化平均分配所有计算节点的组内定价、组间

定价与各计算节点计算需求 .
（2）计算需求确定阶段

在第 t次迭代中，首先根据第 t - 1次迭代中的组间

定价策略qt - 1，根据式（16）计算本轮次计算需求 f t.
（3）组间定价阶段

根据上述阶段求得的 f t 与第 t - 1次迭代中的组内

定价策略 pt - 1，根据式（17）确定本轮次组间定价策略

qt，激励计算较慢的计算节点增加算力，从而增加自己

的效用值 .
（4）组内定价阶段

根据上述阶段所得 f t与 qt，根据式（18）计算本轮次

组内定价策略pt.
（5）动态平衡阶段

云端聚合平台得到重新分配的组内单价后，重复

阶段（2）~（4），直至三方效用函数及各定价参数全部保

持稳定，达到纳什均衡，获得最优定价策略 .
上述定价激励步骤如算法2所示 .

3　实验与分析

3. 1　实验设置

本节设计对比实验评估 HSISL 的可行性 . 实验平

台操作系统为 Ubuntu 20.04，硬件配置为 Intel（R）Core
（TM） i7-11800H CPU 2.3 GHz RTX 3050 GPU 32 GB 
RAM，实验使用Python 3.9、Pytorch 1.7.1实现模型训练，

测试数据集采用 MNIST数据集、Fashion-MNIST数据集

与CIFAR-10数据集 . 对比实验分别从收敛性、稳定性、

模型性能三方面进行分析 .
3. 2　对比实验与分析

3. 2. 1　收敛性分析

规定最大迭代轮次为 25，计算节点数量为 4，边缘

簇节点数量为 2，边际效益参数α与 β均为 10，边缘簇节

点计算单位开销 ccomp
k 与通信单位开销 ccomm

k 均为 0.8，传
输率 rk 为 0.9，hn 为 10 mW，噪声功率 N0 为 10−8 W，W 为

20，w为 0.8，各计算节点的通信开销成本 ck
n

comm 与计算

开销成本 ck
n

comp 均为｛0.2，0.4，0.6，0.8｝，计算节点的数

据收集开销 ck
n

coll 为 0.000 1. 激励过程中的相关参数与

效用值变化如图2所示 .
由图2可知以下结论：

（1）激励资源有限时，计算能力强的节点会承担更

多计算任务，且HSISL中的各参与方都能够逐渐适应各

自偏好，直至整体收敛，系统总效用并不会随迭代进程

推进持续增加，继续追加超需求的计算资源是一种资

源浪费行为，因此为节省系统成本并不会继续加价 .
（2）定价策略与计算节点状态相关 . 图中最初的15次

迭代中波动较大，各方效用取值都不稳定，因此定价策

略也受到了消极影响，原因在于我们将组内定价定义

算法2　基于Stackelberg博弈的双定价分层激励算法

输入:参与训练的边缘簇节点集合K ={12···k},边缘簇节点 k下属

SL计算节点集合Nk ={12···n},纳什均衡的迭代轮次 t与纳什均衡

阈值 ε

输出:最优定价激励 I ={qk*
n p

k*
n f

k*
n }kÎKnÎNk

1.初始化q0 p0 f 0

2.WHILE 第 t轮开始 DO
3.边缘簇节点 k→云端聚合平台:第 t - 1轮的组间定价策略qt - 1

4.云端聚合平台根据 f t - 1与qt - 1计算max U t
c 得到 f t

5.云端聚合平台→边缘簇节点 k:第 t轮各计算节点的计算需求 f t

6.边缘簇节点 k计算max U t
k 得到第 t轮的定价策略qt

7.边缘簇节点 k→计算节点n:第 t轮的定价策略qt

8.计算节点n计算max U kt
n 得到组内定价策略pt

9.t = t + 1

10.UNTIL  U t
c -U t - 1

c ≤ ε
11.RETURN I ={qk*

n p
k*
n f

k*
n }kÎKnÎNk
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为 pk*
n =

ccomp
k Nkw +

ccomm
k w

rk

Nk f k
n

，因此 pk
n 会随 f k

n 稳定；同样

地，组间定价 qk*
n = αkAk

n pk
n，qk

n 也会随 pk
n 稳定在 6～9

之间 .
3. 2. 2　稳定性分析

（1）效用稳定性分析

激励参数设置不变，将HSISL与随机定价［22］、主从

博弈定价［23］、ThreeStage-SFL［15］进行对比，其中整个系

统的社会公共福利为所有节点效用之和：

social _welfare =UC + ∑
k = 1

K

Uk + ∑
k = 1

K ∑
n = 1

Nk

U k
n （33）

计算节点数量分别设置为｛10，15，20，25，30｝，各

方法的社会公共福利及系统效用值变化如图3所示 .
由图3可知以下结论：

图 3中各曲线都呈增长趋势，系统投入的成本随节

点数量增加而上涨，故效用与社会公共福利也随之增

加 . 同等情况下，HSISL 需要提供的社会公共福利最

低，且整体系统效用最高，增速最快，因此HSISL更适用

于无线边缘计算等复杂计算环境中，能够承担更加复

杂的计算任务，更快地适应不断变化的环境条件 .
（2）参数稳定性分析

系统效用随收益参数变化如图4所示 .

 

 

(a) 节点计算需求变化

 

 

(d) 计算节点效用变化

 

 

(b) 组内定价变化

 

 

(e) 边缘簇节点效用变化

 

 

(c) 组间定价变化

 

 

(f) 系统总效用变化

图2　收敛性分析

 

 

(a) 社会公共福利随计算节点数量变化

 

 

(b) 系统效用值随计算节点数量变化

图3　效用稳定性分析
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由图 4可知，最优服务器效用与模型收益参数成正

比，由于边缘簇节点效用增加，云端聚合平台付出增

加，节点训练成本会逐渐贴近 βAk
n；HSISL的参数稳定性

较好 . 收益参数变化仅影响效用最值，不影响效用值变

化趋势 .
3. 2. 3　模型性能分析

本节分别在 MNIST 数据集、Fashion-MNIST 数据

集、CIFAR-10 数据集三种不同数据集上对 HSISL 方法

进行了模型性能对比实验 . 对于MNIST数据集，网络模

型由 1个输入层及两个全连接层组成，隐藏层神经元个

数为 32，激活函数为 ReLU；对于 Fashion-MNIST 数据

集，网络模型由两个卷积层及三个全连接层组成，卷积

核大小为 3×3，激活函数为 ReLU；对于 CIFAR-10 数据

集，网络模型为 ResNet-20. 本地梯度下降函数分别为

SGD、Adam、SGD，学习率均为 0.01. 其余激励相关参数

默认与 3.2.1节的参数设置相同 . 对比方法分别选择基

于主从博弈的 FL 方法、基于随机定价的 FL 方法、

ThreeStage-SFL方法、基于所提双定价分层激励机制的

Fed-AVG方法 .
（1）模型准确性与收敛性分析

规定最大迭代次数为150，计算节点数量为4. 上述

几种方法在三种不同数据集上的模型准确率与损失函

数变化如图5所示 .

 

 

α

(a) 模型收益参数α对效用值的影响

 

 

β

(b) 模型收益参数β对效用值的影响

图4　参数稳定性分析

 

 

(a) 基于MNIST的模型准确率对比

 

 

(d) 基于MNIST的模型损失对比

 

 

(b) 基于Fashion-MNIST的模型准确率对比

 

 

(e) 基于Fashion-MNIST的模型损失对比

 

 

(c) 基于CIFAR-10的模型准确率对比

 

 

(f) 基于CIFAR-10的模型损失对比

图5　不同数据集下的模型测试准确率与损失函数值对比

2389



电 子 学 报 2024 年
由图5（a）~（f）可知以下结论：

首先，HSISL 的精度更高，处理复杂数据时更有优

势 . 基于三种数据集的 HSISL 的最高准确率分别为

92.06%、88.29%、65.49%，均高于其他方法；其次，HSISL
的激励效果更好 . 开始阶段，ThreeStage-SFL 的模型准

确率增加速度虽然较高，但最后收敛时的准确率低于

HSISL，且曲线较为动荡，其他方法也明显逊于 HSISL；
最后，HSISL 的可用性较好 . HSISL 的收敛轮次分别约

为80、110、150，均较快于其他方法 .
（2）模型参数稳定性分析

为探究HSISL的参数稳定性，本节分别测试其在不同

簇数量与计算节点数量设置下的模型训练情况 . 首先，规

定学习率 l为0.01，计算节点数量为20，训练数据集为MNIST
数据集，其他参数设置不变，对比其在簇个数分别为｛2，
4，10｝下的模型准确率，实验结果如图6（a）所示；其次，规

定簇个数为2，训练数据集仍为MNIST数据集，其他参数

不变，对比其在计算节点数量分别为｛4，8，20｝下的模型

准确率，实验结果如图6（b）所示 .

由图6可知以下结论：

计算节点数量固定时，模型准确率及收敛速度随

簇个数增加而降低，这可能与局部优化难度增加有关，

簇数量增加时，簇内训练量减少，可能导致陷入局部最

优解，或与通信开销增加有关，导致更多的网络延迟与

通信开销，降低整体训练效率，因此在实际应用时，要

根据具体情况合理定义模型结构，否则可能影响实际

应用效率 . 簇个数固定时，模型准确率及收敛速度随计

算节点增加而增加，随着计算节点数量增加，数据特征

多样性也随之增加，模型能够吸收更多不同数据源的

信息，这使得模型泛化能力增加，因此最终的模型准确

率会有所提升 .
规定计算节点数量为 4，其余参数不变，不同学习

率下的准确率变化如图7所示 .

由图 7可知，同等情况下，模型准确率及收敛速度

随学习率增加而增加，较高的学习率可帮助模型更有

效地梯度下降优化，但过高学习率可能导致模型动荡

无法收敛 .
综上所述，在群体学习中，Stackelberg 博弈可用于

确定云端聚合平台与追随节点之间的角色分配与协作

策略，领导者可以在综合考虑整体训练情况后制定合

理的协作策略 . HSISL能够有效激励计算节点积极参与

训练，提升整体训练效率 .
4　总结与展望

Stackelberg 博弈为群体学习等分布式学习架构提

供了一种强大的博弈论框架，用于管理和优化模型管

理者与计算节点之间的协作关系，通过实验分析，

HSISL确实能够提升模型训练效率，与基于传统 Stack⁃
elberg博弈的FL相关方案相比，所提HSISL方法的激励

效果更明显，并且最终的模型准确率更小，收敛速度更

快 . 因此，本文所提HSISL方法设计的双定价激励策略

效应更优，可以作为边缘数据协作模型性能提升的有

用参考，但该方法没有考虑模型隐私性的影响，且目前

相关研究方向仍处于起步阶段，后续可以针对激励模

型的隐私性展开深入研究 .

 

 

(a) 模型准确率随簇个数变化

 

 

(b) 模型准确率随计算节点数量变化

图6　基于不同计算节点数量与簇数量的HSISL准确率

 

 

图7　模型准确率随学习率变化
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