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摘　要：　网络功能虚拟化通过将网络功能从专用硬件设备迁移到商用服务器上运行的软件中间盒中，简化了网

络服务的配置和管理 . 在网络功能虚拟化的环境下，由一系列有序的虚拟网络功能组成的服务功能链正在成为承载

网络服务的主流形式 . 将底层物理网络资源分配给服务功能链的需求称为服务功能链部署问题 . 对于基础设施提供

商来说，在有限的资源条件下获得长期高回报是一个重要的挑战 . 本文形式化定义了服务功能链部署问题，提出了一

种基于图注意力网络与模仿学习的服务功能链部署方法（Graph Attention Network and Imitation Learning，GAT-IL）. 该

方法使用图注意力网络评估每个物理服务器的放置潜力，通过蒙特卡洛树搜索方法给出专家示范，并采用模仿学习方

法进行智能体的训练，融入集束搜索策略优化解空间 . 大量的实验结果表明，本文提出的GAT-IL方法在平均收益代

价比和接受率的性能指标上均优于现有代表性算法 .
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Abstract:　Network function virtualization simplifies the configuration and management of network services by mi⁃
grating network functions from dedicated hardware devices to software middleboxes running on commercial servers. Under 
the environment of network function virtualization, the service function chain (SFC) composed of a series of ordered virtual 
network functions is becoming a mainstream alternative to host network services. The SFC deployment problem is to allo⁃
cate the underlying physical network resources to the requirements of service function chains. It is challenging for infrastruc⁃
ture providers to obtain long-term high returns under limited resources. In this paper, we formally define the problem of 
SFC deployment and propose a novel method named graph attention network and imitation learning (GAT-IL) based on 
graph attention (GAT) network and imitation learning for SFC deployment. This method utilizes GAT to evaluate the poten⁃
tials of each physical server, provides expert demonstrations through the Monte Carlo tree search algorithm, applies imita⁃
tion learning to train the agent, and integrates the beam search strategy to optimize the solution space. Extensive experimen⁃
tal results show that the GAT-IL method proposed in this paper outperforms existing representative algorithms on perfor⁃
mance metrics of average revenue-to-cost ratio and acceptance rate.
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1　引言

近年来，随着 5G 通信技术和物联网的快速发展，

互联网的规模急剧增长 . 除此之外，多样化的应用需

求，如基于流媒体的云游戏、基于图像和视频的虚拟现

实、增强现实与远程医疗等也不断涌现 . 传统网络存在

对资源调度和配置的灵活性不足、对新业务和应用的

开通部署慢、对网络运营维护的要求高等一系列问题 .
在此背景下，网络功能虚拟化（Network Function Virtual⁃
ization，NFV）新技术应运而生［1］. NFV 将网络功能从专

用的硬件设备中解耦出来，允许通过软件化的虚拟网

络功能（Virtualized Network Function，VNF）为用户提供

多样化的网络服务［2］. NFV技术让网络运营商可以方便

地实现VNF的监控、管理和维护，降低网络功能的部署

难度，提升网络性能和服务质量（Quality-of-Service，
QoS）.

近年来，基于 NFV 架构［3］，服务功能链（Service 
Function Chain，SFC）成为学术界和工业界重点关注的

对象 . SFC由一系列按照特定顺序排列的VNF组成，它

要求网络流按照顺序依次经过 VNF 的处理，从而实现

特定的网络服务 . 服务功能链部署问题是指根据给定

的优化目标将 SFC 中的 VNF 放置在合适的物理节点

上，并选择相应的物理链路进行流量路由，同时需要满

足资源或性能约束 . 由于该问题已被证明为 NP 难问

题［4］，许多学者致力于设计一些高效的方法来求解该

问题 .
基于启发式的算法通常利用一些人工规则来减少

搜索空间，这在降低计算复杂度和运行时间方面通常

是有效的 . Liu等人［5］提出了一种利用节点排序方法辅

助 SFC 部署的启发式算法，以获得最低的 SFC 部署成

本 . Luizelli等人［6］为了提高 SFC部署的可扩展性，提出

了一种基于二分搜索的启发式算法，目的是最小化部

署到底层网络的VNF数量 . Cheng等人［7］提出了研究服

务链实例化的问题，并提出使用模拟退火算法来获得

最优链路解 . Yue 等人［8］提出了一种两阶段启发式算

法，目的是通过在一台服务器上尽可能多地部署 SFC
请求，并在多项式时间内找到部署方案，从而最小化网

络总资源消耗 . 基于启发式的算法严重依赖于先验知

识，通常考虑网络环境为非动态的情况 . 然而，现实中

的网络环境是高度复杂和难以预测的 . 此外，基于启发

式的算法通常是针对离线场景设计的，当运用到在线

场景时，算法可能会停留在局部最优，远离全局最优，

甚至可能会失效 .

近年来，一些研究采用基于深度强化学习的算法

处理组合优化问题 . Tang 等人［9］提出了一种基于 Q 学

习的方法，并结合弹性伸缩技术来优化 QoS. Xiao 等

人［10］提出了一种自适应的、基于策略梯度的深度强化

学习算法，旨在联合优化 SFC部署成本和 SFC请求的总

吞吐量 . Wang 等人［11］提出了一种基于双深度 Q 网络

（Double Deep Q-Network，DDQN）的 SFC部署方法，目的

是最大化 SFC 接受率 . Pan 等人［12］通过利用时序差分

（Temporal-Difference，TD）结合图卷积神经网络（Graph 
Convolution Network，GCN）模型提出了 GCN-TD 算法，

目的是最大化互联网服务提供商（Internet Service Pro⁃
vider，ISP）的长期平均收益 . 然而，当强化学习获得不

可行解时，模型可能会由强化学习反馈一个较差的奖

励值，从而导致模型震荡，收敛变得缓慢 .
上述工作都在努力解决服务功能链部署问题，但

是针对在线服务场景，SFC请求随机到达，受到资源需

求以及部署策略的影响，网络资源状态呈现出连续

动态的复杂变化 . 如何在快速生成服务功能链部署

方案的同时保证服务提供商的长期高收益代价比面

临着挑战 . 因此，本文提出了一种基于图注意力网络

（Graph Attention Network，GAT）与模仿学习（Imitation 
Learning，IL）的服务功能链部署方法 GAT-IL. GAT-IL
使用图注意力网络评估每个物理服务器的放置潜力，

通过蒙特卡洛树搜索（Monte Carlo Tree Search，MCTS）
方法给出专家示范，并采用模仿学习方法进行智能体

的训练，融入集束搜索（Beam Search，BS）策略优化解

空间 . 本文通过仿真实验，验证所提出算法的有效性 .
结果表明，本文提出的算法在平均收益代价比和接受

率方面分别达到了 0.953 和 96.60%，优于现有代表性

算法 .
2　系统模型与问题描述

2. 1　物理网络模型

底层物理网络可以用无向加权图 G = (VE )来描

述，其中，V 表示物理服务器集合，E 表示物理链路集

合 . 本文选择物理服务器的计算能力和处理能力作为

物理服务器的属性［13］，选择物理链路的带宽和延迟作

为物理链路的属性［14，15］. H 表示物理网络中所有 VNF
类型的集合 . 每个物理服务器 vÎ V，可以满足一组特

定的 VNF 的嵌入，表示为 hv (hv ÌH），以及一定数量的

存储资源容量 Sv 和计算资源容量 Cv. 不同的服务器可

能提供类型一致的 VNF（即 hu  hv 不为空）. 为简单起

见，物理链路可以表示为 euv Î E，其中 uvÎ V 是其端
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点 . 本文使用Buv来表示物理链路 euv的总带宽 . 此外，

假设同一服务器 v上的VNFs之间的带宽足以支持最大

带宽，并允许在同一服务器上部署相同 SFC 请求下的

不同VNF.
2. 2　SFC请求模型

在特定的网络场景中，一个 SFC 请求需要流量有

序经过一系列不同类型的 VNF，每个 VNF 由底层物理

网络中的服务器提供资源，从而实现特定的网络功能 .
本文使用 λ表示 SFC请求的到达率，它服从泊松分布 .
每个 SFC 请求 Rt 可以用有向加权图 Rt = (Ft Lt)表示，

其中，Ft = { ft1 ft2 ftM}，表示为 SFC 请求 Rt 中的 VNF
集合 . Lt = {lt1 lt2 ltN}，表示虚拟链路集合 . 这两个集

合中的 M = | Ft |与 N = | Lt |分别表示 SFC请求 Rt 中VNF
和虚拟链路的数量 . 对于每一个 VNF ftm（第 t个 SFC请

求对应的第 m个 VNF），用 stm 表示它的存储资源需求，

用 ctm 表示它的计算资源需求 . bt、it 和 ot 分别表示 SFC
请求Rt 的带宽需求、源点和终点 . at 和 pt 分别是 SFC请

求 Rt 的到达时间和生存期 . SFC部署示例如图 1所示，

上部表示到来的 SFC 请求，包含了 5 个不同类型的

VNF，VNF之间通过虚拟链路进行连接 . VNF底部的数

字表示处理能力需求和计算能力需求，虚拟链路周围

的数字表示带宽需求 . 图 1下部表示物理链路层，在物

理链路层中，每个物理服务器支持不同类型的 VNF，

VNF底部的数字表示该服务器上VNF的剩余资源 .
2. 3　问题描述

SFC部署问题可表示为映射：Rt(Ft Lt) ® G′( )V ′E′ ，

其中V ′Ì V，E′Ì E. SFC部署过程由两个阶段组成：VNF
节点映射和虚拟链路映射 . 本文使用的关键符号及符

号的含义如表1所示 .
在VNF节点映射阶段，需满足以下约束条件：

xv
tm =

ì
í
î

ïï
ïï

1    ftm已放置在服务器v   上

0    ftm未放置在服务器v 上
（1）

yv
tm =

ì
í
î

1    hv  ftm ¹Æ

0    hv  ftm =Æ
（2）

∑
v

xv
tm = 1ftm Î Ft （3）

xv
tm ≤ yv

tm "ftm Î Ft "vÎ V （4）
∑

ftm

stm·xv
tm ≤ Sv "ftm Î Ft （5）

∑
ftm

ctm·xv
tm ≤ Cv "ftm Î Ft （6）

式（1）表示物理服务器 v 上是否放置了 VNF ftm.
式（2）表示物理服务器 v 是否支持VNF ftm类型的放置 .
式（3）约束了每一个VNF不能放置在多个物理服务器 v

上 . 式（4）是VNF类型约束，需要满足放置的VNF类型

和物理服务器所容纳的 VNF类型相同 . 式（5）和式（6）
分别是物理服务器的存储和计算资源约束 .

图1 服务功能链部署示例
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在虚拟链路映射阶段，本文给出了虚拟链路的映

射约束，如下所示：

z uv
tn =

ì
í
î

1    虚拟链路ltn  已映射在物理链路euv

0    虚拟链路ltn  未映射在物理链路euv

（7）
∑

 euv Î E

z uv
tn ≥ 0"ltn Î Lt （8）

∑
 ltn Î Lt

z uv
tn ·bt ≤ Buv "euv Î E （9）

∑
 euv Î I ( )v

z uv
tn - ∑

 evu ÎO ( )v

z vu
tn =

ì

í

î

ïïïï

ïïïï

-1 v = it

1 v = ot

0 其他情况

（10）

式（7）表示虚拟链路 ltm 是否已映射在物理链路

euv. 式（8）表示一条虚拟链路 ltn，可能由不止一条的物

理链路 euv 构成 . 式（9）表示的约束为链路带宽资源的

取值约束，需要满足每一条物理链路 euv Î E 上的带宽

资源消耗不能超过总带宽容量 . I (v)和O (v)分别表示

物理节点 v的入链路和出链路集合，式（10）的约束描述

了对于每个 SFC请求Rt 的映射路径是一条从起点到终

点不可分割的一条无环路径 .
2. 4　性能指标与目标函数

收益代价比可以很好地用于反馈 SFC部署算法性

能的优劣，具体定义如下：

Y (Rt) = R ( )Rt

C ( )Rt

（11）
其中，收益 R (Rt)与三者有关：SFC 请求所需的节点资

源 stm、ctm，物理链路带宽资源 bt 和 SFC 的生存周期 pt.
收益的定义表示如下：

R (Rt) = é

ë

ê
êê
ê ù

û

ú
úú
ú

αS· ∑
 ftm Î Ft

stm + αC· ∑
 ftm Î Ft

ctm + αB· ∑
 ltn Î Lt

bt ·pt  （12）
其中，αS、αC 和 αB 分别是存储资源、计算资源和带宽资

源的单位定价 .
在 SFC 请求 Rt 完成部署后，部署过程所需的物理

资源产生了部署代价C (Rt) . C (Rt)同样与三者有关：实

际消耗的服务器存储资源 stm、计算资源 ctm、链路带宽资

源 bt 和 SFC 请求 Rt 的生存周期 pt. 代价的定义表示

如下：

C (Rt) = é

ë

ê
êê
ê ù

û

ú
úú
ú

βS· ∑
 ftm Î Ft

stm + βC· ∑
 ftm Î Ft

ctm + βB· ∑
 ltn Î Lt

L ( )ltn ·bt ·pt 

（13）
其中，βS、βC 和 βB 分别是存储资源、计算资源和带宽资

源的单位成本，L (ltn )表示由虚拟链路 ltn 映射的物理链

路的长度 .
本文用 R͂T 表示T时刻以内接受的服务功能链请求

表1 本文使用符号及含义

符号

G

V

E

H

v

hv

Cv、 Sv

euv

Buv

Rt

Ft

Lt

ltn

M

N

ftm

stm、 ctm

bt

it

ot

at

含义

物理网络

物理服务器集合

物理链路集合

物理网络中的VNF类型集合

物理服务器节点

可嵌入 v的VNF集合

v的计算、 存储资源容量

uv间的物理链路

euv的总带宽

虚拟网络中的SFC请求

Rt中的VNF集合

Rt中的虚拟链路集合

第n条虚拟链路

虚拟网络中VNF数量

虚拟网络中虚拟链路数量

第 t个SFC请求对应的第m个VNF
ftm的存储、计算资源需求

Rt的带宽需求

Rt的源点

Rt的终点

Rt的到达时间

符号

pt

xv
tm

z uv
tn

I (v)
O (v)
Y (Rt )
αS

αC

αB

βS

βC

βB

XX ′

F,F ′
W

K

 G0

 G1

ξ

η

θ

含义

Rt的生存期

表示 v上是否放置了 ftm

表示 ltn是否映射在 euv上

v的入链路集合

v的出链路集合

Rt的收益R (Rt )与代价C (Rt )的比值

存储资源的单位定价

计算资源的单位定价

带宽资源的单位定价

存储资源的单位成本

计算资源的单位成本

带宽资源的单位成本

GAT中输入、 输出的特征矩阵

GAT特征矩阵输入、 输出的特征维数

GAT中的权重矩阵

GAT中注意力头数

GAT的神经元个数

全连接层的神经元个数

MCTS中UCT的探索次数

BS中的集束带宽

训练好的GAT-IL参数
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集合 . 长期平均收益代价比如下所示：

Avg_RtC = lim
T®¥

∑
Rt Î R͂T

Y ( )Rt

|| R͂T

（14）
本文研究的部署问题的主要优化目标旨在最大化

长期平均收益代价比，表示如下：

max avg_RtC （15）
s.t.(1) ~ (10)

3　基于模仿学习的服务功能链部署算法

上述问题可以被归约为多维背包问题，该问题已

被证明是 NP 难的［16］. 因此，本文拟设计一种基于图注

意力网络与模仿学习的服务功能链部署方法执行在线

决策 .
3. 1　基于模仿学习的服务功能链部署框架

模仿学习是通过示教者提供的范例学习，从而达

到使智能体做出正确行为的目的 . 行为克隆（Behavior 
Cloning，BC）是模仿学习的基础 . 模仿学习作为一个

类似监督学习的方式，首先由专家给出示范轨迹，模

仿学习会通过 BC 在策略网络中学习专家的示范行

为，然后基于已学习的策略再作出近似专家行为的决

策 . 由于在策略网络中学习的策略 πθ和专家示范策略

π之间的误差会随时间增加而增大，随着误差的积累，

可能导致后期模型训练低效，精度下降［17］. 针对这一

现象，在策略网络和专家示范策略交互的环境中，本

文使用数据聚合的方式［18］，弥补这一局限性 . 数据聚

合从有限数据中产生额外的数据，实现数据样本量的

增加来完成更多的训练，不断迭代该过程，直到模型

收敛，实现误差最小化，以达到提升模型鲁棒性的

目的 .
图 2 给出了在 SFC 部署问题场景下的模仿学习模

型示例 . 该模型主要由专家（负责将状态 St转换为示范

动作  Dt）、智能体（根据专家给出的行为  Dt和环境传递

的状态 St 做出动作 At）和环境（使用数据聚合迭代，获

取当前状态St，并通过At改变当前状态St为下一时刻状

态 St + 1）组成 . 在本文所研究的问题中，环境是每次到

来的SFC请求于底层物理网络状态 .
3. 2　基于图注意力网络结构的特征提取

本文使用图注意力（Graph Attention，GAT）网络模

型来提取底层物理网络的特征信息 . GAT 是一种基于

空间的图卷积网络，它的注意力机制是在聚合特征信

息时，将注意力用于确定邻居节点的权重 . 神经网络中

注意力机制的加入可以帮助模型增加网络数据中重要

信息的关注度，把更多的网络资源聚焦于这些重要信

息，而并非同等关注整个网络［19］. Nv 代表 v节点的邻居

注意力节点集合 . X = {x1 x2 x ||V }是输入的特征矩

阵，xv ÎRF 是物理节点 v的输入特征，GAT模型输出的

特征矩阵表示为 X ′= {x′1 x′2 x′ ||V }，x′v ÎRF′是物理节

点 v的输出特征，F和F ′分别表示输入节点和输出节点

特征的维数，WÎRF′´ F 是共享线性变换权重矩阵，将

Wxv 和Wxu 进行 ||拼接操作后得到的张量，使用前馈神

经网络 aÎR2F ′将其映射到实数上，便得到了未加工的

注意力系数 . 为避免梯度消失（vanishing gradients）和

ReLU神经元“死亡”问题［20］，本文选择 LeakyReLU作为

激活函数 . 归一化后注意力系数avu的公式如下：

avu =
exp ( )LeakyReLU ( )aT[ ]Wxv||Wxu

∑
oÎNv

exp ( )LeakyReLU ( )aT[ ]Wxv||Wxo

    （16）

为了保证注意力机制的稳定性，本文使用了多头

注意力（multi-head attention）机制 . 多头注意力中节点 v

到 节 点 u 之 间 都 有 K 个 独 立 的 注 意 力 系 数 avu =

{a1
vu a

2
vu ak

vu aK
vu}，能够各自独立学习 . 在实验过

程中，注意力头数 K 的设置可根据预算时间大小和算

法性能优劣进行权衡 . 物理节点的输出特征计算公式

如下：

x′v = σ ( 1
K ∑

k = 1

K ∑
uÎNv

ak
vuW

k xu ) （17）
加入了多头注意力的图注意力网络模型如图 3

所示 .
3. 3　基于蒙特卡洛树搜索的专家样本

本 文 使 用 蒙 特 卡 洛 树 搜 索（Monte Carlo Tree 
Search，MCTS）方法生成专家样本 . MCTS根据采样生成

搜索树，通过不断迭代着选择、扩展、仿真和回溯这 4
个过程，最终给出最佳策略，即选择出放置潜力最佳的

物理服务器节点 . 在MCTS算法中，分别用树的节点和

与节点相邻的边表示在模仿学习阶段中产生的状态和

动作 . 随着算法迭代，更多节点的价值被估算出来，搜

索树的规模逐步扩张，也使每次节点的估值变得更加

图2 基于模仿学习的服务功能链部署示例图
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精确 . MCTS 不断执行，直到算法条件超出给定的

约束［21］.
MCTS 的流程如图 4 所示，其主要可以分为 4 个

步骤 .
第 1步：选择 . 选择阶段的目的是找到未被搜索过

的叶节点 . 每次搜索根据置信树上限（Upper Confi⁃
dence bounds for Trees，UCT）算法［22］规则进行搜索，节

点选择公式如下：

u* = arg max
uÎU ( γu

ρu
+ ξ

ln ρv

ρu ) （18）
其中，v 表示当前选择的节点；U 表示当前节点的子节

点集合；ρv、ρu 分别表示当前节点 v和子节点 u被搜索的

次数，γu 表示子节点的价值；ξ表示探索系数，是一个常

数；输出结果u*表示最优UCT值对应的子节点 .
第 2 步：扩展 . 扩展阶段的目的是构建整个搜索

树 . 在扩展阶段中，如果被选择的节点不是叶节点（树

的搜索尚未结束），就生成一个子节点，用来存储子节

点的数据信息 . 扩展阶段结束后，MCTS算法便进入第

3步仿真阶段 .
第 3步：仿真 . 仿真阶段的目的是进行随机动作的

选择，模拟出各种结果 . 根据由状态集随机产生的动作

策略，从已选择的节点中进行仿真，直到到达叶节点（树

的搜索结束），停止仿真过程 . 最终，仿真阶段会在某种

输入对应的状态下根据动作策略，得到确定的结果［23］.
第 4 步：回溯 . 回溯阶段的目的是修正父节点估

值 . 回溯阶段将仿真估值得到的结果回溯至父节点，调

整父节点的价值大小，使估值更加准确 . MCTS 会沿着

树的反向生成路径不断向上回溯，直至根节点 . 回溯路

径经过的每一个节点，其价值大小 γu 都等于在仿真阶

段计算得到的奖励值 . 此外，回溯路径经过的每一个节

点的搜索次数 ρu，也会在这个过程中更新 . 搜索次数代

表节点的重要性 . 一般来说，搜索次数越高，代表当前

节点的价值越高，越应该被选择 .

3. 4　基于集束搜索算法的在线优化

对于较大搜索空间下的图结构，若采用传统的贪

心搜索策略，SFC 部署策略可能会陷入局部最优的局

面 . 为此，本文采用集束搜索算法进行解空间优化 . 集

束搜索算法是一种启发式的图搜索算法 . 算法对树的

每一层利用广度优先搜索建立树节点，按照概率对节

点进行从大到小排序，仅留下概率最高的 η个节点，此 η

个节点即为集束带宽 . 当 η = 1时，表示贪心搜索算法 .
每次保留下来的 η个节点会在下一阶段继续扩展，其他

节点则被剪枝 . 最终可以得到 η个序列，此 η个序列对

应了 η个集束搜索路径，选择节点收益之和最高的路

径，作为集束搜索的最终路径［24］.
图 5 表示了在 SFC 部署问题的场景下 η = 2 的情

况 . SNk 和 SNk + 1 分别表示当前时刻和下一时刻的候选

服务器节点概率集 . 利用集束搜索算法，分别对这两种

图3 图注意力网络模型

图4 蒙特卡洛树搜索示例
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底层物理网络进行模拟 . 迭代该过程，最终选出价值之

和最高的路径，作为SFC部署决策 .

3. 5　GAT-IL: 基于图注意力网络与模仿学习的服

务功能链部署方法

本文提出了名为GAT-IL的算法，它包括两个阶段：

离线训练阶段和在线决策阶段 . 与传统的 SFC 部署模

型相比，本文提出的 GAT-IL 模型额外拥有 MCTS 专家

示范、图注意力网络以及集束搜索的部分，这些模块

的加入目的均是为了优化 SFC 部署算法的性能 .
GAT-IL 算法的主要流程如图 6 所示 . 整个算法主要

分为 4 个步骤描述，包括阶段 1（离线训练）中的步骤

①、步骤②和步骤③与阶段 2（在线决策）中的步骤

④. 步骤①：将底层物理网络和到来的 SFC 请求信息

进行特征提取 . 步骤②：将提取的信息传入神经网络

进行训练，计算节点注意力系数，经过神经网络的全

连接操作并在归一化后得到节点放置概率，用参数 θ

表示 . 步骤③：由 MCTS 提取底层网络特征和 SFC 状

态后，给出专家示范，即生成标签 . 训练智能体通过

不断模仿专家行为，做出更加准确的决策 . 同时，图

注意力网络生成的参数也会随着专家给出的正确示

范及时更新 . 步骤④：将训练好的参数 θ传入在线决策

的模型中，计算节点放置概率，再利用集束搜索策略，

进行快速准确在线决策 . 最终得到 SFC 在物理网络上

的部署结果 .
（1）离线训练阶段：离线训练阶段需要提取节点

（物理服务器）特征，归一化后加入到特征矩阵X中 . 节

点特征包括已完成部署的 VNF 数量，当前节点的 CPU
剩余资源，当前节点的相邻链路剩余带宽总和，当前节

点的相邻链路数量，当前节点与上一个已部署节点的

链路距离 . 首先，物理服务器的特征矩阵X经过基于注

意力机制的GAT模型输出X ′，再将结果传入全连接层 .
具体做法是：通过矩阵变换，将X ′中的每个 x′v和全连接

层所有神经元节点进行连接，将原矩阵平铺成全连接

神经元的维度大小 . 使用全连接层的目的是进行特征

数据的整合 . 全连接后再通过矩阵变换，将生成的矩阵

压缩成单维向量 . 该向量的长度等于服务器节点个数 .
然后，将向量中的所有元素归一化 . 此时，该向量转化

为了一个概率分布 . 向量中的每个数值反映了服务器

节点被选择的概率 . 最后，判断服务器节点是否满足各

种资源约束，筛选掉不符合条件的节点，并选择保留下

来概率值最大的服务器节点作为输出 . 由于 MCTS 已

被证明在不计时间的情况下能够收敛于最佳性能［25］.
因此，在训练过程中，本文采用了 MCTS 驱动的模仿学

图5 集束搜索辅助服务功能链部署示例

图6 GAT-IL算法流程
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习算法 . 神经网络参数通过 MCTS 给出的专家示范标

签不断修正和优化 . GAT-IL离线训练阶段算法如算法1
所示 .

（2）在线决策阶段：将离线训练阶段训练好的参数

θ传递给在线决策阶段 . 当 SFC请求到达时，将底层物

理网络状态、训练好的参数 θ和集束带宽 η作为在线阶

段的输入，再利用集束搜索算法，每次根据集束搜索选

择的节点，选出放置概率最大的 η个服务器，再使用Di⁃
jkstra 最短路径算法进行链路映射 . 最终，得到节点收

益之和最大的确定性路径，将其作为 SFC 部署方案 .
GAT-IL在线决策阶段算法如算法2所示 .

3. 6　复杂度分析

在 GAT-IL的离线训练阶段，计算复杂度与训练的

数据量和训练次数相关 . 经过离线训练后，GAT-IL 可

以使用训练好的模型来实现 SFC 的在线部署决策 . 因

此，计算复杂度只需关注在线场景即可 . O (| Ft |·|V |·η)
和O (| Lt |·| E |·η·log |V | )分别为在线场景中选择候选节

点和链路的计算复杂度 .
在 GAT-IL部署的前馈过程中，其计算复杂度主要

与 GAT-IL 模型的规模有关 . 设 G0 表示 GAT 层的神经

元个数，G1 表示全连接层的神经元个数 . GAT-IL 前馈

过程的计算复杂度为O (G0·|V |·F +G1·(|V | + | E | ) ) 其
中 O (G0·|V |·F )为 GAT 层的计算复杂度，O(G1 × (|V | +

| E | ))为全连接层的计算复杂度 .

算法1 GAT-IL离线训练算法

输入：：物理网络  G = (VE ),SFC历史数据集dataSet

输出：：训练好的GAT-IL参数 θ

1.  初始化GAT-IL模型

2.  WHILE NOT GAT-IL模型收敛 DO

3.    从dataSet采样H个SFC连续请求构成训练集合R =

{R1 R2 RH}
4.    FOR t = 1 TO H DO

5.      初始化树的根节点

      root (γ = 0ρ = 0state = (GRt ) )
6.      nodeMap¬Æ,vnI¬ 1

7.      WHILE root非终止节点 DO

8.        v¬ root

9.        WHILE δ > 0 DO

10.          WHILE v非终止节点

11.             IF v完全扩展 DO

12.               v¬ 根据式(18)选择最优子节点

13.             ELSE

14.              v¬ 新建一个孩子节点,加入到搜索树中

15.               BREAK

16.          u¬ v, D¬ true

17.          WHILE u非终止节点 DO

18.           动作a¬随机选择一个物理服务器部署当前VNF
19.             IF 不满足资源约束 DO

20.               D¬ false

21.               BREAK

22.            u¬ 状态转移 f (ua)
23.          IF D == true DO

24.            reward¬根据式(11)计算

25.          ELSE

26.            reward¬ 0

27.          WHILE v 存在 DO

28.            v.γ¬ v.γ + reward, v.ρ¬ v.ρ + 1, v¬ v.parent

29.          δ¬ (δ - 1)

30.        snI¬ arg max
uÎU ( root.childNode[ ]u .γ

root.childNode[ ]u .ρ )
31.        nodeMap.add (vnIsnI)
32.        vnI¬ vnI + 1

33.        root = childNode[snI]

34.      IF nodeMap.size == | Ft |  DO

35.        使用Dijkstra计算节点间最短链路路径

36.        GAT-IL生成部署方案,并依据MCTS标签计算梯

度和更新网络权重参数 θ

37.        更新物理网络状态G

38.  RETURN θ

算法2 GAT-IL在线决策算法

输入：：物理网络G = (VE ), SFC请求Rt = (Ft Lt ), 训练好的参数 θ,   
集束带宽η

输出：：SFC部署策略

1.  vnI¬ 1 solutionList.add ((ÆÆ0) )
2.  WHILE vnI ≤ | Ft | DO

3.    nextSolutionList¬Æ

4.    FOR solutionÎ solutionList DO

5.      X ¬ G在部署 solution后的物理网络特征

6.      pVec¬X传入参数为 θ的神经网络得到可选物理节点

的概率向量

7.      currList ¬ 记录pVec中选出前η大p值对应的物理节

点 snI和p值

8.      FOR currÎ currList DO

9.        nextSolution

¬ solution (vnIcurr.snIcurr.p)
10.         nextSolutionList.add (nextSolution)
11.    solutionList¬ nextSolutionList保留收益之和最大的η个

结果

12.    vn(I)¬ vn(I + 1)

13.  nodeMapping¬solutionList中收益之和最大的结果

14.  linkMapping¬Dijkstra计算节点间最短链路路径

15.  RETURN nodeMappinglinkMapping
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4　实验结果与对比分析

4. 1　实验环境

本文的代码环境的构建采用的语言为 Python. 实

验环境如下：CPU 采用 Intel（R） Core （TM） i7-11700 
CPU@2.50 GHz；编程语言版本为 Python 3.7；深度学习

框架采用 TensorFlow 2.0；集成开发工具采用 PyCharm 
2021.2.2.
4. 2　实验设置

实验过程中参数设置如下 . 各资源的单位定价和

单位成本都为 1. 和底层物理网络模型 G = (VE )由工

具 GT-ITM 生成 . 该模型由 60 个物理服务器节点和

150 条物理链路组成 . 每条物理链路 euv Î E 其初始链

路带宽 Buv 设置为 1 Gbps，存储能力 Sv 设置为 40 000，
计算能力Cv 设置为 30 000. 一组包含有 30个不同类型

的 VNF 初始集合 H 被随机生成，每个物理服务器所能

支持的VNF类型集合 hv是从已随机生成的集合H中再

次随机选择的 4 个不同类型的 VNF. 每个 VNF ftm Î Ft

的CPU需求资源 ctm 和带宽资源需求 bt 之间存在联系，

对于每个 ftm，本文假定 ctm = 10bt 或 ctm = 10bt × ln bt，前后

等式成立的概率分别为 90% 和 10%［26］；stm 的值在

［1 000， 4 000］范围区间随机生成 . 每个 SFC请求中的

VNF集合Rt 通过从已随机生成的集合H中再次随机生

成，每个 SFC中包含 2到 8个不等的 VNF［27］. 此外，SFC
请求 Rt = (Ft Lt)请求到达率遵循泊松分布，平均每秒

到达一个 SFC 请求 . 每个 SFC 请求的带宽需求 bt 的取

值在［150，190］之间均匀分布 . 每个 SFC请求的生存周

期 pt 设置为 100 s，当 SFC 生存周期结束后，占用资源

将被释放 . 在满足 SFC 给定约束的情况下，随机生成

2 000个 SFC作为训练数据集 . 在训练时，使用Adam优

化器更新模型参数 .
实验过程中 GAT 网络模型主要参数设置如下 .

GAT网络模型学习率 α设置为 0.000 25；训练时丢弃率

dropout设置为 0.5. GAT的神经元个数  G0设置为 64；全
连接层的神经元个数  G1 设置为 960. GAT 和全连接的

层数均设置为一层 . 在 GAT 网络模型的特征矩阵中，

输入节点和输出节点特征的维数F和F ′均设置为 5，输
入和输出的特征设置为物理服务器的资源、相邻物理

链路的数量、相邻物理链路的剩余带宽总和、与前一个

已放置物理服务器间的路径长度、物理网络已部署的

VNF 数量 . 网络模型批处理大小 M ′设置为 100. MCTS
探索系数 ξ设置为 0.5. 集束带宽 η设置为 2. 注意力头

数K设置为3.
本文将对比以下算法来验证 GAT-IL 算法的有

效性 .
（1）TS：该算法是由 Wang 等人［28］提出的一种基于

元启发式的禁忌搜索方法 . 该算法首先选定一个可行

解，然后在特定方向试探性地搜索，选择让函数值变化

最多的目标作为下一步的路径方向 .
（2）PL：该算法是由 Fan 等人［29］提出的一种基于

位置优先级的启发式算法，旨在提高虚拟网络请求

的接受率并优化物理网络资源利用率 . 该算法首先

考虑虚拟节点的位置和资源需求，然后通过路径综

合评估来解决节点和链路映射之间的关联性问题，

以及在虚拟网络映射过程中邻近节点资源消耗不平

衡的问题 .
（3）PACT：该算法是由 Fu 等人［30］提出的一种策略

网络辅助蒙特卡洛树搜索的方法，通过使用卷积神经

网络结合强化学习进行离线训练 . 训练好的神经网络

利用MCTS方法进行在线决策 .
（4）GCN-TD：该算法是由Pan等人［12］提出的一种基

于强化学习的算法，通过使用GCN结合TD学习对模型

进行训练，训练后的模型对SFC执行部署决策 .
（5）PG-CNN 算法：该算法是由 Yao 等人［31］提出的

一种基于强化学习的算法，通过反向传播的策略梯度

（Policy Gradient，PG），用历史网络请求数据来训练含有

卷积神经网络（Convolutional Neural Network，CNN）结构

的策略网络，然后根据策略网络观察底层网络的状态

并输出节点的映射结果，完成SFC的部署决策 .
4. 3　算法性能比较

（1）误差变化：图 7显示了GAT-IL模型在训练过程

中误差的变化 . 从该图可以看出，模型输出的动作与专

家给出的示范动作之间误差迅速减小并最终趋于稳

定 . 当神经网络进入训练时，会随机初始化一个参数值

作为初始误差 . 随着训练轮次的迭代，GAT-IL 会根据

专家示范不断修正误差 . 由于本文使用了数据聚合的

方式，刚开始训练时误差会快速下降 . 在模型达到大约

20 个训练轮次时，误差逐渐收敛 . 在模型达到大约

40 个训练轮次时，误差趋于稳定 . 考虑到 SFC的接受数

量不再随着训练次数增加而增长，意味着此时神经网

络的训练效果达到最佳 .
（2）平均收益代价比对比：图 8显示了在不断递增

的 SFC 请求到达数量下的平均收益代价比 . 从该图可

以看出，所有算法的平均收益代价比都会随着逐渐递

增的 SFC请求数量而不断下降，这是因为可提供 SFC请

求的物理服务器的计算能力和处理能力逐渐减少，物

理服务器的剩余资源已逐渐不能满足 SFC 的资源需

求，导致成功部署 SFC的代价增大 . 这意味着平均收益

代价比会随着累计到达的 SFC 请求数的增加而降低，

从图中各曲线的下降趋势可以体现 . 由于不同算法在

物理网络候选集中选择物理服务器的成本代价不同，

各算法会体现出性能的差异 . 其中，PACT和PL算法表
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现较好，这是因为 PACT 算法也参考了模仿学习方法，

不断学习由专家示范给出的最优策略，使模型通过训

练及时调整参数，从而表现出较高的收益 . PL算法考虑

了一种基于节点位置优先级的创新性方法完成映射过

程，该算法可以较好地利用节点资源 . 然而，在不同的

资源分配策略下，PL算法会更倾向于分配资源以提高

接受率，或者更倾向于分配资源以提高总收益，从而导

致此二者指标无法兼顾 . 本文提出的GAT-IL能够选出

成本更低的候选节点，使物理服务器拥有更加充盈的

资源容量，从而可以获得更高的收益代价比 . 当 SFC请

求累计到达数为 2 000时，GAT-IL算法的平均收益代价

比达到了 0.953. GAT-IL 算法分别比 PL、PACT、GCN-

TD、TS 和 PG-CNN 算法高出 4.38%、9.41%、27.41%、

27.92% 和 45.72%. 这是因为 GAT-IL 离线训练模型在

MCTS给出的专家示范对应的情景下不断收敛，逼近了

最优策略 . 此外，融合了集束搜索的 GAT-IL 模型在线

决策方案，可以使VNF的放置结果更为合理，从而完成

高效的SFC部署决策 .
（3）接受率对比：在T时刻内，SFC请求的接受率可

以定义为

Acc_Ratio (T ) = || R͂T

|| RT

（19）
Acc_Ratio (T )与收益代价比类似，模型性能的提

升同样对接受率的增长有较大的影响 . 图 9 显示了不

同算法在 SFC数量由 0到 2 000请求数量变化下的 SFC
部署接受率 . 当 SFC请求累计到达数为 2 000时，GAT-

IL算法的 SFC 请求接受率达到了 96.60%. GAT-IL算法

分别比 PL、PACT、GCN-TD、TS 和 PG-CNN 算法高出

31.79%、8.05%、20.37%、24.32%和 40.31%. 接受率指标

和平均收益代价比指标类似，两指标均能反映算法对

物理服务器剩余资源的利用效率 . 在刚开始有 SFC 请

求到达时，各算法的接受率均为 100%，这是因为此时

物理服务器的资源充足，能完全满足VNF的资源需求 .
随着累计到达的 SFC 请求数的增多，物理服务器的剩

余资源逐渐不能满足VNF的资源需求，接受率下降，各

算法的差异也逐渐体现 . 不同算法在物理网络候选集

中选择物理服务器的成本代价不同 . 这意味着算法若

能以更低的成本接受 SFC 的部署，则消耗 VNF 的资源

相对较少，物理网络的剩余资源会更加充足并且更多

地 SFC能够成功部署，反映在接受率的指标上，则体现

出较高的接受率 . 实验结果表明，GAT-IL的性能高效，

对底层物理网络资源的利用效率优于其他对比算法 .

（4）GAT模型的有效性：为了验证GAT模型的有效

性，本文进行了消融实验，将 GAT 部分替换为 GCN，并

将对比算法命名为GCN-IL. 图 10显示了在 SFC请求到

达数量分别为 500、1 000、1 500和 2 000的情况下GAT-

IL与GCN-IL的比较 . 两算法在指标为平均收益代价比

的情况下作了比较 . 实验结果表明，GAT-IL 算法性能

优于GCN-IL算法，平均提高了3.67%. GAT-IL算法性能

优于 GCN-IL 算法是因为 GAT 的注意力系数矩阵比

GCN 的拉普拉斯矩阵有更强的特征表达能力，节点特

征之间的相关性被更好的融入到模型中 .
（5）集束搜索的有效性：图 11显示了在 SFC请求到

图9 接受率对比

图7　GAT-IL训练过程误差变化

图8　平均收益代价比对比
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达数量分别为 500、1 000、1 500 和 2 000 的情况下，

GAT-IL算法在有集束搜索和无集束搜索的平均收益代

价比的对比 . 实验结果表明，GAT-IL 算法性能优于

GAT-IL（without BS）算法，平均提高了 7.02%. 集束搜索

的加入，是在贪心算法的基础上，通过增大搜索范围，

以获得比贪心算法更优的解 . 该实验结果验证了加入

集束搜索的GAT-IL算法的有效性 .
5　总结与未来工作

在 SFC 部署问题的情景下，本文提出了一种基于

图注意力网络与模仿学习的服务功能链部署方法，称

为 GAI-IL 算法，旨在最大化收益代价比 . GAT-IL 分为

离线训练和在线决策两个阶段执行 . 在离线训练阶段，

算法通过 GAT 提取物理网络和 SFC 请求的特征，利用

模仿学习的方法，不断学习由MCTS给出的专家示范代

表的最优策略，从而使模型通过训练及时调整参数 . 在

在线决策阶段，算法根据离线训练阶段得到的深度神

经网络，结合集束搜索算法进行决策，完成高效的 SFC
部署 . 最后，实验结果表明，本文提出的GAT-IL方法在

平均收益代价比和接受率方面优于其他现有算法，证

明了本文算法的有效性 . 在未来的工作中，我们将尝试

用聚类的方法对服务功能链需求特性进行划分 . 此外，

还考虑在训练过程中，将物理网络边信息进行特征挖

掘和融入，从而设计基于物理网络资源与服务功能链

需求特性双向感知的资源分配方法，实现更精准地 SFC
部署 .
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