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基于残差单元与注意力门的非对称编解码
海杂波抑制网络
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摘　要：　针对非均匀海杂波环境下弱小目标检测困难的问题，本文基于复值残差单元和注意力门机制，提出一

种用于海杂波抑制的非对称编解码网络（Asymmetric Encoder-Decoder Network，AED-Net）. 该网络以雷达回波经匹配

滤波后得到的复值信号为输入，利用复值残差单元取代常规卷积单元进行弱小目标和海杂波特征的提取，增强网络特

征提取能力的同时避免特征信息退化 . 然后采用注意力门模块将编码路径各模块提取的特征信息分别送入到解码路

径对应的模块 . 最终输出海杂波抑制后的复值信号 . 由于各注意力门的输入和输出维度可根据网络结构自主选择，该

网络设计是一种非对称编解码结构 . 与典型对称编解码网络UNet相比，复值残差单元与注意力门的引入显著降低了

特征信息的冗余度，增强特征信息的提取与传递，提升了海杂波抑制性能 . 与此同时，复值残差单元的参数规模远小

于卷积单元，而注意力门的引入也有效减少解码路径单元的数量，整个网络的参数规模显著减小 . 基于海杂波实测数

据的实验结果表明，与典型复值UNet（Complex Value-UNet，CV-UNet）网络相比，AED-Net的输出信杂比平均提升9 dB，

有效工作的最低信杂比降低了3 dB，模型参数量和计算量分别减少57.8%、50%.
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Residual Units and Attention Gates-Based Asymmetric 
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Abstract:　To address the challenge of weak target detection in nonhomogeneous sea clutter environments, this paper 
proposes an asymmetric encoder-decoder network (AED-Net) for sea clutter suppression based on complex-valued residual 
units and attention gates. The network takes the complex-valued signal generated by radar echoes passing through the 
matched filter as input. First, it replaces conventional convolutional units with complex-valued residual units to extract fea⁃
tures of weak targets and sea clutter, enhancing the network’s capability of feature extraction while avoiding feature degra⁃
dation. Then, attention gate modules are employed to selectively propagate the feature information extracted by each mod⁃
ule in the encoding path to the corresponding modules in the decoding path. Finally, it yields the complex signal after sea 
clutter suppression as output. Due to the capability of independently selecting the input and output dimensions of each atten⁃
tion gate according to the network structure, the proposed network has an asymmetric encoder-decoder structure. Compared 
to typical symmetric encoder-decoder network, UNet, the introduction of complex-valued residual units and attention gates 
significantly reduces the redundancy of feature information, enhances feature extraction and transmission, and thus im⁃
proves the sea clutter suppression performance. Meanwhile, complex-valued residual units have much smaller parameter 
size than convolutional units and the introduced attention gates greatly reduce the number of units in the decoding path, re⁃
sulting in a significant reduction of total network parameters. Experimental results based on real sea clutter data demonstrate 
that compared to the complex value-UNet (CV-UNet) network, AED-Net achieves an average improvement of 9 dB in the 
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output signal-to-clutter ratio (SCR) and can effectively operate at a minimum SCR reduction of 3 dB. Moreover, the number 
of parameters and the computational cost are reduced by 57.8% and 50%, respectively.

Key words:　sea clutter suppression; encoder-decoder network; residual unit; attention gate; complex-valued signal
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1　引言

海杂波是雷达电磁波照射到海洋表面时接收到的海

表面后向散射回波，具有较强的时间相关性，且呈现出复

杂的“三非”特性（非平稳、非线性、非高斯）［1］. 在雷达海面

探测中，弱小海面目标很容易被海杂波淹没，导致其检测

性能下降［2］. 因此，如何有效抑制海杂波，提高弱小目标的

探测性能，是雷达海面目标探测中亟待解决的问题 .
在早期研究中，学者们聚焦于海杂波的变化规律，

通过拟合海杂波数据建立统计模型，并设计相应的海

杂波抑制方法 . 代表方法有奇异值分解［3］、协方差矩阵

估计［4］、自适应匹配滤波器（Adaptive Matched Filter，
AMF）［5］等 .  这些方法的性能依赖于统计模型的准确

性，而海杂波复杂多变的特点导致其统计模型与实际

数据极易失配［6］，此时海杂波抑制效果急剧下降 . 基

于时频变换和稀疏表示的海杂波抑制方法通过时频

变换进行目标能量积累，提高目标的信杂比，并将杂

波抑制问题转化为数学优化或稀疏重构，从而将目标

与海杂波分离，代表方法有短时稀疏分数傅里叶变换

（Short-Time Sparse FRactional Fourier Transform，ST-

SFRFT）［7］、可 调 Q 因 子 小 波 变 换（Tunable Q-factor 
Wavelet Transform，TQWT）［8］、经验模态分解（Empirical 
Mode Decomposition，EMD）［9］等 . 这些方法有效改善了

海杂波环境下目标检测的准确度和稳定性，但在计算

复杂度及实际工程应用方面有待进一步研究 .
随着机器学习理论的快速发展，各类机器学习方

法在雷达中得到广泛应用［10］. Callaghan 等人［11］将海杂

波抑制表示为海杂波及目标之间的分类问题，采用支

持向量机（Support Vector Machine，SVM）和 k-最近邻算

法有效解决该问题 . Deng 等人［12］根据海杂波和目标

的特征差异，提出使用分层决策树结构判定海杂波子

空间与目标子空间的超平面边界，实现对海杂波的抑

制 . 这些方法属于浅层学习模型，其共同优点是结构简

单，但表示能力有限，难以准确描述复杂时间序列形式的

海杂波 .
近年来，深度学习凭借强大的特征学习能力，可以

从实际数据中直接学习，准确描述海杂波特征信息，被

广泛用于雷达海面目标检测及其他相关领域 . Wang等
人［13］采用深度神经网络（Deep Neural Networks，DNN）
检测器代替传统恒虚警率（Constant False-Alarm Rate，
CFAR）检测器，获得了更好的目标检测性能 . 但该方法

对目标信噪比（Signal-to-Noise Ratio，SNR）要求较高，且

未经过实际数据验证 . 苏宁远等人［14］将雷达回波二维

时频图输入卷积神经网络（Convolutional Neural Net⁃
works，CNN），有效实现目标和海杂波的分离，但在杂波

多普勒较宽、信杂比（Signal-to-Clutter Ratio，SCR）较低

时性能有待提高 . Ding等人［15］基于回声状态网络（Echo 
State Network，ESN）构建了一种知识辅助的频域海杂波

抑制方法，实现了慢速小目标的多普勒谱提取，但需要

较多脉冲回波，且泛化性能有待检验 . Wang等人［16］将复

值信号引入到 UNet 中，提出复值 UNet（Complex Value-

UNet，CV-UNet）网络来提取目标和海杂波的复信号特

征，从而在高维特征空间区分两者，实现海杂波的抑制 .
针对雷达图像杂波抑制问题，牟效乾等人［17］提出基于

INet网络的导航雷达图像杂波抑制和海面目标检测方

法，在检测概率方面取得提升 . Hua等人［18］针对海杂波

对 SAR 图像的影响，使用复值 UNet++（Complex Value-

UNet++，CV-UNet++）网络提取 SAR图像的幅度和相位

信息，在充分保留目标信息的前提下提高海杂波抑制

性能 .
CV-UNet 和 CV-UNet++网络在海杂波抑制方面有

明显的性能优势 . 但二者在低信杂比条件下的海杂波

抑制性能依然不足，且网络结构存在冗余，参数规模和

计算量均较大 . 本文针对 CV-UNet 网络在低信杂比条

件下海杂波抑制性能下降、网络规模较大的问题，利用

复值残差单元与注意力门机制对 CV-UNet网络进行改

造，提出一种非对称编解码网络（Asymmetric Encoder-
Decoder Network，AED-Net）. 该网络的输入为海面目标

雷达回波经匹配滤波后的信号，输出为海杂波抑制后

的匹配滤波信号 . 与 CV-UNet网络相比，AED-Net使用

复值残差单元取代普通卷积单元作为基础构成模块，

利用注意力门处理编码路径提取的各浅层特征信息，

注入到对应的解码路径单元 . 通过编、解码路径及跳跃

连接路径可融合各复值残差单元提取的多层次特征，

在高维特征空间中区分目标与海杂波，实现对海杂波

的抑制 . 得益于注意力门输入和输出的可设计特性，

AED-Net 编解码路径设计的自由度更大，突破了常规

UNet结构中编解码路径对称的约束，呈现为非对称结

构 . 在AED-Net中，复值残差单元将促进目标特征信息

的提取与传递，而注意力门可对编码阶段浅层特征中

的非目标信息进行有效抑制，二者共同作用，显著提升

了网络的海杂波抑制性能 . 与此同时，残差结构允许输

入数据有选择性地跳过部分层，减少基本网络单元的
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参数量，而非对称网络结构减少了解码路径上的单元

数 . 因此，AED-Net的参数规模相比于 CV-UNet显著下

降 . 本文基于实测海杂波数据，从 SCR改善因子、消融

实验、目标检测概率、真实目标回波海杂波抑制等方面

开展实验，以检验AED-Net网络的海杂波抑制性能，通

过泛化能力实验进一步验证网络的有效性，并分析了

网络的时空规模 .
2　海杂波抑制网络设计

本节基于复值残差单元和注意力门机制，提出一

种如图 1所示的非对称编解码网络，用于对海面雷达回

波匹配滤波后的数据进行海杂波抑制 . 该网络由编码

路径和解码路径 2部分组成，其中，注意力门左边部分

网络为编码路径，右边部分网络为解码路径 . AED-Net
网络各层参数如表 1所示，复值残差单元作为网络基本

构成模块用于提取特征信息，增强网络的信息传递能

力，保证网络训练不退化 . 注意力门对编码阶段浅层特

征中的无关信息进行抑制，将其输入到对应的解码路

径，在保留目标信息的同时有效抑制海杂波 . 复值残差

单元与注意力门共同作用，可实现对海杂波抑制性能的

提升，而残差单元本身的低参数量特性与AED-Net网络

的非对称结构，可有效减小网络规模及参数量 .

图1　AED-Net海杂波抑制网络

表1　训练参数网络各层参数及输出大小

层名称

输入层

编码路径

桥接

解码路径

输出层

复值残差单元

—

Res1

Res2

Res3

Res4

Res5

Res6

Res7

Res8

Res9

组成

—

CV-Conv1
CV-Conv2
CV-Conv1
CV-Conv2
CV-Conv1
CV-Conv2
CV-Conv1
CV-Conv2
CV-Conv1
CV-Conv2
上采样

CV-Conv1
CV-Conv2
CV-Conv1
CV-Conv2
CV-Conv1
CV-Conv2
CV-Conv1
CV-Conv2

输入通道,输出通道,卷积核大小,步长

—

8, 32, 3, 1
32, 32, 3, 1
32, 64, 3, 2
64, 64, 3, 1

64, 128, 3, 2
128, 128, 3, 1
128, 256, 3, 2
256, 256, 3, 1
256, 512, 3, 2
512, 512, 3, 1

—

768, 256, 3, 1
768, 256, 3, 1
384, 128, 3, 1
384, 128, 3, 1
192, 64, 3, 1
192, 64, 3, 1
96, 32, 3, 1
32, 1, 3, 1

输出大小(批次大小,通道数,信号长度)
8×1×10 500

8×32×10 500
8×32×10 500
8×64×5 250
8×64×5 250

8×128×2 626
8×128×2 626
8×256×1 314
8×256×1 314
8×512×658
8×512×658

8×512×1 314
8×256×1 314
8×256×1 314
8×128×2 626
8×128×2 626
8×64×5  250
8×64×5 250

8×32×10 500
8×1×10 500
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2. 1　复值残差单元

随着网络中编码路径和解码路径的深入，常规卷

积单元在提取特征信息过程中极易造成梯度消失，导

致网络退化 . 为提升网络海杂波抑制性能，本文使用

复值残差单元替代网络中的普通卷积单元来构建残差

编解码网络 . 残差单元在网络中能在解决梯度消失问

题的同时保留原始特征信息，这两者共同作用促进了

特征信息的有效传递，增强网络的特征提取与表达

能力［19］.
为克服随着网络加深带来的阻碍训练和特征退

化，He 等人［20］提出残差神经网络，由一系列堆叠的残

差单元构成，每个残差单元一般表示为
yl = h(xl )+F(xl Wl )

        xl + 1 = f (yl )
（1）

其中，xl 和 xl + 1 是第 l个残差单元的输入和输出；F(×)和
f (yl )分别是残差函数和激活函数，残差函数通常由多

个卷积层组成，激活函数可设置为 Sigmoid、ReLU（Rec⁃
tified Linear Unit）函数等；h(xl )是恒等映射函数，其表

达式为

h(xl )= xl （2）
图 2 给出了常规卷积单元和带有映射的复值残

差单元的基本结构 . CV-UNet 海杂波抑制网络采用

图 2（a）所示的常规卷积单元结构［16］. 考虑实际接收到

的目标回波为复值信号，海杂波和目标相位等特征的

差异，本文将残差单元内的各构成部分进行复值化，构

造的复值残差单元块包含多个复值批归一化（Complex 
Value Batch Normalization，CV-BN）、复值 ReLU 激活函

数和复数卷积层组合 .
（1）复值卷积

若复值卷积（Complex Value Convolution，CV-Conv）
的输入复值数据为P，则复值卷积的输出数据O表示为

O = P*W

= (R (P )*R (W ) - I (P )*I (W ) )
+j(R (P )*I (W ) + I (P )*R (W ) )

（3）

其中，W为复值卷积核，*为卷积运算，R(×)和 I(×)分别表

示矩阵的实部和虚部 .
（2）复值批归一化算法

批归一化（Batch Normalization，BN）作为正则化方

法，有效提高了网络收敛性并加快训练 . 首先通过归一

化操作对输入数据 x进行处理，使输出数据 x̂具有标准

正态分布［21］，即

x̂ =V
-

1
2{x - [ (R ( x ) - Er) + j( I ( x ) - E i) ]} （4）

其中，Er和E i分别是 x实部与虚部的均值，V是 x的协方

差矩阵，定义如下：

V = é
ë
êêêê ù

û
úúúúVrr Vri

V ir V ii

   =
é

ë

ê
êê
ê
ê
ê ù

û

ú
úú
ú
ú
úCov ( )R ( )x R ( )x Cov ( )R ( )x I ( )x

Cov ( )I ( )x R ( )x Cov ( )I ( )x I ( )x

（5）

其中，Cov(× ×)为协方差函数 . 复值BN运算的输出为

é

ë

ê
êê
ê
ê
ê ù

û

ú
úú
ú
ú
úR ( )x̂

I ( )x̂
=  γ

é

ë

ê
êê
ê
ê
ê ù

û

ú
úú
ú
ú
úR ( )x̂

I ( )x̂
+

é

ë
ê
êê
ê ù

û
ú
úú
úβr

β i

（6）
其中，β是可训练的参数，γ是含有 3个可训练分量的半

正定矩阵，可表示为

γ =
é

ë
ê
êê
ê ù

û
ú
úú
úγrr γri

γ ir γ ii

（7）
在网络训练时，将 γrr 和 γ ii 初始化为 2 2并设置 γri

及β为0，保证归一化后的方差模为1.
（3）复值激活函数

将复值 ReLU（Complex Value ReLU，CV-ReLU）激

活函数定义为分别将 ReLU 函数应用于参数的实部和

虚部 . CV-ReLU 激活函数可为网络提供更好的非线性

映射能力，其定义为

CV - ReLU (Ô ) =ReLU (R (Ô ) ) + jReLU ( I (Ô ) )  （8）
其中，ReLU(×)为线性整流单元函数 .

AED-Net 使用的复值残差单元由 2 个复值卷积块

和 1 个恒等映射构成 . 每个卷积块包括复值 BN 层、复

值ReLU激活层和复值卷积层，且单位映射连接单元的

输入和输出 . 在前向传播中，残差结构的存在使浅层输

出足够成熟，深层网络后续层实现恒等映射，允许网络

学习到更复杂的特征，同时保持对特征信息的有效传

递，解决传递过程中特征退化问题 . 其次，后向传播过

程中引入残差映射后，网络对输出变化更敏感，当梯度

 

CV-Conv

CV-ReLU

CV-Conv

CV-ReLU

(a) 常规卷积单元 (b) 带有映射的复值残差单元

图2　构建海杂波抑制深度神经网络的典型模块
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反向传播不仅能通过主路径传播，还能通过残差路径

进行流动，缓解梯度消失和梯度爆炸问题，促进了网

络训练 . 因此，残差结构对权重调整起到更大作用，

有效提升网络性能 . 此外，残差结构使输入信息通过

恒等映射有选择性跳过部分网络层，网络参数得以

减少 .
2. 2　注意力门

2.1节中引入的复值残差单元可增强编码和解码路

径中每层的特征提取能力，而残差传播与反馈只工作

在层残差单元内，层间的每个解码和编码层只是简单

相加，存在大量冗余信息 . 这些冗余特征信息并不能很

好表示目标信号和海杂波之间的差异，为解决上述问

题，本文在编码路径与解码路径之间的跳跃连接中引

入了注意力门［22］，其原理如图 3所示 . 注意力机制是可

以在网络的整体架构中结合上下文信息的机制，根据

输入的全部特征对特征通道进行重新分配权重［23］. 注

意力机制的工作本质是通过附加权重实现对网络特征

信息关注度的区分 .
在图 3中，门控信号 g包含编码阶段浅层网络的特

征，输入信号 x 包含解码阶段上 1 层采样后的特征，两

者共同输入注意力门进行计算 . 注意力门根据输入信

号 g 和 x 产生注意力系数 α（α的每个元素在 [01]范围

内），并利用 α对输入特征信号 x 进行缩放，得到最终

与目标相关的特征信号 x͂. qatt 和 α的计算如式（9）［24］

所示：

qatt =ψ
T( )CV - ReLU ( )W T

x x +W T
g g + bg + bψ

                           α = Sigmoid ( )qatt

（9）
其中，ψ、Wx、Wg 为复值卷积单元；bg 和 bψ为卷积运算

中的偏置项参数，卷积运算中引入的偏置项能够作为

可调整的参数提供额外的学习自由度 . 由于输入信号x

和门控信号 g分别来自解码路径和对应编码路径的跳

跃连接，二者的通道数通常不一致 . 利用 Wx 和 Wg 将 g

和 x 的通道数统一，实现特征信息的融合 . 通过

CV-ReLU 单元增加注意力门的非线性特性，可增强网

络的表达能力，利用复值卷积单元ψ将信号通道数降

为 1，生成 qatt. 最后，通过 Sigmoid函数将 qatt 映射至[01]

范围内，得到注意力系数 α. Sigmoid 函数的具体表达

式为

Sigmoid (q) = 1

1 + exp ( )-q
（10）

在浅层特征中并非所有信息都对网络任务有贡

献 . 由于浅层特征信号中非目标区域的海杂波信息过

多，注意力门通过分析输入的门控信号 g和上下层信息

筛选出目标可能存在的区域，减少非目标区域的海杂

波特征信息 . 将注意力系数α与输入的 x相乘得到新的

x͂，仅需增加少量计算量即可减轻解码路径中的海杂波

抑制负担 .

在 AED-Net 中，每个注意力门以同层编码路径信

号作为输入，以深层解码路径信号作为门控信号 . 因

此，每个注意力门汇集了多个尺度的特征信息，可自适

应地提升目标潜在区域的网格分辨率，增强目标特征

信息的提取和非目标区域的海杂波抑制 .
2. 3　网络结构

本文采用 1个 5层的编-解码架构进行非均匀海杂

波抑制，如图 1所示 . 该网络由编码、桥接和解码 3部分

构成，其中，编码和解码部分实现输入信号特征提取与

海杂波抑制，桥接部分是连接编码和解码路径的桥梁 .
最后，网络通过解码路径输出恢复信号，编码和解码部

分均由复值残差单元构建 .
编码路径包含 5个复值残差单元，在每个单元中，

不使用池化操作来降低特征图的大小，而是在复值残

差单元第 1 个卷积块上设置步长减少特征图尺寸 . 编

码路径通过桥接路径通往解码路径，桥接路径采用复

值残差单元对信号尺寸进行上采样 . 网络右侧解码路

径由 3个复值残差单元构成，在每个单元之前，来自编

码路径的特征信息通过注意力门与来自较低层次特

征信息的上采样相连接 . 在最后一级解码路径后，输

出层采用复值残差单元将信号通道数降为 1，将信号

还原 .
跳跃连接中引入的注意力门其输入和输出维度可

根据网络结构自主设定，跳跃连接 2端的通道数无须相

等，因此，AED-Net 网络呈现为非对称结构 . 跳跃连接

右侧对应的编码路径单元数得以减少，降低了网络参

数规模 .
AED-Net 结合了编解码网络和残差神经网络的

优点，引进注意力门模块 . 这样的组合带来 2 个好处：

（1）复值残差单元内部的映射连接与网络编解码路径

之间融合注意力门的跳跃连接可共同促进信号特征信

息的提取与传递效率，显著提升网络海杂波抑制性能；

图3　注意力门原理示意图
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（2）非对称结构和复值残差单元有效减少了模型参数

量，且复值残差单元允许跨层直接传递信息，有助于加

速训练收敛，简化网络训练 .
3　实验与分析

本节对所设计的 AED-Net 进行性能验证 . 首先介

绍数据集构建方式、网络训练方法和性能评价指标，基

于实际海杂波数据对所提出的 AED-Net网络的海杂波

抑制性能进行验证，并与典型海杂波抑制网络进行对

比 . 最后，开展消融实验及鲁棒性实验评估网络有效

性，分析网络的时空规模 .
检测性能实验中 AED-Net 输出后添加的检测器

使 用 单 元 平 均 CFAR（Cell Averaging-CFAR，CA-

CFAR）［25］，雷达信号的检测性能由其检测概率 Pd 和虚

警概率 Pf 来描述 . 当雷达回波匹配滤波后的数据为

x1 xt xK，通过门限比较判断待测单元 xt是否含有

目标，过程如下：

选取目标单元附近的P个参考单元，根据P个参考

单元估计背景功率：

1 P∑
p = 1

P

|| xp

2

（11）
计算检测门限η：

η = (P -1/P
f - 1)∑

p = 1

P

|| xp

2

（12）
其中，Pf为预设的虚警概率 .

将目标单元 x t 与检测门限进行比较，超过门限判

定为有目标（H1），否则判定为无目标（H0）.
3. 1　数据集构建

深度学习模型的性能和有效性依赖于训练样本的

数量和质量，因此，本文直接采用实测海杂波数据进行

网络训练和测试 . 针对雷达照射区域内难以获得大量

具有标签的合作目标样本问题，本文通过在实测海杂

波中加入不同 SCR 的仿真目标构造训练集和测试集，

其中，SCR是指雷达回波经脉冲压缩后的SCR.
本文采用海军航空大学刘宁波等人［26~28］发起的

“雷达对海探测数据共享计划”，利用 X 波段固态全相

参雷达采集的对海探测数据集，获取的实测海杂波数

据的雷达参数如表 2所示，模拟目标信号的参数与雷达

参数相同 . 选取 2019 年采集的扫描雷达纯海杂波

“20191012110708_02_scanning”作为背景海杂波数据

集，由于实测回波数据存在地杂波干扰，在对回波数据

进行角度屏蔽处理后将仿真目标信号随机添加到每个

脉冲中，共构成 4 076 个训练样本 . SCR 的具体定义

如下：

SCR = 10 log10

P t

Pc

（13）

其中，P t 表示目标信号的功率，Pc 表示海杂波信号的功

率 . 本文中海杂波功率Pc 计算参考目标所在的距离单

元附近的海杂波平均功率 . 对于 1 个目标所在的距离

单元，设置其保护单元为 4，参考单元为 24，计算参考单

元的海杂波平均功率 .

在训练集构建时，本文将脉冲压缩后 SCR 为

5~14 dB 的模拟目标加入到 4 076 个脉冲中，在每个脉

冲中随机选择模拟目标的位置 . 由该数据集训练的模

型可以学习不同方位、距离单元下目标与海杂波特性的

差异 . 测试集使用与训练集数据同一批次不同扫描圈

数的编号“20191012110757_19_scanning”数据构建 . 测

试集所用雷达回波数据集的距离-方位二维图如图4（a）
所示，输入数据示例如图4（b）所示 .

对于训练集数据的标签设计，本文没有采用基于

二分类的“0-1”标签，而是采用理想情况下目标脉压后

数据作为训练标签，因为二分类标签更适合目标定位

情形，而实际脉压数据作为标签训练可以更好地分析

模型海杂波抑制能力 . 1 个实例标签数据如图 4（c）所

示，图 4（d）展示了经过海杂波抑制后输出信号的归一

化幅度图 .
3. 2　模型训练

本文模型基于 Pytorch 框架实现，所有实验在 1 台

搭载 GeForce GTX3090（24 GB）显卡的工作站上进行 .
其余各项训练及仿真实验的相关参数如表3所示 .

网络采用交叉熵损失函数（cross entropy loss）作为

训练的损失函数，并采用 Adam 优化器来优化训练 .
Adam 优化器结合了动量梯度下降和自适应学习率的

特点，可有效加速模型收敛并提高训练效率 .
对于单个训练脉冲数据D，本文采用式（14）对其进

行归一化预处理，由此将所有训练数据归一化至统一

幅度范围，随后送入网络进行训练：

di =
di -min ( )D

max ( )D -min ( )D
（14）

其中，di 为 D 中第 i 个距离单元的幅度值，max(D) 和

min(D)分别为D中最大幅度值和最小幅度值 .
3. 3　评价指标

为了验证网络模型对海杂波抑制性能，本文提出

表2　X波段雷达参数

技术参数

频率范围/GHz
扫描带宽/MHz

脉冲重复频率/kHz
发射峰值功率/W
距离分辨率/m
天线工作模式

属性值

9.3~9.5
25

1.6, 3, 5, 10
50
6

凝视、圆周扫视
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平均信杂比改善因子αSCR，其定义为

αSCR =
∑
i = 1

N

SCRouti - SCRini

N
（15）

其中，N为海杂波抑制实验次数，SCRini 和 SCRouti 分别

为第 i次实验中原始输入数据及网络输出数据的信杂

比 . 将信杂比改善因子作为网络模型抑制海杂波性能

的直观指标 .
3. 4　实验结果

3. 4. 1　信杂比改善实验

为了验证 AED-Net 网络模型的海杂波抑制性能，

将 AED-Net 与 CV-UNet［16］及 CV-UNet++［18］进行性能对

比实验 . 在不同输入 SCR 情形下测试 3 种网络的海杂

波抑制性能，每轮实验选取 1 000个方位回波数据输入

网络模型，3 个网络的训练数据和初始参数均设置

相同 .
图 5（a）给出了不同网络的 SCR改善因子随 SCR的

变化情况 . 可以看出，AED-Net显著提升了海杂波抑制

性能 . 在 SCR=2 dB时，与 CV-UNet和 CV-UNet++相比，

AED-Net的信杂比改善因子分别提升了 33.5%和 19%.
在 SCRÎ[-610] dB 范围内，与 CV-UNet 和 CV-UNet++
相比，AED-Net 的 SCR 改善因子分别平均提升 9 dB 和

7 dB以上 .
在 SCR=0 dB 时，CV-UNet 和 CV-UNet++的 SCR 改

善因子仍然有 20 dB左右，但此时输出数据中目标的距

离单元发生偏移，目标位置估计不正确，此时可认为网

络失效 . 如图 5（c）和图 5（d）所示，SCR=0 dB 时真实目

标位于第 1 301 距离单元，而 CV-Unet 和 CV-UNet++的

输出结果中目标分别偏移至第 1 303和第 1 304距离单

元 . 在图 5（b）给出的AED-Net输出结果中，目标依然位

于第 1 301距离单元 . 表 4给出了不同输入 SCR下各网

络输出中目标位于真实距离单元位置处的准确率，即

网络有效工作的概率 . 可以看出，当SCR ≤ 0 dB时，CV-

UNet和CV-UNet++网络的目标位置估计准确率显著下

降，即网络开始失效 . 而当 SCR ≤-3 dB时，AED-Net网
络才开始失效 . 与 CV-UNet相比，AED-Net能够有效工

作的最低 SCR降低了 3 dB. 显然，AED-Net在低 SCR场

景下的海杂波抑制性能优于 CV-UNet 和 CV-UNet++
网络 .

(a) 距离-方位图

(c) 标签数据

(b) 输入数据

(d) 输出数据

图4　测试集和测试样本示意图

表3　训练参数

相关参数

训练轮次

初始学习率

优化器及相应参数

训练批次大小

具体值

100
0.01

Adam(0.9, 0.99, 1×10-8)
16
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3. 4. 2　消融实验

为了验证 AED-Net 的有效性及合理性，设计消融

实验进行验证 . 在AED-Net基础上分别只保留复值残差

单元模块和注意力门模块，与 CV-UNet、CV-UNet++及

AED-Net进行性能参照对比 . 由图6可知，复值残差单元

的引入大幅度提升了网络的海杂波抑制性能，而注意力

门模块对性能提升的作用相对较小 . 该结果表明，引入复

值残差单元增强AED-Net的特征提取与表达能力，从而提

升其海杂波抑制性能的思路是正确的 . 当SCR=2 dB，与
CV-UNet相比，网络分别只保留复值残差单元和注意力

门模块时，SCR改善因子分别提升了23.4%和13.5%；而

网络同时使用2个模块时，SCR改善因子提升了33.5%.
在AED-Net中，每个模块的引入都对海杂波抑制性能的

提升有所帮助，两者共同作用提供了更好的性能 .
3. 4. 3　目标检测概率实验

将 AED-Net 与 CV-UNet［16］、DNN［13］、分数阶 Fourier
变换方法（Fractional Fourier Transform，FRFT）［29］以及经

典CA-CFAR检测器［25］进行比较以进一步验证AED-Net
的目标检测性能，结果如图 7所示 . 其中，CA-CFAR 检

测器的实验结果作为未对输入信号进行海杂波抑制的

检测性能对照 . 对于各海杂波抑制方法，选取输出信号

中目标单元附近的参考单元并估计背景功率，将实验所

设虚警概率代入式（12）得到检测门限 . 与其他方法相

比，在SCR ≤ 0 dB时，AED-Net显著提升了目标的检测性

能 . 当SCR =-2 dB时，AED-Net的检测概率为99.3%，与

CV-UNet相比，AED-Net的检测概率提升了16.5%.
3. 4. 4　真实目标实验

本小节首先选取海军航空大学于 2021年获取的凝

图6　消融实验结果图

表4　各网络输出目标距离单元估计准确率 单位:%
输入SCR网络名称

AED-Net
CV-UNet

CV-UNet++

-5 dB
54
24
26

-4 dB
67
41
44

-3 dB
81
55
61

-2 dB
98
70
75

-1 dB
100
77
80

0 dB
100
91
93

1 dB
100
96
98

2 dB
100
99

100

(a) 不同网络模型抑制海杂波性能对比

(c) CV-UNet在SCR=0 dB的输出结果

(b) AED-Net在SCR=0 dB的输出结果

(d) CV-UNet++在SCR=0 dB的输出结果

图5　信杂比改善实验
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视模式下海杂波加目标数据“20210104163843_01_star⁃
ing”作为实验数据，测试AED-Net对真实目标的海杂波

抑制效果 . 根据海军航空大学发布的描述信息，该编号

数据采集于 2 级海况条件下，包含 1 个合作目标的回

波，即 3.86 km 处有 1个目标（船），大致位于第 1 400距

离单元 . 需要说明的是，2 600 距离单元附近为 1 个岛

屿，可认为场景中存在另 1个扩展目标 . 本实验主要分

析海杂波抑制对合作目标探测性能的影响 .
图 8（a）给出了该编号数据的距离-多普勒图及目

标位置，图 8（b）~（d）分别展示了 AED-Net、CV-UNet 和
CV-UNet++处理该实际目标 1 个脉冲雷达回波数据后

的输出 . 可以看出，AED-Net有效抑制了目标周围的海

杂波，而CV-UNet和CV-UNet++的输出结果中目标周围

仍然剩余较多的海杂波 . 利用 3 个网络对多个脉冲的

输出数据进行目标检测，当虚警概率为 10-4时，检测概

率分别为 95%、79% 和 86%. 应当指出，真实目标经

AED-Net抑制海杂波后目标位置发生了一定偏移，这主

要是因为目标散射特性与理想点目标存在较大误差 .
因此，需要让 AED-Net 网络学习实际目标的散射特性

信息，使用更多实际目标回波数据进行网络训练，避免

真实目标位置发生偏移 .

在真实海洋环境中，海况是持续变化的 . 为

了评估 AED-Net 在不同海况下对实测数据中合作

目 标 海 杂 波 的 抑 制 效 果 ，本 节 接 下 来 采 用 了

“20210106172511_02_staring”数据集进行海况条件变

化下的对比试验 . 这批数据同样包括海杂波和目标

信号，根据其描述信息，该数据采集于更高的 3~4 级

海况条件下，其中记录了 2个合作目标的回波信号：分

别位于 2.81 km 和 4.16 km 处的 2 艘船只，且 5.5 km 后

为岛屿回波 .
图 9（a）展示了该编号数据的距离-多普勒图，并标

出了目标位置，图 9（b）~（d）依次展示了 AED-Net、CV-

UNet和CV-UNet++进行海杂波抑制后的输出 . 利用3个

网络对多个脉冲的输出数据进行目标检测，当虚警概

率为 10-4时，检测概率分别为 89%、72%和 80%. 观察结

图7　虚警概率为10-4时检测概率对比图

(a) 实测数据距离-多普勒图

(c) CV-UNet结果

(b) AED-Net结果

(d) CV-UNet++结果

图8　实测目标数据实验结果
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果表明，随着海况的增强，各网络输出中的海杂波强度

相应提升，这对雷达的检测性能产生了明显影响 . 但在

更高海况下，AED-Net 依然表现出很好的海杂波抑制

能力 .

3. 4. 5　泛化能力实验

本节测试 AED-Net 的泛化性能，基于本文网络训

练所使用的单目标回波数据对多目标情形下海杂波抑

制效果进行实验 . 如图 10（a）所示，实验过程中在随

机选取的单雷达脉冲海杂波数据中加入 4个雷达目标，

每个目标所在距离单元通过均匀分布随机生成，对

应的距离单元分别为 1 013、2 021、3 432 和 4 267，4 个

目标的 SCR 按照由近到远的顺序分别设置为 1 dB、

2 dB、3 dB和 4 dB. 将多目标回波数据输入AED-Net，获
得输出抑制结果如图 10（b）所示 . 可以看出，4 个目标

均在正确的距离单元位置处显示出来，对应的目标归

一化幅度分别为-0.106 dB、0、-0.013 dB 和-0.086 dB.
但由于 AED-Net 的非线性处理特征，不同目标之间的

相对幅度关系无法保留 . 显然，当多个目标存在时，

AED-Net 仍然展现出明显的杂波抑制效果，表明 AED-

Net 网络具有良好泛化能力 . 通过 100 次独立实验发

现，4个目标的SCR可平均增强达34 dB.

(a) 实测数据距离-多普勒图

(c) CV-UNet结果

(b) AED-Net结果

(d) CV-UNet++结果

图9　高海况下实测目标数据实验结果

(a) 输入多目标数据 (b) AED-Net网络输出数据

图10　多个目标情形AED-Net网络泛化能力实验结果
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3. 4. 6　网络参数量及FLOPs对比

表 5 为 3 种网络模型的参数量、浮点运算次数

（Floating-point Operations，FLOPs）及训练时间的对比 .
参数量是指模型训练中需要训练的参数总数，其大小

直接体现了模型的大小及计算空间复杂度，浮点运算

次数可用来衡量网络模型的计算时间复杂度 . 对于单

一网络模型，参数量与模型的输入无关，只取决于网

络结构，而计算量则与输入数据的大小有关 . 表 5 中

的参数量和计算量均由 PyTorch-OpCounter 工具包测

量得到 . 当输入数据大小相同时，AED-Net 参数量比

CV-UNet 减少了 57.8%，浮点运算次数减少了约 50%，

训练时间也有一定减少 . 实验结果表明，得益于残差单

元允许跨层传递信息等特性以及网络的非对称结构，

AED-Net 显著简化了网络规模，网络计算量也大大

降低 .

4　结论

针对 CV-UNet 海杂波抑制网络在低信杂比场景

下性能不佳和网络参数规模大的问题，本文基于复

值残差单元和注意力门机制，提出非对称编解码

AED-Net 网络 . 该网络以雷达回波匹配滤波后的复值

信号作为输入数据，引入复值残差单元促进网络的

特征提取与传递，显著提升了海杂波抑制性能，通过

在跳跃连接中引入注意力门抑制了浅层特征中的冗

余信息，并有效减少网络参数规模 . 基于实测海杂波

数据的各项实验结果表明，与 CV-UNet 相比，本文提

出 AED-Net 的 SCR 改善因子平均提升 9 dB，网络可有

效进行海杂波抑制的最小输入 SCR 降低 3 dB，模型

参数量减少 57.8%，计算量减少 50%，训练时间也相

应减少，且显示了良好的泛化能力 . 后续工作将加入

更多不同类型的真实目标数据进行训练，以减小目

标散射特性对海杂波抑制性能的影响 . 网络设计中

引入目标散射特性模型先验知识，基于深层展开或

即插即用网络等技术，发展模型与数据混合驱动的

海杂波抑制网络 . 另一方面，将进一步探索网络结

构的优化设计，以获得更好的非均匀海杂波抑制性

能和轻量化网络，消除网络输入信号的归一化预处

理限制，体现目标信号强度对海杂波抑制性能的

影响 .
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