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基于自适应空间映射多可信度模型的
网状天线形态机电集成优化设计
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摘　要：　为了降低网状天线形态机电集成优化设计时的高昂分析成本，提出了一种基于自适应空间映射的多可

信度建模方法 . 根据分析模型中天线桁架与索网组合结构的连接关系，将网状天线分析模型划分为高、低可信度模

型 . 通过空间映射矩阵，首先将高可信度样本映射至低可信度样本空间中，提升高低可信度分析之间的相关性；其次

根据映射后的高可信度样本与低可信度样本建立多可信度模型；最后将其应用于网状天线中 . 相比于传统的多可信

度模型，在具有空间偏差的测试函数上，基于空间映射的多可信度模型平均成功率提高了 47.3%. 在网状天线形态机

电集成优化设计应用案例中，与传统粒子群优化（Particle Swarm Optimization，PSO）相比，在保持相同计算成本的情况

下，所提方法优化结果的天线增益平均提升0.515 dB，与利用原始多可信度模型优化相比，优化效果平均提升0.321 dB.
通过数值实验和网状天线的形态机电集成优化设计应用测试，验证了该方法的有效性 .
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Abstract:　To reduce the high analysis costs associated with the integrated structural electromagnetic optimization de⁃
sign of mesh antennas, a multi-fidelity method based on adaptive space mapping has been proposed. Based on the connec⁃
tion relationships between the cable and trusses, the analysis models of mesh antennas are classified into high-fidelity and 
low-fidelity. By using a space mapping matrix, high-fidelity samples are mapping to the space of low-fidelity, thereby en⁃
hancing the correlation between high and low fidelity analyses. Subsequently, a multi-fidelity model is established using the 
low-fidelity samples and mapped high-fidelity. Finally, apply it to mesh antennas. Compared to traditional multi-fidelity 
models, the multi-fidelity model based on space mapping achieved an average success rate increase of 47.3% on test func⁃
tions with space biases. In the application case of form design for mesh antennas, compare to the traditional partical swarm 
optimization (PSO), the optimization results have been improved by an average of 0.515 dB while maintaining the same 
cost. Furthermore, compared to optimizations using the traditional multi-fidelity model, the optimization result improved by 
an average of 0.321 dB. The effectiveness of this method has been validated through numerical experiments and practical 
application of integrated structural electromagnetic optimization design of mesh antennas.
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1　引言

随着空间探索、天文观测等领域的不断发展，轻质

量、大口径、高收纳比以及高精度的网状反射面天线在

卫星领域的应用日益广泛［1］. 典型的网状天线主要由

索网结构、支撑桁架、反射丝网组成［2］. 为了保证反射

面具有高精度和优良的电磁性能，对索网结构进行形

态设计优化是实现良好电磁性能的关键［3］. 索网的形

态优化最初是基于固定桁架进行的［4］. 随后，研究人员

考虑到支撑桁架的柔性变形和非线性特性建立了桁架-

索网组合结构非线性有限元模型［5］，并引入了考虑桁架变

形的形态设计方法［6］. 为了更加贴合工程实际，文献［7］进
一步考虑了桁架与索网之间的弹性变形、热变形及其

耦合效应，进行了组合结构形态设计 . 为了保证形态设

计后网状天线较优的电性能，将天线电性能引入到形

态设计中［8］. 然而，这些结果表明分析越精准，迭代时

间越长，其计算成本就越高［9~11］，难以适应快速产品研

发的需求 .
在科学领域中，机器学习作为一种快速分析的解

决方法被广泛研究与应用［12］，为解决电磁学中的复杂

问题提供了前所未有的精度性能和时间效率［13］. 然而，

使用机器学习需要大量的训练样本［14］，这是在特定领

域内应用机器学习时面临的一个显著的限制因素 . 因

此，多可信度模型技术和多源数据融合技术被视为降

低计算成本的有效途径［15］.
多可信度模型［16~18］和迁移学习［19］已被广泛应用于

气动力学［20~22］、电磁设计［23］、材料识别［24］等领域 . 多可

信度模型的发展主要集中在基于高斯过程的多可信度

模型和基于神经网络的多可信度模型［25］两方面 . 例如，文

献［26，27］将线性多可信度关系推广至非线性 . 文献［28］
将多可信度关系解释为线性变换与非线性变换的和 .
此外，空间映射作为一种多可信度模型策略，早期通过

矫正低可信度模型被应用在电磁学中［29，30］. 文献［31］
使用了基于特征的映射，将低可信度模型进行矫正 . 而

迁移学习一般通过域自适应［32，33］或域对齐［34］等算法进

行矫正，用以提高不同域之间的相关性 . 迁移学习的目

的是能使用以往的知识或类似的数据来帮助构建当前

的模型［35］. 在多可信度技术领域中，一般使用的是基于

微调的迁移学习［36］. 文献［37］将源域样本与目标域样

本投影到公共子空间中，使用公共子空间样本和对应

的目标值构建模型 .
结合机器学习算法的天线设计同样也取得了相当

可观的研究进展，开发了相关多可信度模型技术和迁

移学习技术 . 在天线设计中，文献［38］结合了有限元模

型和实际天线样机，使用机器学习算法将节点位置作

为输入，索网调节量作为输出建立代理模型，提高了调

整效率和精度 . 文献［39］通过本征函数对高可信度分

析进行降阶处理，建立了多可信度分析模型，并在环形

阵列天线应用中进行了验证 . 然而，多可信度方法的实

现与所采用的高、低可信度分析模型有关［40］. 文献［41］
根据粗、细网格划分情况建立了多可信度分析模型，通

过Co-Kriging模型对多可信度进行建模，在微带贴片天

线应用中进行了验证 . 尽管如此，对网状天线进行接近

真实分析的优化过程仍然是成本巨大的一项挑战 .
在实际应用中，多可信度模型技术能否有效降低

计算成本取决于高、低可信度模型的成本比、相关性、

样本数量以及多可信度模型的精准程度［15］. 在多可信

度模型中，通常假设高、低可信度模型之间是高度相关

的［25］. 然而，在不同领域中应用多可信度模型技术时，高、

低可信度模型通常是由设计人员通过不同方式的简化得

到的［41］，这些模型之间的相关性是未知的 . 文献［42］指出

多可信度分析之间的差异不仅仅来自幅值，还有相位

误差；而相位误差会使得高、低可信度分析之间的相关

性减弱，会降低多可信度模型的建模精度，甚至使其失

效 . 文献［43］通过对低可信度模型进行傅里叶展开，将

得到的基函数固定，通过高可信度样本调整其幅值项

对低可信度模型进行修正，虽然有效减少了偏差，但对

高可信度样本数量的要求较高 . 文献［44］通过将高可

信度样本与低可信度样本以矩阵的形式存储，通过卷

积神经网络识别多可信度模型之间的关系，建立了多

可信度模型，然而并没有考虑局部范围内的相关性 . 文

献［45］将空间映射的方法应用到机翼空气动力学模型

中，但由于其存在空间映射优化中的超参数，导致映射

矩阵需要通过交叉验证的形式得到 .
针对上述问题，本文提出了基于自适应空间映射

的多可信度模型（Space Mapping-based Multi-Fidelity 
model，SM-MF），以解决低可信度模型与高可信度模型

之间存在的相位偏差 . 其主要思想是通过引入相关性

作为自适应因子，实现自适应空间映射技术，以减少域

偏差或相位偏差，并使用投影后的新样本建立多可信

度模型 . 根据网状天线分析模型中天线桁架与索网组

合结构的连接关系，将网状天线分析模型划分为高、低

可信度模型，将其应用于网状天线形态机电集成优化

设计 .
本文的贡献包含以下3个方面：

（1）针对高可信度模型与低可信度模型之间存在

的相位偏差，提出了一种基于空间映射的多可信度模

型（SM-MF）.
（2）针对网状天线，根据网状天线分析模型中天线

桁架与索网组合结构的连接关系以及贴合实际工程情

况的程度，建立网状天线高、低可信度分析模型 .
（3）本文通过实验，将该模型应用于 7个测试算例

中，并且对网状天线建立了多可信度模型，依托此模型
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开展了网状天线形态机电集成优化设计，仿真结果验

证了所提模型的有效性 .
2　基于自适应空间映射的多可信度模型

值得强调的是，空间映射算法与多可信度建模之

间是相互独立的，即可以与任何类型的多可信度模型

相结合 . 首先介绍空间映射算法的具体实现，然后将空

间映射算法与多可信度模型结合 .
对于设计变量维数为 d的问题，设高、低可信度的

数据样本点集为 DL = {xL yL}和 DH = {xH yH}，xH 与 xL

分别表示为
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其中，下标“H”和“L”分别代表来自高、低可信度模型，

nH和 nL分别代表高、低可信度模型样本点的个数，一般

在多可信度应用中假定 nH  nL. 通过对应的高低可信

度分析模型，计算得到相应的样本相应值：
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使用空间映射，将高可信度样本投影到低可信度

样本空间中，投影表述为

xHSM =MxH +B （3）
其中，xHSM 是通过空间映射的高可信度结果，M是映射

矩阵，B是偏移向量 . 将投影后的高可信度样本组合成

变换后的高可信度样本集 DHSM = {xHSM yH}. 通过求解

式（4）中的优化问题计算出M和B：
find      MB
min        Cost
s.t.  MBL ≤ M ≤ MBH

        BBL ≤ B ≤ BBH 

（4）

其中，MBH 和 MBL 分别是映射矩阵的上下界，BBH 和

BBL 分别是偏移向量的上下界 . 根据文献［45］，Cost可
以表述为 

Cost =∑
i = 1

nH ( yH( x ) - yLHSM(Mx +B) ) 2

           +λ ( M -M0 2
+  B -B0 1 )

（5）

其中，M0和B0是正则化矩阵和正则化向量的名义值 .
在此引入了高低可信度模型之间的物理先验，即

高低可信度分析模型之间的偏差不会太大 . 并且，对偏

差B使用 L1范数，对旋转矩阵使用 L2范数，会导致数值

不平衡，在高低可信度模型相关性较高时，会倾向旋转

而不是平移 . 此外，第一项中 nH 会因为高可信度样本

数量增加导致损失不平衡 . 为此，将Cost的具体表述改

写为

Cost =
∑
i = 1

nH ( )yH - yLHSM

2

nH

+ λ M - I
2
+ βBT B （6）

其中，yLHSM 代表在样本点为 xHSM 上对应的最近的 xL的

低可信度分析结果，采用最近的点是因为即使在初始

采样中，xHSM 与 xL 为嵌套采样即 xHSM Ì xL，在通过空间

映射后 xHSM 也不一定属于 xL 的子集，低可信度可以避

免在空间映射阶段产生大量的预测需求 . 后两项是根

据高、低可信度之间的相关性构建的正则化项，

 M - I
2
为 M 减单位矩阵 I 的 Forbenius 范数，λ与 β分

别是控制映射矩阵和偏移向量正则化的系数，在实际

应用中并没有很多高可信度样本可供交叉验证，λ与 β

实际上代表了高低可信度模型之间的差异 . 在此方法

中，选用高低可信度模型数据之间的相关系数 ρ作为一

种自适应的超参数设置，具体表示如下：

β =RELU ( ρ)
λ = | ρ |

（7）
其中，相关系数 ρ的计算表示如下：

ρ =
∑( )y i

H - ȳH ( )y i
L - ȳL

∑( )y i
H - ȳH

2∑( )y i
L - ȳL

2
（8）

其中，ȳH与 ȳL分别是高、低可信度样本均值 .
通过将高可信度样本 xH映射至接近低可信度样本

xL 的空间，其本质上就实现了增加高、低可信度函数之

间的相关性 .
上面描述的空间映射方法（SM）可以集成到现有的

多可信度模型中，通过将空间映射与基于高斯过程的

多可信度模型和基于神经网络的多可信度模型相结

合，开发了基于空间映射的高斯过程多可信度模型

（SM-MF-GP）和基于空间映射的神经网络多可信度模

型（SM-MF-NN）. SM-MF-GP的具体表述为

YH( x ) = ρYL(Mx + B) + δ ( x ) （9）
或是使用神经网络模型，本研究中使用的是基于

迁移学习的多可信度神经网络模型 . 神经网络可表

示为

Y ( xW ) = (ψlt
Wlt )   (ψl0

Wl0 )  x （10）
其中，x作为输入，Y ( xW )作为输出，ψli

和 Wli
代表第 li

层的激活函数和权重偏差矩阵，共有 lt 层，权重偏差矩

阵包括权重矩阵和偏差向量，所有的可训练参数用 W

表示；代表操作符组合；W的学习是通过最小化损失函

数来实现的 . 在这项工作中，使用了均方损失函数 . 通

常这种微调的多可信度模型首先使用低可信度数据集

对参数进行训练，然后对底层的参数采用较小的学习
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率，靠近输出层的参数采用较大的学习率 . 训练低可信

度神经网络的损失函数可表示为

LL =
1
nL

∑
i = 1

nL ( y i
L - YL( x i

L W ) ) 2

（11）
通过最小化式（11）得到 WL. 将 WL 作为模型初始

值，使用经过空间映射的高可信度数据集进行训练，训

练高可信度神经网络的损失函数可表示为

LH =
1
nH

∑
i = 1

nH ( y i
H - YH( x i

HSM W ) ) 2

（12）
根据上文描述，可将基于空间映射的多可信度模

型SM-MF总结如下 .

3　网状天线的多可信度模型建立

桁架结构、索网结构和反射丝网共同组成网状天

线结构，如图 1 所示 . 为了提高分析速度，一般假设桁

架为固定不变的 . 然而，对于大型实际天线结构而言，

这种方法的分析精度较低 . 为了更贴近实际的变形情

况，需要考虑桁架的变形和桁架的随机装配误差［38］. 近

年来，人们对于可展开网状天线结构的预应力设计和

找形方法已经进行了大量的研究［9］，随着研究越发贴近

实际工程应用，分析真实情况时必须考虑众多复杂因

素，这不可避免地增加了分析成本，加长了研制周期 .

为了验证 SM-MF 方法，考虑到接近实际物理系统

以及索网与桁架的连接关系，将桁架-索网组合结构看

作是高可信度模型，在此分析模型中考虑桁架-索网的

耦合变形 . 将纯索网结构看作是低可信度模型，即桁架

为绝对刚体，索网结构满足自平衡 . 基于此，分别为周

边桁架式网状天线和伞型网状天线建立高、低可信度

分析模型，如图2所示 .

4　实验结果与分析

为了验证所提出的 SM-MF 算法的有效性，本研究

采用 7 个多可信度测试函数和 2 个网状天线应用案例

进行了测试 . 在数值实验中，通过 7个测试函数对所提

出方法进行全面测试，并将 SM-MF 与单可信度方法

（单可信度高斯过程模型 S-GP、单可信度神经网络模

型 S-NN）、传统多可信度方法（包括基于高斯过程的多

可信度模型（MF-GP）、基于神经网络的多可信度模型

（MF-NN）以及基于迁移学习的多可信度模型（FT-NN））
进行对比分析，以验证算法的有效性 . 在 4.2节中，将所

提出的 SM-MF应用于周边桁架式网状天线和伞型网状

天线中，验证方法对于网状天线的适用性 .
为消除实验设计（Design Of Experiments，DOE）的

影响，使用了均方误差（Mean Square Error，MSE）、决定系

数（R-squared，R2）以及成功率（Success Rate，SR）作为评价

指标，以评估所提出方法的性能 . MSE和R2的公式如下：

MSE =
∑( )yi - ŷi

2

n
（13）

R2 = 1 -
∑( )yi - ŷi

2

∑( )yi - ȳ
2

（14）

SR =
∑
i = 1

Nrun

Ti

Nrun

（15）
其中，Ti 代表在第 i 次 DOE 中是否成功拟合，Nrun代表

DOE的总次数 . Ti具体表述为

Ti = {0 R2 < t

1 R2 ≥ t
（16）

算法1 SM-MF算法

输入：：低可信度数据集DL，高可信度数据集DH，正则化因子，所选

用的多可信度模型（GP/NN）
输出:多可信度模型

1.  初始化M和B

2.  通过求解式(6)的优化问题，计算得出最优M以及B

3.  利用最优的M和B，根据式（3）求得变换后的高可信度样本集

4.  IF 选用基于GP的多可信度模型，THEN
5.    通过式(9)构建多可信度模型

6.  END IF
7.  IF 选用基于NN的多可信度模型，THEN
8.    通过式(10)和式(11)构建多可信度模型

9.  END IF

图1　伞型网状天线结构示意图

(a) 周边桁架式网状天线 (b) 伞型网状天线

图2　周边桁架式网状天线与伞型网状天线的高可信度分析与低可

信度分析划分示意图
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其中，t作为成功阈值，其根据函数的非线性程度而定 .
4. 1　多可信度函数测试

在本节中，表 1列出了具有不同非线性程度和不同

维度的 7个数学算例，这些示例用于验证所提出方法的

有效性 . 为了探索采用多可信度方法在构建高可信度

代理模型上的实用性，首先使用表 1中的一个简单的偏

移多可信度测试函数（测试函数 2）来构建多可信度模

型 . 图 3展示了随着偏移量（Shift）变化，多可信度模型

成功率的变化情况，其中定义成功的阈值 t为 0.9，高可

信度样本数量为 3，在相同偏差下使用拉丁超立方实验

设计（Latin Hypercube Sampling，LHS），并且重复实验次

数Nrun采用300次 .
结果显示，在高可信度样本数量相同的情况下，即

便低可信度与高可信度样本之间只存在简单的空间偏

移，这种偏移依然会对构建多可信度模型的成功率产

生影响，并且观察到成功率随着偏移量的增大而降低 .  

为了克服这种相位偏差的挑战，采用了 SM-MF 算

法 . 图 4对比展示了表 1中测试函数 1在应用 SM-MF模

型、传统多可信度模型以及仅依赖高可信度样本的代

理模型后的对比曲线 .

在结果分析中可见，在使用 6个高可信度样本进行

预测时，由于低可信度函数与高可信度函数之间存在

相位偏差，导致了多可信度模型预测在［0.5，1］区间内

相较于真实函数产生较大偏移 . 然而，SM-MF通过识别

这种偏移差异，能够建立较为准确的多可信度模型 . 在

图 5中展示了图 4中 3种预测模型的傅里叶变换对比曲

线，考虑到低阶频率成分的影响较为显著，展示的结果

仅包括前7阶频率成分 .
3种预测结果的傅里叶变换分析显示，通过 SM-MF

方法得到的结果在低阶频率与高可信度函数的吻合度

更高 . 在前 5阶的相位图中，SM-MF的结果与高可信度

傅里叶变换结果几乎完全重叠 . 这一分析揭示了通过

SM-MF 减少相位误差，有助于帮助建立更高精度的多

可信度模型 .

图3　成功率(SR)随偏移量(Shift)变化曲线图

表1　多可信度测试函数

序号

1

2

3

4

5

6

7

可信度

低可信度

高可信度

低可信度

高可信度

低可信度

高可信度

低可信度

高可信度

低可信度

高可信度

低可信度

高可信度

低可信度

高可信度

函数表达式

YL( x) = sin2(2πx) + x2 + sin (7πx)
YH( x) = 1.2 sin2(2π (1.1x + 0.02) ) + 1.05x (1.1x + 0.02)
             +1.495sin (7π (1.1x + 0.02) )             

YL( x) = sin (8πx)
YH( x) = sin (8πx + shift)   shift = π 10

YL( x) = sin (8πx)
YH( x) = ( x - 2 ) (sin (8πx) ) 2

YL( x) = 0.5(6x - 2) 2
sin (12x - 4) + 10 ( x - 0.5) - 5

YH( x) = (6x - 2) 2
sin (12x - 4)

YL( x) =
ì
í
î

ïï

ïï

0.5( )6x - 2
2

sin ( )12x - 4 + 10 ( )x - 0.5 - 5

0.5( )6x - 2
2

sin ( )12x - 4 + 10 ( )x - 0.5 - 2

YH( x) =
ì

í

î

ïïïï

ïïïï

2 ( )0.5( )6x - 2
2

sin ( )12x - 4 + 10 ( )x - 0.5 - 5 - 20x + 20

2 ( )0.5( )6x - 2
2

sin ( )12x - 4 + 10 ( )x - 0.5 - 5 - 20x + 24

YL( x) = cos (15x)
YH( x) = x exp ( yL(1.3x - 0.2) ) - 1

YL( x) = 0.8yh( x) -∑
i = 1

19

0.4xi xi + 1 - 50

YH( x) = ( x1 - 1) 2
+∑

i = 2

20

(2x2
i - xi - 1 ) 2

范围

xÎ [01]

xÎ [01]

xÎ [01]

xÎ [01]

xÎ )[00.5

xÎ [0.51]

xÎ [01]

xÎ [ - 33]
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为了评估模型在不同场景下基于高可信度样本信

息的性能，本研究针对表1中的测试函数1，进行了29组

不同规模的高可信度样本数量的实验 . 在这一过程中，

使用的多可信度模型为基于高斯过程的多可信度模型 .
对每一种DOE的尺寸，采用LHS采样方法重复300次，旨

在评估输入空间中高可信度样本点分布的稳定性 . 在所

有实验组中，低可信度样本点的数量保持 50 个 . 图 6
和图 7展示了随着高可信度样本点数量变化，RMS和R2

的箱线图以及均值变化曲线 .

从结果分析可见，仅用高可信度样本的代理模型，

在样本数量大约为15个时达到预期精度 . 然而，由于高

可信度函数与低可信度函数之间存在相位偏差，导致了

多可信度高斯过程（MF-GP）模型需要大约 25个高可信

度样本才能达到预期精度 . 结果说明，在存在相位偏差

的情况下，使用多可信度模型技术并不能提升模型的预

测精度 . 通过使用 SM-MF-GP模型，在高可信度样本量

在 5～15之间时，可以显著提升多可信度模型的预测精

度，并且在高可信度样本量大于 15时，与仅用高可信度

样本的模型预测精度相当 . 尽管在高可信度样本量小于

5时，SM-MF-GP 相较于其他两种方法可以提升预测精

度，但其精度极度依赖于高可信度样本点的分布情况 .
为了展示 SM-MF在更广泛的多可信度模型应用中

的适用性，将 SM-MF 与神经网络中的多可信度方法

结合（SM-MF-NN），并与原始多可信度方法进行比

较 . 图 8呈现了单可信度高斯过程模型（S-GP）、多可信

度高斯过程模型（MF-GP）、标准多可信度神经网络模

图4　单可信度模型、多可信度模型与 SM-MF模型预测结果和高可

信度函数对比曲线

(a) 幅值

(b) 相位

图5　单可信度模型、多可信度模型与 SM-MF模型的傅里叶变换对

比曲线

图6　S-GP、MF-GP方法以及SM-MF-GP在不同样本数量下经过300次
随机DOE实验后的RMS箱线图及其均值变化曲线

图7　S-GP、MF-GP方法以及SM-MF-GP在不同样本数量下经过300次
随机DOE实验后的R2箱线图及其均值变化曲线

56



第 1 期 谭育正:基于自适应空间映射多可信度模型的网状天线形态机电集成优化设计

型（MF-NN）、基于迁移学习的多可信度模型（FT-NN）、

基于空间映射的多可信度高斯过程模型（SM-MF-GP）
和基于空间映射的多可信度神经网络模型（SM-MF-NN）
在成功率上的比较结果 .

结果表明，相比于传统的多可信度模型和仅依赖

高可信度数据的方法，采用 SM-MF 方法能够显著降低

对高可信度样本的需求量 . 无论是采用高斯过程模型

还是神经网络作为基础的多可信度模型，使用 SM-MF
方法后，成功率表现都相当 . 在未采用 SM-MF 方法的

情况下，基于神经网络的多可信度模型展现出最优的

性能 . 然而，当高可信度样本数量有限时，基于迁移学

习的方法与仅使用高可信度样本的代理模型在样本使

用量上相近，而基于高斯过程的多可信度模型由于空

间偏差的影响，需要更多的高可信度样本才能达到预

期的精度 . 为了展示 SM-MF方法在各种测试场景中的

有效性，表 2列出了表 1中所有测试函数在存有少量高

可信度样本时，采用不同方法达到的成功率 .

在表 2中，由于测试函数 1、2和 6存在较明显的相

位偏差，在这 3个测试函数上的成功率相较于传统多可

信度方法提升了 47.3%，证明了通过使用 SM-MF 方法

能够显著提高在具有相位偏差的多可信度函数上构建

多可信度模型的成功率 . 而对于测试函数 3、4 和 5，由
于其高可信度与低可信度之间无明显偏移，使用 SM-

MF-GP与 MF-GP所得结果接近 . 由于测试函数的非线

性，导致使用神经网络的多可信度建模的成功率低于

使用高斯过程模型的多可信度建模 . 测试函数 7 是一

个 20维的非线性函数，通过使用多可信度高斯过程，能

够有效提升其建模的成功率 . 在这 7个算例中，基于神

经网络的多可信度建模通常需要更多的高可信度样

本 . 然而在高可信度样本量足够大时，基于神经网络的

多可信度模型能够提供比基于高斯过程的多可信度模

型更高的成功率和更优的精度 .
在图 9中，为了探究使用相关系数作为空间映射的

损失函数的超参数是否合理，对测试函数 1进行了不同

超参数的实验，每个实验重复运行 300次 . 可以看到，λ

的选取是较为敏感的，其中白色的“·”是高低可信度模

型之间真实的相关性系数，而白色的“´”是在一次实验

中根据少量高可信度样本点映射后得到的相关性系

数 . 结合表 2，验证了利用相关性系数来决定超参数 λ

和β的合理性 .
4. 2　网状天线多可信度模型测试

所采用网状天线的结构参数如表 3 所示 . 天线工

作在 12 GHz，初级方向图选用两参数口径场分布函数：

10ET 20 + (1 - 10ET 20 ) (1 - x2 + y2

( )D 2
2 )，其中 ET 为边缘锥削，

图8　S-GP、MF-GP、MF-NN、FT-NN、SM-MF-GP、SM-MF-NN 随

高可信度样本数量变化的成功率比较

表2　S-GP、S-NN、MF-GP、FT-NN、MF-NN、SM-MF-GP以及SM-MF-NN在表1中7个测试函数的成功率

序号

1
2
3
4
5
6
7

阈值 t

0.7
0.9
0.7
0.7
0.7
0.7
0.7

NH

2
6

15
6
6
8

500

NL

50
50
50
50
50
50

1 500

指标

SR
SR
SR
SR
SR
SR
SR

S-GP
0.01

0
0

0.24
0.06
0.29

0

S-NN
0
0
0
0

0.11
0.06

0

MF-GP
0

0.15
0.48

0.49
0.40

0
0.90

FT-NN
0.04
0.33

0
0
0

0.08
0

MF-NN
0.07

0
0.18

0
0

0.38
0

SM-MF-GP
0.61
0.84

0.47
0.50

0.40

0.30
0.90

SM-MF-NN
0.72

0.36
0.18

0
0

0.64

0.23

图9　超参数敏感性分析图
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D 为投影面口径 . 由于反射面天线具有圆周对称几何

特征，采取的设计点为竖索的 15个变量，见图 10. 周边

桁架式网状天线输出值为主轴方向 θ在-1.3°、-1°、0°、
1°、1.3°下的增益值，伞型网状天线输出值为主轴方向

θ在-0.45°、-0.35°、0°、0.35°、0.45°下的增益值，见图 11.
首先通过使用拉丁超立方设计对低可信度采样2 000个

点，高可信度采样 100个点，测试集采样 2 000个点 . 为

了使得函数的输入值和输出值分布方差较小，对输入

值进行归一化处理，对除 θ角度在 0°下的增益值加 20.
所采用的测试集是在高可信度分析中随机采取2 000个

样本点 . 简单起见，本文统一采用几何光学法对其电性

能进行求解 .

表 4展示了在测试集上，周边桁架式网状天线和伞

型网状天线在不同可信度模型方法下的MSE结果 . 这

些结果表明，在只有少量高可信度样本的情况下，基于

空间映射的多可信度模型能够显著提升预测精度 . 对

于周边桁架式网状天线和伞型网状天线，仅使用高可

信度样本进行建模时，其最佳精度所对应的 MSE 分别

为 6.66×10－2和 1.72×10－1；而采用多可信度建模，其精

度最高可达到 3.10×10－3和 4.25×10－2. 当采用基于空间

映射的多可信度方法时，其最佳精度为 3.48×10－5 和
4.23×10－3. 相较于原始多可信度模型，其 MSE 降低了

1～2个数量级 . 这些结果进一步验证了所提出的基于

空间映射的多可信度方法的有效性 .
为了体现与传统粒子群优化（Partical Swarm Opti⁃

mization，PSO）方法以及基于传统代理模型的对比，

分别用图 12 和图 13 展示在相同成本下的周边桁架式

网状天线和伞型网状天线的优化结果 . 表 5 为网状

天线优化后主轴方向 θ=0°时的增益值 . 可以从图 11
和表 5 中看出，通过使用 SM-MF 方法，在相同成本下，

相较于不使用代理模型的优化结果，周边桁架式网

表3　天线几何与结构参数

反射面

馈源

桁架

名称

投影面口径

焦距

中心轮廓直径

工作频率

边缘锥削

支撑肋截面尺寸

肋宽

伞型网状天线

6 m
3 m

0.5 m
12 GHz
-10 dB

2 mm × 3 mm
3 mm

环形桁架式网状天线

2 m
1 m
—

12 GHz
-10 dB

2 mm × 3 mm
3 mm

(a) 周边桁架式网状天线

(b) 伞型网状天线

图10　选取网状天线设计点示意图

(a) 周边桁架式网状天线

(b) 伞型网状天线

图11　网状天线电性能输出值选定示意图
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状天线主轴方向 θ =0°时，增益从 -1.395 dB 提升到

-0.941 dB，伞型网状天线主轴方向 θ =0°时，增益从

-0.938 dB提升到-0.363 dB，优化效果平均提升0.515 dB.
相比原始多可信度或单可信度最优模型，优化效果平

均提升 0.321 dB. 在优化后的增益曲线中可以看到，

单可信度代理模型由于模型精度低导致了优化结果

不可靠，SM-MF 方法能够显著提升其分析精确度，从

而使得优化结果与实际分析值接近，优化效果提升，

验证了 SM-MF 多可信度方法在网状天线优化中的有

效性 .

5　结论

针对网状天线形态机电集成优化设计的高昂分析

与优化成本问题，在高、低可信度模型之间存在空间偏

差的情况下，为了提高多可信度代理模型方法的精度

(a) 增益曲线 (b) 局部放大图

图13　伞型网状天线应用不同优化方法优化后的结果

表4　周边桁架式网状天线以及伞型网状天线多可信度模型在测试集上的MSE
模型

周边桁架式网状天线

伞型网状天线

指标

MSE
MSE

NH

100
100

NL

2000
2000

S-GP
33.74

6.37

S-NN
6.66×10－2

1.72×10－1

MF-GP
5.91×10－2

5.25

FT-NN
3.10×10－3

4.25×10－2

MF-NN
1.87×10－2

8.92×10－2

SM-MF-GP
2.59×10－2

5.57

SM-MF-NN
3.48×10－－5

4.23×10－－3

表5　网状天线优化结果 单位：dB
模型

周边桁架式网状天线

伞型网状天线

指标

Gain
Gain

高可信度PSO优化结果

-1.395
-0.938

基于S-NN优化结果

-1.266
-2.128

基于MF-NN优化结果

-2.148
-0.679

基于SM-MF优化结果

-0.941

-0.363

(a) 增益曲线 (b) 局部放大图

图12　周边桁架式网状天线应用不同优化方法优化后的结果
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和成功率，本文提出了一种新颖的基于自适应空间映

射的多可信度模型方法，并将其应用在典型网状天线

形态机电集成优化设计上 . 该方法能够与现有的各种

多可信度建模方法相结合 . 在经过空间映射校正后的

样本上应用不同的多可信度模型方法，能有效提升多

可信度精度和成功率 . 通过对 7个具有不同维度、不同

非线性程度以及不同程度的空间偏差的数学算例进行

测试 . 结果表明，在存在空间偏差的测试函数中，相较

于原始多可信度模型，本方法的建模成功率提升

47.3%；在没有空间偏差的测试函数中，建模成功率与

原始多可信度模型相当 . 根据网状天线分析模型中天

线桁架-索网组合结构的连接关系以及贴合实际工程情

况的程度，将网状天线分析模型划分为高、低可信度分

析模型 . 利用划分的高、低可信度分析模型建立基于自

适应空间映射的多可信度模型，所得多可信度模型的

均方误差（MSE）与原始多可信度方法相比显著降低了

一个数量级，通过使用所得多可信度模型进行优化，结

果相较于未使用多可信度模型平均提升 0.515 dB，相较

于原始多可信度模型平均提升 0.321 dB，这进一步验证

了基于空间映射的多可信度模型的有效性 .
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